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Studijų planas ir jo vykdymo suvestinė





Tyrimų 
objektas

Mašininio mokymosi metodai kelių asmenų kūno
padėties sekimui realiuoju laiku.



Tikslas
Sukurti mašininio mokymosi metodą kelių
asmenų kūno padėties sekimui realiuoju laiku, 
skirtą kūno padėties sekimui ir taškų
skaičiavimui parašiutų sporto laisvojo kritimo
derinių disciplinoje.



Uždaviniai

• Ištirti modernius mašininio mokymosi metodus, naudojamus kelių asmenų kūno padėties
sekimui realiuoju laiku.

• Sukurti duomenų rinkinį, skirtą mašininio mokymosi metodų, skirtų kelių asmenų kūno
padėties sekimui realiuoju laiku parašiutų sporto laisvojo kritimo derinių disciplinoje, 
vertinimui.

• Pasiūlyti mašininio mokymosi metodą, tinkamą kelių asmenų kūno padėties sekimui
realiuoju laiku parašiutų sporto laisvojo kritimo derinių disciplinoje.

• Atlikti eksperimentinius tyrimus ir įvertinti pasiūlytą metodą naudojant sukurtą duomenų
rinkinį.

• Atlikti eksperimentinius tyrimus ir įvertinti pasiūlytą metodą naudojant kitus atvirus
duomenų rinkinius, dažniausiai naudojamus kelių asmenų kūno padėties identifikavimo
metodų vertinimui.



Laisvojo 
kritimo 
deriniai

• 4 kilometrai

• 10 turų / šuolių

• 35 sekundės laisvojo kritimo

• 5-6 burtų būdu ištrauktos figūros

• Viso 16 figūrų ir 22 blokai (2 figūros)

• t.y., 60 skirtingų formacijų





Problema • Nėra galimybės matyti preliminarų rezultatą gyvai



Kuriamas duomenų rinkinys

• 12 varžybų (2019-2022)

• 60 formacijų (figūrų)

• 26 436 kadrai



Experimentinis 
duomenų rinkinys

• Pirmos šešios figūros 
(A,B,C,D,E,F),

• 2946 vaizdai,

• 6 klasės,

• Suvienodintas dydis,

• Pašalintos šiukšlės,

• Padalinta 80/20.
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Pasirinkti modeliai

• ResNet,

• EfficientViT,

• FastViT,

• ConvMixer.

Kodėl šie?



ResNet
https://arxiv.org/pdf/1512.03385.pdf

• ResNet-50,

• Liekanų neuroniniai trinklai,

• Liekanų blokai,

• 50 sluoksnių su svoriais,

• Daugelio sudėtingesnių
modelių fundamentas.

https://arxiv.org/pdf/1512.03385.pdf


Visual Transformers 
(ViT)
An Image Is Worth 16x16 Words: Transformers For Image Recognition At Scale

Paskutiniu metu gerus rezultatus rodo transformerių tinklų architektūra
paremti asmenų kūno padėties atpažinimo ir sekimo metodai,

• Vieni jų naudoja konvoliucinius tinklus kaip pagrindą ir vėliau
naudoja transformerius kūno dalių esminių taškų susiejimui,

• Antri, bando naudoti tiktai transformerius kūno padėčiųatpažinimui,

• ViT - labai daug variantų (pvz https://github.com/lucidrains/vit-pytorch),

• Ilgas mokymo laikas,

• Didelis parametrų kiekis,

• Reikalauja didelio duomenų kiekio mokymams,

Todėl pasirinkti EfficientViT ir FastViT:

• Abiejų tikslas buvo sumažinti parametrų kiekį ir klasifikavimo laiką,

• t.y., pritaikyti mobiliems įrenginiams ir realaus laiko apdorojimui.

https://arxiv.org/pdf/2010.11929.pdf
https://arxiv.org/abs/2305.07027
https://arxiv.org/abs/2303.14189


ConvMixer
Patches Are All You Need?

Ar ViT geresni dėl Transformerių architektūros, ar, 
iš dalies, dėl skiaučių kaip įvesties panaudojimo ?

• Nebėra Transformerių blokų,

• Tačiau pradinė įvestis kaip ViT - skiautėmis,

• Toliau d kiekis ConvMixer blokų,

• Labai paprasta architektūra,

• Parametrų mažiau nei ViT,

• Rezultatai geresni nei ResNet-152 ar kai kurių ViT
modelių*

(* pagal autorių eksperimentų rezultatus )

https://arxiv.org/pdf/2201.09792.pdf


Aplinka
https://mif.vu.lt/itwiki/hpc

• VU HPC GPU telkinys,

• Kiekvienai užduočiai naudojami 2 
GPU.

https://mif.vu.lt/itwiki/hpc


Augmentavimas

• Atsitiktinis (RandAugment),

• Stiprumas 9,

• Galima stiprumo sklaida 0.5,

• Augmentacijos - 2 iš:

• 'AutoContrast','Equalize','Invert','Rotate','P
osterize','Solarize','SolarizeAdd','Color','Contr
ast','Brightness','Sharpness','ShearX','Shear
Y','TranslateXRel','TranslateYRel'.

Šaltinis: https://arxiv.org/pdf/1909.13719v2.pdf



Rezultatai



Rezultatai

• Perkėlimo mokymo atveju paimti
modeliai prieš tai apmokyti ImageNet-
1k,

• ConvMixer_h_d kur h skiaučių gylis
ir d ConvMixer blokų kiekis,

• FastVit-MA36, MA36 žymi
variantą su didesne įterpinių dimensija,

• EfficientViT-M0, M0 architektūros
variantas (žiūrėti autorių darbą).



Rezultatai



Rezultatai



Išvados

• Galima pasiekti gana aukštą klasifikavimo rezultatą naudojant standartinius
vaizdų klasifikavimui skirtus modelius (6 klasių atveju),

• Perkėlimo mokymas stipriai pagerina rezultatą (pvz ResNet nuo 0.4 iki 0.9),

• ConvMixer pasiekė geresnį rezultatą su mažesniu parametrų kiekiu nei ViT ir
ResNet modeliai,

• ConvMixer blokų kiekis korealiuoja su aukštesniu klasifikavimo tikslumu, kas 
atitinkana ir ConvMixer autorių išvadas.

• Nepaisant gerų rezultatų, reiktų paminėti ir atlikto tyrimo apribojimus. Pirma, 
duomenų rinkinys buvo apribotas viso iki šešių formacijų. Antra, tyrimo metu
nevertinta klasifikavimo sparta.



Tolimesni darbai

• Giliųjų neuroninių tinklų kursas.

• Pradėti ruošti publikaciją į žurnalą su citavimo rodikliu.

• Eksperimentai su didesniu klasių kiekiu (viso yra 60),

• Modelių atpažinimui skirto laiko ir pralaidumo verinimas,

• Nauji modeliai, įvertinti autoenkoderiu panaudojimo galimybę vaizdų
segmentavimui ir spartesniam formacijų identifikavimui.
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Klausimai?
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