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Disertacijos rengimo planas

Disertacijos rengimo planas
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Ataskaitinis studijų pusmetis
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Mokslinių tyrimų ir disertacijos rengimo etapai
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Disertacijos uždaviniai

Tyrimo objektas: Fraktalinis vektorinis Brauno laukas
Tikslas: Skirtų daugiamačiams duomenims ir jų sąsajoms vertinti,
generuoti, prognozuoti, taikyti, algoritmų kūrimas, remiantis Fraktalinio
vektorinio Brauno lauko modeliu, kai yra stebėjimų trūkumas.
Uždaviniai:

1 Sukurti FvBl’o modelį;
2 Sudaryti FvBl’o realizacijų generavimo algoritmą;
3 Sudaryti FvBl’o vertinimo algoritmą taikant didžiausio tikėtinumo

metodą (DT) ir palyginti jį su variogramos (V) metodu;
4 Sudaryti metodą daugiamačių duomenų ekstrepoliavimui taikant

FvBl’o modelį;
5 Pritaikyti sukurtą metodą praktiniams uždaviniams.
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Fraktalinis vektorinis Brauno laukas

Tarkime Gauso procesas funkcijoms z ∼ GP(µ, k) yra apibrėžiamas
vidurkiu µ ir kovariacija k. Darome prielaidą , kad bet kokiam įvesties
vektoriui x = x1, ..., xk, xi ∈ Rp ir atsakui y = y1, ..., yk, išėjimus
generuoja funkcija y = z(x), kur z(x) : Rp → R.
Funkcijų rinkinys [z(x1), ..., z(xk)] skalariniam atvejui atitinka normalųjį
skirstinį:

[z(x1), ..., z(xk)] ∼ N (µ(x), k(x, x′)),

Standartinė fraktalinio Brauno išraiška apibrėžiama:

cov[z(x), z(x′)] = k(x, x′) = 1
2(||x||2H + ||x′ ||2H − ||x− x′ ||2H)

kur || · || Euklido norma Rk.

k(x, x′) = ||x− x′ ||H .
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Fraktalinis vektorinis Brauno laukas

Turint k stebėjimų porų (xi, yi)k
i=1, tegul Y = (y1, ..., yk), yi ∈ Rm yra

atsako vektorius, o X = (x1, ..., xk) xi ∈ Rp - įvesties vektorius.
Pagrindinis tikslas - sudaryti fraktalinį modelį, kurio forma:

Y = Z(X), (1)

kur Z - matrica, funkcija, įvertinta skirtinguose mokymo taškuose. Todėl
daroma prielaida, kad vektoriniai kintamieji Z : Rp×k → Rm×k atitinka
Gauso procesą Z ∼ GP(µ1>,K⊗ Ω), kur µ ∈ Rk yra vektorius, kurio
komponentės yra kiekvieno išėjimo vidurkio funkcijos µ(xi)k

i=1, o K yra
blokinė matrica.
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Fraktalinis vektorinis Brauno laukas

Šiuo atveju Y vidurkis yra žinomų bazinių funkcijų (pvz., tiesinių arba
kvadratinių) vektorius f(x) = [f1(x), f2(x), ..., fk(x)]>, f(x) ∈ Rq, o
Γ = [Γ1,Γ2, ...,Γk]>,Γ ∈ Rd yra nežinomų parametrų vektorius.

µ(x) = Γf(x)

Trendo parametrai apskaičiuojami:

Γ̂(x) = (f(x)(f(x)A−1
xx )>)−1f(x)A−1

xx Y>. (2)
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Parametrų vertnimas

Taikytas didžiausio tikėtinumo metodas. Sudaroma tikėtinumo funkcija,
toliau diferencijuojama. Išvestinė prilyginama nuliui.

Ω̂trend = −1
k

(Y−YA−1
xx f(x)>(f(x)A−1

xx f(x)>)−1f(x))

A−1
xx (Y−YA−1

xx f(x)>(f(x)A−1
xx f(x)>)−1f(x)).

(3)

ĤMLEtrend
= argmax

Ĥ

[ 1
m
ln(|Ω̂trend|) + 1

k
ln(|Axx|)

]
. (4)

Didžiausio tikętinumo funkcija minimizuojama taikant Golden Section
Search metodą.
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Choleskio metodas
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Choleskio metodas
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Mokslinių tyrimų ir disertacijos rengimo tolimesni etapai

Ataskaitos rengimas.
Bendrųjų išvadų formulavimas.
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Ačiū!
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