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Visų studijų planas



Einamieji studijų metai (III: 2021/2022)



Mokslinių tyrimų ir disertacijos rengimo etapai(I)

Darbo pavadinimas
Atlikimo 
terminai

Pastabos

2.3. Empirinis tyrimas:
2.3.1. Esamų skirtingų Bajeso metodų 
globaliajam optimizavimui palyginimas
2.3.2. Pasiūlytų Bajeso metodų  
modifikacijų ar naujų algoritmų sukūrimas 
ir tyrimas
2.3.3. Sukurtų naujų ar modifikuotų 
Bajeso metodų tyrimas analizuojant jų 
efektyvumą su skirtingomis duomenų 
aibėmis.

2021-10-01 –
2022-09-30

• Sukurtos naujas Bajeso optimizacijos metodų modifikacijos 
paremto Gauso ekspertų modeliais. 

• Sukurtų metodų tikslumas ir efektyvumas palygintas su kitais 
Bajeso optimizavimo metodais paremtais Gauso ekspertų, 
standartiniu Bajeso Optimizavimo modeliu, bei su kitomis 
egzistuojančiomis Bajeso metodo modifikacijomis. 

• Rezultatai įvertinti naudojant 10, 20 ir 50 dimensijų 
standartines optimizacijos funkcijas, bei realistines valdymo 
kontrolės funkcijas.



Mokslinių tyrimų ir disertacijos rengimo etapai(II)
Darbo pavadinimas Atlikimo terminai Pastabos

3. Atskirų daktaro disertacijos dalių (tyrimo metodikos, rezultatų, ginamų teiginių, 
išvadų, ir kt.)  parengimas:
3.1. Apžvalga

3.2. Teorinis tyrimas

3.3. Eksperimentinis tyrimas

3.4. Išvadų parengimas

2019-10-01 –
2020-09-30

2020-10-01 –
2021-09-30

2021-10-01 –
2022-09-30

2022-10-01 –
2023-03-31

Parengta Bajeso ir kitų metodų taikomų globaliajam optimizavimui 
literatūros apžvalga.

Apžvelgti Bajeso metodų trūkumai ir suformuota probleminė sritis.
Suformuluoti uždaviniai Bajeso metodų probleminės srities 
sprendimui.
Pasirinkta tyrimo metodika iškeltiems uždaviniams spręsti.
Išanalizuoti esami Bajeso optimizacijos algoritmai taikomi aukštos 
dimensijos problemoms spręsti. Pasiūlyta galima algoritmo 
modifikacija, galinti padidnti optimizavimo efektyvumą.

Sukurtos Bajeso optimizacijos modifikacijos paremtos 
Gauso ekspertų modeliais. Sukurtų modelių 
efektyvumas palygintas su kitais BO modeliais. 
Modeliai įvertinti naudojant skirtingos dimensijos 
optimizavimo uždavinius. 

4. Daktaro disertacijos parengimas ir svarstymas padalinyje 2023-04-01

5. Daktaro disertacijos gynimas 2023-09-30



Tyrimo objektas ir tikslai

• Tyrimo objektas:
• Bajeso optimizacijos metodai.

• Tyrimo tikslas:
• Tobulinti ir modifikuoti esamus Bajeso optimizavimo metodus, siekiant didinti 

jų efektyvumą.



Tyrimo uždaviniai

• Atlikti naujausios mokslinės literatūros apžvalgą ir analizę Bajeso 
metodų taikymo globalios optimizacijos srityje;

• Palyginti ir išanalizuoti esamus Bajeso metodus ir jų modifikacijas 
globaliam optimizavimui;

• Modifikacijų pasiūlymas ir naujų Bajeso optimizacijos metodų 
kūrimas;

• Sukurtų metodų efektyvumo įvertinimas ir palyginimas su esamais 
metodais.



2021/2022 m. m. atlikti darbai
➢ Moksliniai tyrimai

✓ 1. Įteiktas mokslinis straipsnis žurnalui ir gautos recenzento pastabos.
✓ 2. Atliekami pataisymai ir papildomi tyrimai atsižvelgiant į recenzento pastabas.
✓ 3.Sukurtų Bajeso optimizacijos modelių palyginimas su kitais Bajeso

optimizacijos modeliais paremtais Gauso ekspertų modeliais bei kitais Gauso
proceso aproksimacijos modeliais.

✓ 4.Sukurtų ir esamų modelių tikslumui ir efektyvumui palyginti naudojami
aukštos dimensijos dirbtiniai ir realistiniai optimizavimo uždaviniai.



2021/2022 m. m.  mokslinių rezultatų 
pristatymas



Bayesian Optimization

Algorithm: Bayesian optimization

1: Inputs: objective 𝑓, acquisition function 𝛼, search space 𝒳, model ℳ, initial design 𝒟
2: repeat:

3: Fit the surrogate model ℳ to the data 𝒟
4: Maximize the acquisition function: ො𝑥 = 𝑎𝑟𝑔 𝑚𝑎𝑥𝑥 ∈𝒳 𝛼(𝑥,ℳ)

5: Evaluate the function: ො𝑦 = 𝑓(ො𝑥)
6: Add the new data to the data set: 𝒟 = 𝒟 ∪ {(ො𝑥, ො𝑦)}
7: until termination condition is met

8: Output: the recommendation 𝑥∗ = arg𝑚𝑎𝑥𝑥 ∈𝒳 𝔼ℳ[𝑓(𝑥)]



Surrogate model: Gaussian process

A random function 𝑓:𝒳 → ℝ is said to be a Gaussian Process (𝐺𝑃) with  mean function 𝑚 ∶ 𝒳 → ℝ and 
covariance function 𝑘 ∶ 𝒳 ×𝒳 → ℝ, denoted by 𝑓 ∼ 𝐺𝑃 𝑚, 𝑘 , if the following holds: 

For any finite set 𝑋 = 𝑥1, … , 𝑥𝑛 ⊂ 𝒳 of any size 𝑛 ∈ ℕ, the random vector

𝑓𝑋 = 𝑓 𝑥1 , … , 𝑓 𝑥𝑛
𝑇
∈ ℝ𝑛

follows 𝑓𝑋 ~𝒩 𝑚𝑋, 𝑘𝑋𝑋 with covariance matrix 𝑘𝑋𝑋 = 𝑘 𝑥𝑖 , 𝑥𝑗
𝑖,𝑗=1

𝑛
∈ ℝ𝑛 and mean vector 𝑚𝑋 =

𝑚 𝑥1 , … ,𝑚 𝑥𝑛
𝑇
∈ ℝ𝑛.

The mean function 𝑚 can be any real-valued function.

The covariance function 𝑘 must be:
• symmetric: 𝑘 𝑥, 𝑦 = 𝑘 𝑦, 𝑥
• positive semi-definite: for any 𝑛 ∈ ℕ, for all 𝑥𝑖 ∈ 𝒳, ∀𝛼𝑖 ∈ ℝ



𝑖=1

𝑛



𝑗=1

𝑛

𝛼𝑖𝛼𝑗𝑘 𝑥𝑖 , 𝑥𝑗 ≥ 0

Training time and space complexity 𝑂 𝑛3 and 𝑂 𝑛2 respectively.



Approximate GP Methods for Large Datasets

• GP experts:
• Product of Experts (POE);

• Bayesian Committee Machine (BCM);

• Robust Bayesian Committee Machine (rBCM);

• Generalised Product of Experts (gPOE);

• Sparse GP :
• Sparse GP Regresion (SGPR);

• Sparse Variational GP (SVGP);



Advantages of local GP experts

• Computational cost of 𝑂(𝑛𝑖
3) instead of 𝑂 𝑛3 , where 𝑛𝑖 << 𝑛;

• Experts can have different hyperparameters;

• Training can be done in parallel.



Proposed algorithm 1



Partition data

Aggregate expert models

Standard GP

Local GP experts

Generalized PoE



Proposed algorithm 2





Numerical experiments

• Global optimization benchmark functions in 10D, 20D, 50D: Rosenbrock, 
Levy, Ackley and Rastrigin;

• Robotic control problems: 12D Lunar landing, 16D Swimmer and 33D 
Hopper.



Results on 50D benchmark functions



Results on 50D benchmark functions - Runtimes



Results on robotic control problems



Results on robotic control problems - Runtimes



Ablation study

The effect of number of data points per expert on accuracy and computing time:



Conclusion

We empirically showed the efficiency and scalability of GP experts-
based BO, which can speed up standard BO without a loss in accuracy;

Combining gPoE based BO with the trust region method we are able to 
match the performance of the state-of-the-art TuRBO algorithm, but 
with the significant speedup.



2021/2022 m. m. II pusmečio darbo planas

➢Moksliniai tyrimai
o Tolimesnis Bajeso metodų modifikacijų kūrimas ir tyrimas;



Ačiū už dėmesį!


