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Reziume

Disertacijos tyrimy sritis yra daugiamaciy duomeny vizuali analiz¢, vizualizavimo
algoritmy tyrimas bei ty algoritmy lygiagreciyjy versijy kiirimas. Duomeny suvokimas
yra sudétingas uzdavinys, ypa¢ kai duomenys atspindi sudétinga objekta, kuris
apraSytas daugeliu parametry. Disertacijoje nagrinéjami dirbtiniais neuroniniais
tinklais grindziami algoritmai daugiamaciams duomenims vizualizuoti. Pagrindinis
darbo tyrimy objektas yra dirbtiniai neuroniniai tinklai, skirti daugiamaciams
duomenims vizualizuoti. Su Siuo objektu yra betarpiSkai susije daugiamaciy duomeny
vizualizavimas, dimensijos mazinimo algoritmai, projekcijos paklaidos, naujy tasky
atvaizdavimas, vizualizavimui skirto neuroninio tinklo mokymo strategijos,
lygiagretieji skaiciavimai. Pagrindinis disertacijos tikslas yra sukurti ir tobulinti
metodus, kuriuos taikant baity efektyviai minimizuojamos daugiamaciy duomeny
projekcijos paklaidos bei pagreitinamas dirbtinio neuroninio tinklo mokymas.

Disertacija sudaro 3eSi skyriai ir literatiros saraSas. Bendra disertacijos apimtis
104 puslapiai.

Tyrimy rezultatai publikuoti 6 moksliniuose leidiniuose (trys i$ jy periodiniuose):
1 straipsnis leidinyje, jtrauktame j Mokslinés informacijos instituto pagrindinj (I1SI
Web of Science) sarasa, 5 straipsniai leidiniuose, jtrauktuose j Mokslinés informacijos
instituto konferencijos darby (ISI Proceedings) saraSa. Tyrimy rezultatai buvo
pristatyti ir aptarti 4-iose tarptautinése ir vienoje respublikinéje konferencijoje.



Abstract

The research area of this work is the analysis of multidimensional data, the
investigation of visualization algorithms and the development of parallel realizations
of these algorithms. Data apprehension is rather a complicated problem especially if
the data refer to a complex object or phenomenon described by many parameters. The
research object of the dissertation is artificial neural networks for multidimensional
data projection. General topics that are related with this object: multidimensional data
visualization; dimensionality reduction algorithms; data projection errors; the
projection of the new data; strategies for training the neural network that visualizes
multidimensional data; parallel computing. The key aim of the work is to create and
develop methods to minimize the visualization errors of multidimensional data
projection by using artificial neural networks efficiently.

The work is written in Lithuanian. It consists of 6 chapters and the list of
references. There are 104 pages of the text, 49 figures, 7 tables and 98 bibliographical
sources.

The main results of this dissertation were published in 6 scientific publications: 1
article in the periodical scientific issue from the 1SI Web of Science list; 2 articles in
the periodical scientific issues from the ISI Proceedings list; 1 chapter in the rewiewed
book (Springer) and 2 articles in the proceedings of scientific conferences included
into the 1SI Proceedings list.

The main results of the work have been presented and discussed at 4 international
and 1 national conferences.
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Jvadas

1.1. Tyrimy sritis

Siuolaikinis gyvenimas priveréia mus apdoroti didZiulius duomeny kiekius,
jvairiais buadais valdyti informacija ir Zinias. Duomenys - tai objektyviai
egzistuojantys faktai, vaizdai arba garsai, kurie gali buti naudingi tam tikram
uzdaviniui spresti. Informacija — tai duomenys, kuriy forma ir turinys yra pateikti
tinkamiausiu badu priimti sprendima. Duomenys virsta informacija, kai jiems
suteikiamas kontekstas ir jie priskiriami tam tikrai problemai ar sprendimui. Zinios yra
gebé¢jimas spresti problemas, atnaujinti arba kitaip sukurti reikSmes remiantis

Realus pasaulis pateikia daugybe duomeny, kuriuos tenka analizuoti, vertinti.
Labai svarbu i$ turimy duomeny gauti reikiama informacija, atskiriant menkavercius
faktus. Duomeny suvokimas yra gana sudétingas uzdavinys, ypa¢ kai duomenys
charakterizuoja sudétinga objekta, reiSkinj, kuris apraSytas daugeliu parametry. Tokie
duomenys vadinami daugiamaciais duomenimis. Siuolaikinés technologijos leidZia
pagreitinti daugiamaciy duomeny apdorojimg naudojant didelio naSumo skaiciavimo
jranga bei taikant lygiagreciuosius skai¢iavimus. Sio darbo tyrimy sritis yra
daugiamaciy duomeny analizé, vizualizavimo algoritmy tyrimas bei ty algoritmy
lygiagreciyjy versijy kairimas.
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1.2. Darbo aktualumas

Medicinoje, technikoje, ekonomikoje ir daugelyje kity sri¢iy nuolat susiduriama
su daugiamaciais duomenimis. Sparciai besivystancios informacinés technologijos ir
tobuléjanti kompiuteriné technika leidZia apdoroti vis didesnius duomeny kiekius,
tadiau Zmogaus suvokimas nepasikei¢ia. Zmogui sunku analizuoti daugiamagius
duomenis, jei jy dimensija didesné uz 3. Dimensija paprastai suprantama kaip
parametry, charakterizuojanciy tiriama objekta ar reiskinj, skaicius.

Siuo metu duomeny analizé yra labai aktuali jvairiose veiklos srityse: moksle,
versle, ekonomikoje, medicinoje, sociologijoje ir kt. Duomeny pateikimas Zmogui
suprantama forma daznai baina efektyvi priemong, norint geriau suvokti daugiamacius
duomenis, t.y. nustatyti jy struktdra, tarpusavio rysius, susidariusias grupes ir pan.
Vienas i§ galimy bady yra grafinis informacijos pateikimas — vizualizavimas.
Pagrindiné vizualizavimo idéja — duomenis pateikti tokia forma, kuri leisty vartotojui
suprasti duomenis, daryti iSvadas ir tiesiogiai jtakoti tolesnj jy srauta. Vizualia
informacija Zmogus pajégus suvokti daug greiciau negu teksting.

Analizuojami duomenys Duomeny projekeija

(| 1 ‘ 2 ‘ 3 | 4 | v

1 0.1347 0.5765| 0.2816, 0.9068,

2] 0.1267 0.6029 0.2876 0.9407 oi08"!

3] 0.1427| 0.5941 0.3086/ 0.9576 o o

4 0.1320 0.6324 0.3156 0.5598

5] 0.1440 0.6000| 0.2906, 0.9322 -

6| 0.0413 0.1000] 0.0200, 0.1186, ::> e

7| 0.0120 0.0971 0.0230| 0.0169 o

8| 0.0053| 0 0.0050| 0.0254 o
9] 0.0200 0.0353 0 0.1610

10 0.0280| [i) 0.0100] 0.0254]

11 0.0453| 0.0471] 0.0271] 0.0763 o,
12 0.0013 0.0971 0.0070 0.1356 . ‘ . S8

1.1 pav. Duomeny vizualizavimas

Daugiamaciy duomeny vizualizavimo metodai vystomi gana intensyviai siekiant
lengvinti duomeny interpretavima, efektyviai pateikti ir jvertinti duomeny gavybos
rezultatus. Taip pat placiai naudojami projekcijos metodai. Daznai iSkyla batinybé
nustatyti duomeny struktarg: susidariusias grupes (klasterius), Zymiai iSsiskirian¢ius
objektus (taSkus-atsiskyrélius), atstumus tarp objekty ir pan. Transformavus
daugiamacius duomenis j dvimate arba trimatg erdve, darosi daug paprasciau suvokti
duomeny struktara ir sarySius tarp jy. Pavyzdziui, 1.1 paveiksle pavaizduota
daugiamaciy duomeny projekcija plokStumoje. Turint tokj daugiamaciy duomeny
vizualizavima, jau galime daryti tam tikras iSvadas apie analizuojama duomeny aibés
struktiira, gauname papildoma informacija apie duomenis. Paveiksle aiSkiai matosi du
nagrinéjamy duomeny klasteriai, daugiamaciy duomeny tarpusavio issidéstymas.

Taciau duomenis transformuojant i maZesnés dimensijos erdve, duomeny
vizualizavimo iskraipymai, paklaidos yra nei$vengiamos. Siy paklaidy minimizavimas
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ilieka aktualia problema. Si problema yra pagrindiné Sioje disertacijoje sprendziama
problema.

Daznai tenka dirbti su didelés apimties duomeny aibémis, kurios pastoviai
papildomos naujais duomenimis. Todél naujy taSky atvaizdavimas, jy jterpimas tarp
anksciau atvaizduoty tasky — dar viena aktuali problema.

Vienas populiariausiy metody daugiamaciams duomenims vizualizuoti yra taip
vadinamas daugiamaciy skaliy metodas (MDS - angl. Multidimensional Scaling).
Pastaruoju metu stebima tendencija, kad MDS tyrimus vykdantys mokslininkai daznai
atsiriboja nuo Kkity metody tyrimy, ar net ignoruoja tuos metodus. Antra vertus, Kity
vizualizavimo metody tyrimuose néra lyginimy ar sasajy su MDS tipo metodais.
Siame darbe siekiama praplésti MDS tipo metody realizacijas dirbtiniy neuroniniy
tinkly taikymu, tuo badu stiprinant rysj tarp skirtingy vizualios duomeny analizés
krypciy.

Darbe nagrinéjami dirbtiniy neuroniniy tinkly algoritmai daugiamaciams
duomenims vizualizuoti. Pavyzdziui, Mao ir Jain (Mao, 1995) pasitlyta specifiné
»Klaidos sklidimo atgal“ mokymo taisyklé, pavadinta SAMANN, kuri leidZia jprastam
tiesioginio sklidimo neuroniniam tinklui realizuoti populiaria Sammono projekcija
mokymo be mokytojo badu.

1.3. Darbo tikslas ir uzdaviniai

Pagrindinis disertacijos tikslas yra iSvystyti neuroniniais tinklais grindZziamus
daugiamaciy duomeny vizualizavimo metodus uZtikrinant efektyvy daugiamaciy
duomeny projekcijos paklaidos minimizavimg bei pagreitinant neuroninio tinklo
mokyma.

Norint pasiekti j tiksla, reikéjo iSspresti tokius uzdavinius:

1) analitiSkai apZvelgti daugiamac¢iy duomeny vizualizavimo metodus,

2) istirti galimybes paspartinti dirbtiniy neuroniniy tinkly mokymasi atliekant

daugiamaciy duomeny vizualizavima,

3) istirti neurono aktyvacijos funkcijos parametry jtaka neuroninio tinklo

mokymuisi,

4) istirti galimybes SAMANN tinkla mokyti analizuojamos duomeny aibés

dalimi arba specialiai konstruojama sumaZinta mokymo aibe,

5) i%analizuoti SAMANN algoritmo veikimo principus ir Sio algoritmo

lygiagretinimo galimybes,

6) istirti technologines lygiagretinimo galimybes (klasteriai, SMP kompiuteriai,

Hyper-Threading technologija),
7) sukurti ir istirti SAMANN algoritmo lygiagreciaja versija.
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Tyrimy metodikos pagrinda sudaro naujy SAMANN neuroninio tinklo mokymo
strategijy karimas ir jy eksperimentinis tyrimas.

1.4. Tyrimo objektas

Analizuojant daugiamacius duomenis, klasikiniy vizualizavimo metody (tokiy
kaip pagrindiniy komponenciy analizé, daugiamaciy skaliy metodas) daZnai
nepakanka norint atskleisti duomeny struktira. Disertacijos tyrimy objektas —
dirbtiniais neuroniniais tinklais grindZziami daugiamaciy duomeny vizualizavimo
algoritmai. Su Siuo objektu betarpiSkai susije dalykai:

1) daugiamaciy duomeny vizualizavimas,

2) dimensijos mazinimo (projekcijos) algoritmai,

3) tiesioginio sklidimo dirbtiniai neuroniniai tinklai,

4) saviorganizuojantys neuroniniai tinklai,

5) klasterizavimo algoritmai,

6) daugiamaciy duomeny projekcijos i mazesnés dimensijos erdve paklaidos,
7) naujy daugiamaciy taSky atvaizdavimas,

8) lygiagretieji ir paskirstyti skaiciavimai.

1.5. Mokslinis naujumas ir ginamieji teiginiai

Sukurtas lygiagretusis SAMANN algoritmas, leidZiantis greiciau atlikti didelés
dimensijos daugiamagiy duomeny vizualizavima. Sis algoritmas taip pat leidZia
vizualizuoti didesnés apimties duomeny aibes.

Darbe nagrinéta Hyper-Threading technologija leidZia efektyviau iSnaudoti
kompiuterio resursus, taciau jos naudojimas dirbant su lygiagreciuoju SAMANN
algoritmu yra neefektyvus.

EksperimentiSkai nustatyta, kaip parinkti SAMANN tinklo neurony aktyvacijos
funkcijos nuolydZio parametro reikSme, kad algoritmas veikty efektyviai.

Vizualizuojant didelés apimties duomeny aibes, net dirbant su lygiagreciuoju
algoritmu, SAMANN tinklo mokymas trunka ilgai. Darbe yra pasitlyta strategija, kuri
leidZia sudaryti tokig neuroninio tinklo mokymosi aibe, kad tinklas mokytysi Zymiai
greic¢iau, o gaunamos per ta patj laika projekcijos paklaidos bity neblogesnés uz
projekcijos paklaidas, mokant neuronin;j tinkla visais analizuojamos duomeny aibés
taskais.
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1.6. Darbo rezultaty aprobavimas

Tyrimy rezultatai publikuoti 6 moksliniuose leidiniuose (trys i$ jy periodiniuose):
1 straipsnis leidinyje, jtrauktame j Mokslinés informacijos instituto pagrindini (1SI
Web of Science) sarasa, 5 straipsniai leidiniuose, jtrauktuose j Mokslinés informacijos
instituto konferencijos darby (ISI Proceedings) sarasa.

Tyrimy rezultatai buvo pristatyti ir aptarti Siose nacionalinése ir tarptautinése
konferencijose Lietuvoje ir uzsienyje:

1.

The 8th International Conference ICANNGA 2007, VarSuva, Lenkija. 2007 m.
balandzio 11-14 d.

(PraneSimas jvertintas ICANNGA 2007 Best Young Researcher Paper Award
in the area of Neural Networks)

Lietuvos jaunyjy mokslininky konferencija ,,Operacijy tyrimas ir taikymai*
(LOTD -2007), Vilnius, Lietuva, 2007 m. geguZés 18 d.

EURO Mini Conference Continuous Optimization and Knowledge-Based
Technologies EurOPT-2008, Neringa, Lietuva, 2008 m. geguzés 20-23 d.

. Twelfth East-European Conference on Advances in Databases and

Information Systems ADBIS’2008, Pori, Suomija, 2008 m. rugséjo 5-9 d.

X1 International Conference Applied Stochastic Models and Data Analysis
ASMDA 2009, Vilnius, Lietuva, 2009 m. birZelio 30-liepos 3 d.

1.7. Disertacijos struktura

Disertacija sudaro 3eSi skyriai ir literataros saraSas. Disertacijos skyriai: Ivadas,
Daugiamaciy duomeny projekcijos metodai, Dirbtiniy neuroniniy tinkly taikymas
daugiamaciams duomenims vizualizuoti, SAMANN neuroninio tinklo mokymo
spartinimas, Lygiagrecios technologijos ir jy taikymas SAMANN tinklo mokymui,
Bendrosios iSvados. Disertacijos apimtis 104 puslapiai.






Daugiamaciy duomenuy
projekcijos metodai

Daugiamaciy duomeny vizualizavimas — svarbus duomeny analizés jrankis,
padedantis geriau suvokti daugiamaciy duomeny struktaras, grupavimosi tendencijas,
nustatyti atstumus tarp objekty. Grafinis duomeny pateikimas leidZzia perduoti
informacijos turinj nataraliu ir labiau Zmogui suprantamu badu. Ivairiose Zmogaus
veiklos srityse nuolat susiduriama su daugiamaciais duomenimis. Vystantis
technologijoms, tobuléjant kompiuteriams ir programinei jrangai, kaupiamy duomeny
apimtis sparciai didéja. Didéja ir poreikiai tuos duomenis analizuoti.

Daugiamaciais duomenimis vadinami duomenys, charakterizuojantys objekta
(taska) X1 =(x!,xd,..,xJ), parametrai x,x,,...,x, vadinami komponentémis,

parametry skaicius n - dimensija (matavimy skaicius). Galima suformuoti
analizuojamy  duomeny  aibe X, sudarytg i§  taSky X1 eR",
(XT=0Jxd,xd)={x1}, i=1...n, j=1..m), ¢a m - tasky skaicius.

Kiekvienas parametras turi tam tikras skaitines reikSmes. 15 analizuojamos duomeny
aibés taSky galima sudaryti skaiciy lentelg. Kuo didesnés dimensijos duomenys, tuo
sunkiau i$ lentelés iSgauti informacijos apie santykius tarp atskiry objekty.
Daugiamaciy duomeny analizés ir vizualizavimo metodai padeda analizuoti ir
atvaizduoti Zmogui suprantamesne forma sudétingais ir daznai nezinomais tarpusavio
rySiais susietus daugiamacius duomenis. Pagrindinis daugiamaciy duomeny
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vizualizavimo tikslas — tai duomeny pavaizdavimas mazesnés dimensijos erdvéje,
iSsaugant jy tarpusavio panaSumo struktras.

Daugiamaciy duomeny (kai dimensija daugiau nei trys) tiesioginis vaizdavimas
yra sudétingas, todél tokiy duomeny pateikimui naudojami jvairts vizualizavimo
metodai. Vizualizuojant duomenis (maZinant duomeny dimensija) dalis informacijos
prarandama, tode¢l butina ieSkoti budy, leidZian¢iy tuos praradimus minimizuoti.
Vizualizavimo metody jvairové yra pakankamai plati, todeél, renkantis tinkamiausia
metoda konkreciai problemai, tenka nagrinéti jvairius metodus.

Siame skyriuje yra nagrinéjami projekcijos metodai, kurie leidZia daugiamagius
duomeny taskus pateikti maZesnés dimensijos erdvéje.

Skyriuje daugiamaciy duomeny vizualizavimui buvo naudojama vyno atpazinimo
duomeny aibé (angl. Wine recognition dataset):

Vyno duomeny aibé (Asuncion, 2007) yra Klasikiniai testiniai duomenys,
naudojami daugiamaciy duomeny analizéje. Vyno duomeny aibé yra sudaryta is 178-
iy trylikamaciy tasky sudaranciy tris klases. Kiekvienas taskas atspindi vyno savybes.
Duomenys buvo gauti atliekant trijy gamintojy tos pacios rasies vyno tyrimus. Buvo
tiriama vyno cheminé sudétis atkreipiant démesj j 13 parametry.

Projekcijos metodai (angl. projection techniques, dimension reduction
techniques) n-macius taskus transformuoja j d-macius taskus, kai d < n. Siy metody
tikslas — pateikti daugiamacius duomenis maZesnés dimensijos erdvéje taip, kad bity
kiek galima tiksliau iSlaikyta tam tikra duomeny struktara.

Duomeny projekcija gali bati suformuluota, kaip atvaizdavimas y i§ n-matés

erdvés j d-mate erdve y:R" — RY,d <n, toks, kad tam tikras kriterijus E bty
optimizuotas. Sis formulavimas pana3us j funkcijos aproksimavimo uzdavinj. Tagiau,
skirtingai nuo  funkcijos aproksimavimo, kur atvaizduojancioji  funkcija
apskai¢iuojama i§ mokymo taSky, kurie yra jéjimo-is¢jimo poros (kai iS¢jimai yra
Zinomi), projekcijos metoduose norimi iS¢jimai daZznai néra Zinomi. Duomeny
projekcijai dydZio d reikSmé paprastai lygi 2 arba 3.

Tarkime, kad yra daugiamaciai duomenys, kurie iSreiksSti n-matés erdves taskais
XTI =(xd,xd,...xd), (X1 eR"), j=1..m; &ia xJ yra duomeny j-tojo tasko X
i-toji komponent¢, atitinkanti i-tajj parametra; n Zymi taSko koordinac¢iy skaic¢iy, t.y.
erdves, kuriai priklauso taskas X I dimensija; m — analizuojamy taSky skaicius.
Tikslas - rasti daugiamacio tasko X! =(x!,x,..,xJ)  atvaizdavima

Yi=(y},yi,....yl), kai d<n, maZesnes dimensijos erdvéje RY.

Egzistuoja didelis projekcijos metody skaicius. Sie metodai skiriasi vienas nuo
kito atvaizduojancios funkcijos y charakteristikomis, kaip ji gaunama ir koks
optimizavimo kriterijus E yra naudojamas. Atvaizduojancioji (projekcijos) funkcija
gali bati tiesiné arba netiesiné. Pagal atvaizduojancios funkcijos pobudi projekcijos
metodai yra skirstomi j dvi dideles grupes: tiesiniai ir netiesiniai.
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Projekcijos metoduose yra naudojamas formalus matematinis kriterijus, pagal kurj
minimizuojamas projekcijos iSkraipymas. Vizualizuojant daugiamacius tasSkus
skirtingais projekcijos metodais gaunami skirtingi vaizdai. Skirtingy vaizdy
palyginimas tarpusavyje yra sudétingas uzdavinys. Todel, vertinant daugiamaciy
duomeny projekcijos kokybe daZnai naudojami objektyvas kriterijai (pvz., projekcijos
paklaidos dydis), 0 ne gaunamy vaizdy palyginimas. Zinant visy turimy metody
detales ir charakteristikas galima pasirinkti tinkamiausiag metoda.

Tiesinés projekcijos metodai skirti analizuojamy duomeny dimensijos maZinimui,
atliekant duomeny tiesines transformacijas. Sie metodai yra labai efektyvas, kai
duomenys pasiskirsto po tam tikra poerdvj. Tikslesné duomeny struktara iSlaikoma
naudojant netiesinés projekcijos metodus. Bet ir c¢ia duomeny vizualizavimo
iSkraipymai yra neiSvengiami.

Projekcijos metodai:

1) Tiesinés projekcijos metodai:
e Pagrindiniy komponenciy analizé (angl. principal component analysis),
¢ Projekcijos paieSkos metodas (angl. projection pursuit),
o Faktoriné analize (angl. factor analysis),
e Tiesiné diskriminantiné analizé (angl. linear discriminant analysis),

¢ Nepriklausomy komponenciy analizé (angl. independent component analysis);

2) Netiesinés projekcijos metodai:
e Daugiamateés skalés (angl. multidimensional scaling),
Sammono projekcija (angl. Sammon mapping),
Trianguliacijos metodas (angl. triangulation),
ISOMAP metodas,
Lokaliai tiesinis atvaizdavimas (angl. locally linear embedding).

Siame darbe nagringjami daZniausiai naudojami projekcijos metodai. Yra daug
bandymy apjungti kelis skirtingais principais grindZziamus vizualizavimo metodus. Tai
leidZia gauti daugiau naujy Ziniy apie analizuojamus duomenis, lyginant su atskiry
metody taikymu.

2.1. Tiesinés projekcijos metodai

Tarkime, kad yra duomeny matrica X, sudaryta i§ daugiamacdiy tasky
XTI =0, xd o xd)={x{}, i=1..,n, j=1..,m. Tikslas yra surasti tokia tiesing

transformacija A, kad Y = ATX , yeRY, d<n.
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Pagrindiniu komponenéiuy analizé (angl. principal component analysis, PCA)
yra klasikinis statistikinis tiesinés projekcijos metodas. Sis metodas dar Zinomas kaip
Karhunen-Loeve transformacija arba Hotelling transformacija. Tai ortogonali tiesiné
duomeny transformacija placiai naudojama duomeny analizéje (pavyzdziui,
klasifikavimui arba atpaZinimui) kaip daugiamaciy duomeny dimensijos mazinimo
metodas.

Naudojant pagrindiniy komponenc¢iy analizés metoda ieSkoma geriausio poerdvio
daugiamaciy duomeny projekcijai, t.y. poerdvio, kuriame iSlaikyta kiek jmanoma
daugiau originalios erdvés duomeny savybiy bei informacijos. Metodo tikslas — rasti
kryptj, kuria dispersija yra didZiausia (Jollife, 1986), (Haykin, 1999), (Taylor, 2003).
DidZiausig dispersija turinti kryptis vadinama pirmaja pagrindine komponente (PC,).
Ji eina per duomeny centrinj taSka. TaSky visumos kvadratinis vidutinis atstumas iki
Sios tiesés yra minimalus, ty. Si tiesé yra kiek galima arc¢iau visy duomeny tasky
(2.1 pav.). Antrosios pagrindinés komponentés (PC;) aSis taip pat turi eiti per
duomeny centrinj taSka ir ji turi bati nekoreliuota (ortogonali) pirmosios pagrindinés
komponentés asiai.

Esminé PCA idéja — sumaZinti duomeny dimensija kiek galima tiksliau iSlaikant
duomeny dispersijas. Tai padeda geriau vizualizuoti duomenis, o tuo paciu ir
palengvina duomeny suvokima.

¥
A

- X

2.1 pav. Pirmoji (PC1) ir antroji (PC2) pagrindinés komponentés

Pagrindiniy komponenciy analizés metoda sudaro duomeny kovariacinés matricos
nuosavy reikSmiy A (angl. eigenvalue) ir nuosavy vektoriy e (angl. eigenvector)
skaiciavimai. Kiekvienas nuosavas vektorius yra vadinamas pagrindine komponente.
Pagrindinés komponentés yra lygties Ce = Ae sprendinys e. Sioje lygtyje e yra
vektorius-stulpelis, C yra duomeny kovariacin¢ matrica, ir 4 — nuosava reikSme,
randama i$ charakteringos lygties |C—/l||=0. Cia | yra vienetine matrica, kurios

matmenys tokie pat, kaip matricos C. Zenklu || apibréztas diskriminantas.
Komponenciy kryptys yra ortogonalios, ir komponentés su didZiausiomis nuosavomis
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reikSmeémis turi didZiausia dispersija. Nuosavy vektoriy skai¢ius yra lygus kintamyjy
skaiciui, t.y. n. Nuosavas vektorius, susij¢s su didZiausia nuosava reikSme, turi tokia pat
krypti kaip pirmoji pagrindiné komponenté. Antroji pagrindiné komponenté atitinka
antraji nuosava vektoriy ir t.t. Pagrindiniy komponenciy skaicius parenkamas atsizvelgiant
1 projektinés erdvés dimensija. Yra sukurti efektyvis algoritmai pagrindinéms
komponentéms rasti. Taip pat, gali baiti taikomi ir dirbtiniai neuroniniai tinklai (3 skyrius).

Sudarykime pagrindiniy komponenc¢iy matrica A={g}, i=1,...,n, iS5 nuosavy
vektoriy e kaip vektoriy-eilu¢iy. Kiekvienas Sios matricos vektorius-eiluté yra
ortogonalus bet kuriam kitam. Transformuokime bet kurj duomeny vektoriy X pagal

formule  Y=AX-X), ¢a X=0,x,..x),  X=(%%..%),
1m
Y. — by T
X; _—_Z X, 1=1..m, A=(e,e,,....e,) .
m j=1
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+
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2.2 pav. PCA pavyzdys (vyno duomeny aibés projekcija dvimatéje erdvéje)

05

0s

08 06 0.4 0z 1} 02 0.4 06 0.8 !

2.3 pav. PCA pavyzdys (vyno duomeny aibés projekcija trimatéje erdvéje)
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Daugiamaciy duomeny transformacijai galima naudoti ne visus nuosavus
vektorius, o tik pirmuosius. Tegu matrica Ay sudaryta is d pirmyjy nuosavy vektoriy.
Tai reiskia, kad pradinj duomeny taSka projektuojame j koordinaciy sistema, turincia d
dimensijy. Vizualizavime naudojama d =2 arba d =3.

2.2 ir 2.3 paveiksluose pateiktas PCA metodo pavyzdys vyno duomenims, Kkai
duomenys projektuojami j dvimate ir trimate erdves (atitinkamai dvi ir trys
pagrindiniy komponenciy asys).

Naudojant pagrindiniy komponen¢iy metoda, negalima gauti iSsamios duomeny
charakteristikos, nes nagrinéjamos tik tiesinés priklausomybés. PCA yra netinkamas
metodas daugiamaciy duomeny dimensijos maZinimui, jeigu tarp ty duomeny
egzistuoja stipras netiesiniai sarysiai. Didele jtaka PCA metodo rezultatui daro taskai-
atsiskyréliai (angl. outliers), nes jie yra izoliuoti ir dirbtinai padidina dispersijos
reikSme.

Standartiniai PCA metodai netinka didelés dimensijos duomenims arba dideléms
duomeny aibéms apdoroti. Daugiamatés erdvés duomenims kovariaciné matrica yra
labai didelé. d-matés erdvés duomenims, tenka skaiciuoti d xd dydZio matrica, 0
algoritmo sudétingumas gaunamas O(d*). Kai kurie algoritmai, realizuojantys PCA
projekcija naudoja efektyvesnius matricy pertvarkymus (Wilkinson, 1965). Jy
sudétingumas yra O(d%). Dél didelés skaiciavimy apimties PCA metodas netinka
dirbant su didelés dimensijos daugiamaciais duomenimis.

Projekcijos paieSka. Analizuojant n-macius taSkus, norima pamatyti jy
iSsidéstyma n-matéje erdvéje. Kai n > 3, tiesiogiai pamatyti Siuos taskus neimanoma,
taciau yra galimybé projektuoti juos j dvimate ar trimate erdve. Skirtingos projekcijos
duoda skirtingus rezultatus, be to, ne visada pavyksta iSlaikyti duomeny struktara.
Rasti tinkama n-maciy duomeny projekcija padeda projekcijos paieSkos metodas
(Huber, 1985), (Jones, 1987). Projekcijos paieSkos metodas (angl. projection pursuit,
PP) buvo pasiiilytas ir tyrinétas eksperimentidkai J. B. Kruskalo (Kruskal, 1972). Sis
metodas leidZia surasti ,,jdomiy* galimy daugiamaciy duomeny projekcijy. Projekcija
yra laikoma ,,jdomia*“, jeigu ji vaizduoja neatsitiktinius debesis.

Metodo tikslas — rasti tokias tiesines komponenc¢iy kombinacijas (dazZniausiai
dvimates ar trimates), kad transformuoti duomenys iSlaikyty pradiniy duomeny
struktaira. Tarkime, kad yra duomeny matrica X, susidedanti i§ n-maciy tasky. Erdveés

R" projekcija i R? galima ireiksti taip: (z,2,)=(Xa',Xb"). Cia a ir b yra n-

maciai vektoriai-eilutés; aT, b' - transponuoti a ir b vektoriai, t.y. vektoriai-

stulpeliai; z;, z, — gauti po projekcijos d-maciai vektoriai-stulpeliai. Gauta projekcija
priklauso nuo vektoriy a ir b parinkimo. Parenkant vektorius a ir b reikia nustatyti
mata, iSreiSkiantj savybe, kuria norime stebéti, vektoriais (z;,z,). Pavadinkime §j
mata 1(z;,z,) . Kartais jis vadinamas projekcijos indeksu arba indekso funkcija (angl.
projection, index function). Dazniausiai naudojamas statistikinis klasterizavimo matas,
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kuris leidzia nustatyti duomeny klasterius. Sis matas yra vidutinis atstumas iki
artimiausio kaimyno (angl. mean nearest neighbour distance). Kuo mazZesné $io mato
reikSmé viename Klasteryje, tuo duomenys yra geriau suklasterizuoti. Taigi, tegu
1(z;,2,) yra vidutinis atstumas iki artimiausio kaimyno. UzraSas 1(z;,z,) gali bati
pakeistas j 1(Xa',Xb"). Projekcijos parinkimo uzdavinys susiveda j optimizavimo
uzdavinj: reikia parinkti tokius vektorius a ir b, kad funkcijos I(Xa',Xb") reik¥mé
bty maziausia. IS esmés tai ir yra projekcijos paieSkos procesas.

Projekcijos paieSkos metodas leidZia apdoroti didelés dimensijos duomenis.
Naudojant §j metoda galima atvaizduoti naujus daugiamacius taskus neperskaiciuojant
viso algoritmo. Sio metodo skai¢iavimo apimtis yra proporcinga daugiamaciy tasky
kiekiui, t.y. O(N*log(N)), kur N — taSky kiekis.

Faktoriné analizé. Faktoringje analiz¢je (angl. factor analysis) (Harman, 1967),
(Mardia, 1995) tiriamos tiesinés priklausomybés tarp parametry (kintamyjy). Ji
taikoma kintamyjy skai¢iaus mazinimui, daugiamac¢iy duomeny struktaros nustatymui,
kintamyjy klasifikavimui ir grupavimui. Faktorinés analizés metodo prielaida yra ta,
kad nagrinéjami parametrai priklauso nuo tam tikry paslépty faktoriy. Metodo tikslas
atskleisti tokius rySius ir daugiamaciy duomeny dimensijos maZinimui panaudoti tam
tikrg faktoriaus model;.

Spéjama, kad kiekvienas faktorius jtakoja daug stebimy parametry. Jis vadinamas
bendru faktoriumi (angl. common factor). Stebimi parametrai yra tiesiné kombinacija
bendry paslépty faktoriy; kiekvieno faktoriaus koeficientas vadinamas svoriu (angl.
loading). Kiekvienas parametras turi dar vieng komponentg, specifinj faktoriy (angl.
specific factor), kuri apraSo to parametro nepriklausoma kintamuma (angl. independent
variability). Specifiniai faktoriai gali bati interpretuojami kaip vektoriaus triukSmas arba
paklaida. Faktoriy skaicius k nustatomas pagal tam tikrus kriterijus.

Daugiamatis taskas X =(x,...,X,) € R" atitinka k-faktoriaus modelj, jeigu jis gali
biti iSreikstas tokia forma (Mardia, 1995): X =Af +U . A={%;,i=1...n, j=1..,k}
yra konstanty matrica (svoriai), f =(f;,..., f,) yra bendry paslepty faktoriy vektorius

ir U =(uy,...,u,) yra specifiniy faktoriy vektorius. Daugiamatis taskas X e R" gali

k
biti uzradytas taip % = X 4; fi +u;, i=1...,n.
j=1

Tiesiné diskriminantiné analizé (angl. Linear discriminant analysis, LDA) arba
FiSerio diskriminantine analizé (angl. Fisher discriminant analysis). Tiesinés
diskriminantinés analizés metodas (Fukunaga, 1990), (Duda, 1973), (Duda, 2000)
transformuoja daugiamatés erdvés duomenis i maZesnés dimensijos erdve taip, kad
tam tikros klasés atskiriamumo kriterijus baty optimalus. LDA metodas ieSko tokiy
krypciy, kuriomis klasés yra geriausiai atskiriamos.
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Kartais daugiamaciy duomeny dimensijai maZinti naudojamas nepriklausomy
komponen¢iy analizés (angl. independent component analysis, ICA) metodas.
Nepriklausomy komponenciy analize, tai metodas, kuris transformuoja pagrindines
komponentes | statistiSkai nepriklausomas komponentes. ICA metodas gali bati
taikomas jvairiy problemy sprendimui: vaizdy analizéje, duomeny analizéje, signaly
apdorojimui, pozymiy iSskyrimui. Placiai taikomas statistikoje, neuroniniuose
skaiciavimuose. Detalesné informacija apie ICA yra pateikta literataroje (Comon,
1994), (Hyvarinen, 2001), (Roberts, 2000).

2.2. Netiesinés projekcijos metodai

Tarkime, kad kiekvieng n-matj taSka X'eR" atitinka maZesnés dimensijos

taskas Y' R, (d < n). Pazymekime atstuma tarp tasky X' ir X' - dj,

tarp tasky Y' ir YJ — d;, i, j=1,..,m. Norint surasti daugiamatés erdves tasky X'

0 atstuma

projekcijas Zemesnio matavimo erdvéje y! yra skaic¢iuojami atstumai tarp visy tasky
atitinkamose erdveése.

leSkoma tokia d-matés erdves taSky Y'eRd projekcija, kad atstumai dj; tarp
projektinés erdvés taSky baty kiek galima artimesni atstumams df} tarp tasky
pradin¢je erdvéje. Dazniausiai atstumams dj; ir df} skaiciuoti naudojami Euklido
atstumai. Taciau dj; nebatinai turi tenkinti trikampio nelygybés salyga dj <dj; +d
ir simetriskumo salyga dj; =d;;; todél bendru atveju (kai Sios salygos néra
tenkinamos) naudojama nepanasumo (angl. dissimilarity) savoka, o ne atstumas.

Kadangi daznai nejmanoma surasti tokios projekcijos, kurioje dj; =d5 visiems i

ir j, yra apibréziamas kokybés kriterijus E skirtingy projekcijy jvertinimui.
Priklausomai nuo kriterijaus parinkimo, galutinéje projekcijoje tam tikri atstumai tarp
taSky (maZi ar dideli) bus iSlaikyti geriau negu kiti. Yra pasitlytos trys funkcijos
daugiamaciy duomeny projekcijos paklaidos jvertinimui (kartu nurodyti ir funkcijy
gradientai) (Duda, 2000):

1 *\2 2 * yk_yj
E,=—— > (di—d)?, VB, =—"— ¥ | (d; —dy; ) — |, 2.1
1 _Z_dijz i<j( ij IJ) yk =1 Z'dijz j¢k{( kj kj) dkj J ( )
i<j

i<j

32 .
d;j —djj dy —dy Yk —Y;
Ezziz'[ U ”J ,VykE2=2_Z{ Jd*z I " N (2.2)
<] ij j=k kj kj
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Es

(2.3)

*

1 (dy—dy)’ 2 _[dg-dg vy,

oy Bty | L
i<j I<]

Kriterijus E; (2.1) formuléje akcentuoja didZiausias paklaidas, nepriklausomai

nuo to ar atstumai d;; dideli ar mazi. Kriterijus E, (2.2) formuléje akcentuoja
didZiausias santykines paklaidas, nepriklausomai ar paklaidos reikSmé maza ar didelé.
Kriterijus E; (2.3) formuléje numato kompromisa tarp pirmy dviejy Kriterijy,
pabrézdamas paklaidy sandaugas ir santykines paklaidas.

Atstumy d;; ir dj; taskine diagrama, vadinama Separdo diagrama (angl. Shepard
diagram) rodo, kokie atstumai geriau atspindi duotus nepanasumus. Separdo
diagrama, gauta minimizuojant kriterijaus funkcijas E; ir E; vyno duomenims
pavaizduota 2.4 paveiksle. Kuo arciau tiesés y=x yra sukoncentruoti taskai, tuo geriau
iSlaikomi atstumai. Minimizuojant kriterijaus funkcija E;, geriausiai iSlaikomi didesni
atstumai, negu mazesni. Minimizuojant funkcija E;, didesni atstumai iSlaikomi
blogiau, 0 maZesni geriau. 1S 2.4(a) paveikslo matyti, kad, minimizuojant kriterijaus
funkcija E;, diagramos taSkai labiau sukoncentruoti Zemiau tiesés y=x (ypac
kairiajame apatiniame kampe). Minimizuojant kriterijaus funkcija E; (2.14(b)
paveikslas) taSkai pasiskirsto aréiau tieses y=x. Kriterijaus funkcijos parinkimas gali
jtakoti duomeny atvaizdavimo rezultata. Tai priklauso nuo pradiniy duomeny specifikos ir
atstumy tarp taSky. Projekcijos rezultatai, minimizuojant E; ir E; funkcijas (projekcijos
gautos, naudojant daugiamaciy skaliy metoda) pateikti 2.5 paveiksle.

25 25

atstumai d11~
atstumai d;;”

05 05

.
atstumai d; 2 M ¢ atstumai dy
.

2 25 b) e 1 15 2 25
2.4 pav. Separdo diagrama vyno duomenims, kai naudojama: a) kriterijaus funkcija
E;, b) kriterijaus funkcija E;
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2.5 pav. Vyno duomeny atvaizdavimas, kai naudojama: a) kriterijaus funkcija E;
(E1=0,2138); b) kriterijaus funkcija E; (E3=0,0574)

Daugiamaciy skaliy metodas

Daugiamaciy skaliy metodas (angl. multidimensional scaling, MDS) — tai grupé
metody, placiai naudojamy daugiamaciy duomeny analizéje jvairiose Sakose, ypac
ekonomikoje, socialiniuose moksluose ir kt. n-maciai taskai projektuojami j mazesnés

dimensijos erdve (daZniausiai i R? arba R®) siekiant islaikyti atstumus
(nepanaSumus) tarp analizuojamos aibés objekty (Kaski, 1997), (Borg, 2005),
(Kruskal, 1984). Analizés rezultate gautuose dvimaciuose grafikuose tie objektali,
kurie yra panasus, yra pavaizduojami arciau vieni kity, 0 maziau panasas — toliau vieni
nuo Kity. Minimizavimo problema yra sprendziama taip, kad atstumai tarp tasky
mazesnés dimensijos erdvéje atitikty duotus nepanaSumus Kkaip jmanoma geriau.
Atvaizdavimas paprastai yra netiesinis, ir padeda atskleisti bendra analizuojamy
duomeny struktira.

Pradiniai duomenys, kurie analizuojami Siuo metodu, turi bati kvadrating,
simetriné matrica, susidedanti i$ rySiy tarp analizuojamy duomeny aibés elementy. Tai
gali bati atstumy arba nepanaSumy matrica. RysSiais tarp aibés elementy gali bati ir
Euklido atstumai. Taciau, bendru atveju, tai nebatinai turi bati atstumai grieZtai
matematine prasme.

Vienas MDS pavyzdys galéty bati toks: tarkime turime matrica, sudaryta is
atstumy tarp pagrindiniy Salies miesty; MDS analizés rezultate gautume miesty
iSdéestyma  Zemelapyje, ty. dvimatéje plokStumoje (Leeuw, 2003). Kitas MDS
matricos pavyzdys yra koreliacijy tarp duomeny parametry matrica. Jei tie duomenys
traktuojami  kaip panaSumai, MDS algoritmu stipriai koreliuoti parametrai
atvaizduojami arti vieni kity, silpnai koreliuoti — toliau vieni nuo kity.

Vienas MDS tiksly yra rasti optimalia daugiamaciy duomeny konfigaracija dvimatéje
erdvéje. Yra daugybé skirtingg MDS varianty su skirtingomis paklaidy funkcijomis
(STRESS) ir jas optimizuojanciais algoritmais (Borg, 2005). Pagal analizuojamus
duomenis MDS algoritmai gali bati skirstomi i metrinius (angl. metric) ir nemetrinius
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(angl. non-metric). Pirmasis MDS algoritmas metriniams duomenims buvo pasitlytas
W.S. Torgensono 1952 metais (Torgenson, 1952), véliau MDS algoritmai buvo taikyti ir
nemetriniams duomenims (Shepard, 1962a), (Shepard, 1962b).

Metriniai MDS algoritmai (Taylor, 2003) naudojami tada, kai jmanoma rasti
Euklido atstumus tarp analizuojamy duomeny elementy, t.y. analizuojami metriniai
duomenys. Pagrindinis Siy algoritmy tikslas — pavaizduoti daugiamacius taskus
dvimateje erdvéje taip, kad atstumai tarp dvimaciy taSky baty kiek galima artimesni
atstumams tarp atitinkamy daugiamaciy taSky. Tam minimizuojama tam tikra
paklaidos funkcija.

Tarkime kiekviena n-matj taska X'eR" atitinka maZesnés dimensijos taskas
Y'eR? (d <n). Pazymekime atstuma tarp tasky X' ir X! - dj, o atstuma tarp
tasky Yhiryld - dij , 1, j=1,...,m. Metrinis MDS algoritmas bando priartinti atstumus
dj prie atstumy df} . Jei naudojama kvadratiné paklaidos funkcija, tai minimizuojama

tikslo funkcija Eyps gali buti uzradyta taip:

m x
Emps =,21Wij (djj _dij)z : (2.4)
1, ]=
i<Jj
Paklaidos funkcija Eypg dar vadinama STRESS funkcija. Daznai naudojami
tokie svoriai:

1
Wy =—"— W =

im0
> (dy)
KI=1

k<l

1 .

e o T
dij X dy
K=
<l

Taip pat gali buti naudojama kiek Kitokios iSraiSkos funkcija, vadinama
SSTRESS:

Evis =ij§_lwij (d5)? —d)?.
i<j
Vienas i§ paprasciausiy Siy funkcijy minimizavimo bady - gradientinis
nusileidimas. Pradéjus nuo atsitiktinés pradiniy dvimaciy taSky konfigaracijos,
iteraciniame procese dvimaciy tasSky Y' e R? koordinatés y,i(, i=1..m, k=12,
OEpmps (M)
ok (m’)

numeris, 0 « — parametras, jtakojantis optimizavimo Zingsn;.

keiciamos pagal formule yli((m'+1)=y|i((m')—a . Cia m' yra iteracijos
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Taciau galimi ir kiti optimizavimo budai, tokie kaip SMACOF (angl. scaling by
majorization a complicated function) algoritmas, pagrjstas tikslo funkcijos
mazorizavimu (Borg, 2005), jungtiniy gradienty metodas, kvazi-Niutono metodas,
deterministinis atkaitinimo modeliavimo algoritmas (angl. simulated annealing)
(Klock, 1999), genetinio algoritmo ir lokalaus nusileidimo metody kombinacijos
(Mathar, 1993), (Podlipskyte, 2003). Funkcijy STRESS ir SSTRESS minimizavimo
uzdaviniai yra sudétingi del kriterijy daugiaekstremalumo (Zilinskas, 2003). Darbe
(Podlipskyte, 2003) yra pateikta kriterijy STRESS ir SSTRESS galimy optimizavimo
strategijy apZvalga bei jy tyrimai.

Kartais, analizuojant objektus, yra prasmingos ne atstumy skaitinés reikSmeés, o
atstumy tarp objekty eilés numeriai. Tada tikslinga naudoti nemetrinius MDS
algoritmus, kuriuose objekty nepanaSumai néra atstumai. NepanaSuma tarp i-tojo ir j-
tojo objekty apibrézkime realiu skaiciumi &;; . Kartais Sis matas néra tinkamas Euklido

erdvei, todél jis transformuojamas funkcija f: f(5;). Nemetriniuose MDS
algoritmuose daZniausiai minimizuojama (2.5) paklaidos (STRESS) funkcija:

m
Embs =,,21Wik(f (8q) —di)? . (2.5)
i)

MDS algoritmo trakumai: MDS algoritmo tikslo funkcijos optimizavimas
reikalauja palyginimy tarp visy taSky pory; MDS algoritmai yra neefektyvas, dirbant
su didelés apimties duomeny aibémis; MDS negali vizualizuoti naujy tasky tol, kol
nebus perskaiciuoti visi analizuojami taskai.

Sammono algoritmas

Sammono projekcija, kartais dar vadinama Sammono netiesiné projekcija
(Sammon, 1969), yra netiesinis daugelio kintamyjy objekty atvaizdavimo Zemesnio
matavimo erdvéje metodas. Tai vienas i$ gana placiai naudojamy daugiamaciy skaliy
(MDS) grupés metody (Bezdek, 1995). DaZniausiai nagrinéjami atvejai, Kkai
projektinés erdvés, i kurig atvaizduojami n-maciai taskai, dimensija yra 2 arba 3.
Sammono projekcijos tikslas yra minimizuoti skirtumus tarp atstumy tarp tasky
pradinéje erdvéje ir atstumy tarp atitinkamy taSky projektinéje erdvéje. Sammono
projekcija negali greitai apdoroti naujy taSky be papildomy skai¢iavimy. Visi atstumai
tarp taSky turi bati skai¢iuojami i$ naujo, naudojant visg turima duomeny aibe. Todél
tai sudaro sunkumy, kai duomenys pastoviai atnaujinami arba papildomi naujais
taSkais, ir kai duomeny aibés yra labai didelés.

Sakykime, kad yra daugiamagiai taskai X'=(x,xb,..x'), i=1..m,
priklausantys erdvei R". SprendZiamas uZdavinys - $iuos n-magius taskus
X'=(xd,xb,..,x1), i=1,..,m, atvaizduoti (gauti projekcija) plokstumoje R?. Juos
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atitiks dvimaciai taskai Y1,Y2,..,Y™eR?. Cia Y' = (yi,y}), i=1,..,m. PaZymékime

d;; atstuma tarp daugiamagiy tasky X' ir X, d; - atstuma tarp taskus X' ir X

ij
atitinkangiy dvimaciy tasky Y' ir Y7 (i, j=1..m). d ir d; dazniausiai yra Euklido
atstumai, bet gali bati naudojami ir kiti. Sammono algoritmas minimizuoja projekcijos
paklaida:

* 2
1 E (dij _dij) .

Eg =— — 3 -

T

j=1

i<]j

" . ) . 1
Funkcija Eg sutampa su funkcija Evps (2.4 formule), kai wj; =—————.
dj X dy

k,I=1
k<l

Sammono paklaida (angl. Sammon‘s stress, Sammon‘s error) Eg - tai matas,
kuris parodo, kaip tiksliai iSlaikomi atstumai tarp taSky pereinant i$ didesnio matavimo
erdvés | maZesnio matavimo erdve. Sammono paklaida labiau jtakoja atstumai tarp
artimiausiy taSky, negu tarp tolimesniy. Pagrindinis uzdavinys minimizuoti Sig
paklaidos funkcija Eg. Tam gali buti naudojami jvairtis optimizavimo metodai,
nurodyti apraSant daugiamaciy skaliy metoda. J. W. Sammon darbe (Sammon, 1969)
pasiale viena funkcijos Eg minimizavimo strategija, kuria kai kurie tyréjai vadina
kvazi-Niutono, kiti — greiciausio nusileidimo (angl. steepest-descent) minimizavimu
(Kohonen, 2001). Jis konverguoja greiciau, negu paprastas gradientinis metodas. Bet
gali bati naudojamos ir kitos paprastesnés strategijos. Darbe (Press, 1992) nustatyta,
kad Zymiai efektyvesnis metodas yra jungtiniy gradienty metodas (angl. conjugate-
gradient).

Kvazi-Niutono (greiciausio nusileidimo) metode dvimacdiy tasky Y eR?
koordinatés y,i(, i=1..,m, k=12, randamos naudojantis (2.6) iteracine formule:

OEg(m’)

_ _ i (m'

Y (m+) = yi (m) - o 2™ (26)
0°Eg(m’)
a(yk)*(m")

Dalinés iSvestinés randamos pagal (2.7)—(2.9) formules:

OoE 2m d* —d. . .

Ss oS () (2.7)

Ak ¢ dijdjj
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: 12
i j *
O%E 2m 1 |/ Ye = Yi d;; —d;
=S =Sy (dij—dij)—( - ) 1+ 14 (2.8)
o(Yx) C j=1d;;d;j ij ij
i#]
mo .
cC= Z d” (29)
j=1
i<j
Cia m' yra iteracijos numeris, 0 « yra parametras, jtakojantis optimizavimo

Zingsnj. J. W. Sammon jj vadino , magiskuoju faktoriumi*. Sis pavadinimas tradiciskai
naudojamas ir kituose darbuose (Kohonen, 2001), (Konig, 2000). Vienoje iteracijoje

perskai¢iuojami m tasky Y'eR2, i=1..,m, koordinatés. Gauta projekcijos Eg

paklaida priklauso ir nuo parametro ¢« ir nuo tasky Y!,Y?,..Y™eR? pradiniy
reikSmiy parinkimo. EksperimentiSkai nustatyta, kad maZiausia paklaida gaunama, kai
a €[0,3;0,4] (Sammon, 1969), (Kohonen, 2001). Taciau negalima teigti, kad tas

diapazonas yra optimalus visais atvejais.

Apibendrinta Sammono algoritmo schema yra tokia:

Skaic¢iuojami atstumai tarp analizuojamy tasky pradinéje erdvéje;
Atsitiktinai parenkami projektinés erdvés taskai;

Skaiciuojama projekcijos (Sammono) paklaida Eg ;

Atnaujinamos projektinés erdvés koordinatés pagal (2.6);

o~ w0 DN

Jeigu Sammono paklaidos reikSmé mazesné uz pasirinkta slenkstj arba iteracijy
skaicius virSija nustatytajj, tuomet algoritmas sustabdomas, prieSingu atveju vél
pradedam nuo 3 Zingsnio.

Sammono projekcijos strukttiriné schema pavaizduota 2.6 paveiksle.

Nors Siuo metu yra ir kity paklaidos Eg optimizavimo metody, J. W. Sammon

pasitlytas  variantas  sékmingai  naudojamas  darbuose (Dzemyda, 2005),
(Kohonen, 2001), (Kaski, 1997), (Konig, 2000).

Darbe (Montvilas, 2003a) pasialytas nuoseklaus atvaizdavimo metodas
daugiamaciams duomenims stebéti realiu laiku. Tokiu atvaizdavimu siekiamas tikslas
— iSlaikyti viding atstumy tarp duomeny tasky struktiira po jy atvaizdavimo. Metodas
skiriasi nuo Sammono vienalaikio daugiamaciy duomeny atvaizdavimo j plokStuma
metodo tuo, kad po pradiniame etape vienu metu atvaizduoty keleto duomeny tasky
véliau galima dirbti nuosekliai realiu laiku. Metodas taip pat tirtas ir darbuose
(Montvilas, 2003b), (Montvilas, 2006). Taciau metodas gali ne visada teisingai
atvaizduoti naujus taSkus. PradZioje dalis analizuojamy duomeny aibés tasky yra
vaizduojama klasikiniu Sammono metodu, o like arba atsirade nauji taskai déstomi
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naudojant trianguliacijos metoda. Tokiu budu pakankamai teisingai gali buti
atvaizduojami tik tie taSkai, kurie yra panaSas j pradinés aibés taSkus. PanaSus

metodas pasitlytas darbe (Pekalska, 1999).

Vietoj Euklido atstumy, skaiciuojant Sammono paklaida, gali baiti naudojami ir

kiti atstumo matai (Yang, 2004).

Pradiniai duomenys
(daugiamadiai vektoriai)

[

Atstumy matrica
Dimensija n

T L. 'Ee_’a_cﬂil
| |
! Dimensija d (d<n) _— . |
|

: Atstumy matrica Projekcijos paklaida (Es) :
! I
! I
: I
| Koordinagiy atnaujinimas !
i |
! I

Iéjimo duomenys
Dimensija d

2.6 pav. Sammono projekcijos struktirine schema
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2.7 pav. Sammono projekcijos pavyzdys (vizualizuoti vyno duomenys)
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Trianguliacijos metodas

Darbe (Lee, 1977) pateiktas nuoseklaus daugiamaciy taSky atvaizdavimo i
plokSstuma metodas naudojant trianguliacijos (angl. triangulation) metoda.
Atvaizduojant daugiamacius duomenis plokStumoje tiksliai iSlaikomi atstumai nuo
kiekvieno tasko iki kaZkuriy kity dviejy taSky; atstumai tarp ty dviejy tasky taip pat
yra tiksliai iSlaikyti. Tuo badu gali bati tiksliai iSlaikomi (2m—3) atstumy (¢ia m —
analizuojamy tasky skaicius).

IS turimy n-maciy taSky sudaromas minimalaus jungimo medis (angl. minimum
spanning tree, MST) (Graham, 1985), vé¢liau daugiamaciai taSkai atvaizduojami
plokStumoje. Minimalaus jungimo medZio idéja paremta grafy teorija. Grafo jungimo
medis (angl. spanning tree) yra grafas, kuriame visos vir§inés sujungtos j med;j. Grafo
Sakos turi svorius arba ilgius. Medis, kurio svoris yra maZiausias, vadinamas
minimalaus jungimo medZiu. Yra daug skirtingy algoritmy minimalaus jungimo
medziui rasti (Kruskal, 1956), (Prim, 1957). Galimi du metodai daugiamacius taskus
atvaizduoti plokStumoje naudojantis trianguliacijos metodu: antro aréiausio kaimyno
metodas (angl. the second nearest neighbor approach) ir atramos taSko metodas (angl.
the reference point method).

Antro arciausio kaimyno metodas. Tarkime taSkas X jau atvaizduotas
plokStumoje, o taSkas x K tiesiogiai sujungtas su X1 minimalaus jungimo medyje.

Reikia atvaizduoti plokitumoje taska X . Tadkas X! turi bati arciausias taskui X ©
i visy jau atvaizduoty taSky. Sakykime, kad tarp visy atvaizduoty taSky, Kkuriy

atstumai iki X! yra tiksliai islaikyti, X' bus taskas, arciausias iki X¥. Jprastai X'
yra tiesiogiai sujungtas su X! minimalaus jungimo medyje. Tada naudojant
trianguliacijos metoda, x plokStumoje atidedamas taip, kad jo atstumai iki X' ir
X1 biity tiksliai i$laikyti.
Trianguliacijos metodo schema:
e imame du n-magius tasSkus A ir B;
o plokstumoje atidedame jy projekcijas A" ir B' tiksliai iSlaikydami atstumus tarp
ju dag =dag:;
o ieskome tasko X projekcijos X' plokstumoje, siekiant, kad atstumai dyy ir dgy
buty tiksliai iSlaikyti ir plokstumoje, t.y. duy =dpy. i dgy =dgy.. Tam
bréziami apskritimai su centrais A' ir B ir spinduliais dyy ir dgy . Tasko X'

vieta bus ten, kur apskritimai susikerta arba lieciasi. Jei apskritimai tik lieciasi,
tai bus vienintelis sprendinys X'. Taciau apskritimai gali susikirsti dviejuose
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taskuose X;, X, (2.8 pav.). Artimiausias kaimynas (2.8 pav. tai taskas C')
nulemia tasko X' vieta.

2.8 pav. Trianguliacijos metodo veikimo schema

Atramos tasko metode parenkamas vienas atramos taskas, iki kurio atstumai nuo
visy kity tasky bus visada islaikomi. Tuo badu kiekvienam taskui X' islaikomi
atstumai iki dviejy tasky: iki tadko, kuris tiesiogiai sujungtas su tasku X ! minimalaus
jungimo medyje ir iki atramos tasko.

Darbe (Lee, 1977) pasitlytos taisyklés, pagal kurias taskai surasiuojami tam tikra
tvarka, ir tada jie vienas po kito atvaizduojami plokStumoje.

ISOMAP metodas

ISOMAP (Tenenbaum, 2000) yra daugiamaciy skaliy (MDS) grupés metodas,
kuris skirtas daugiama¢iy duomeny dimensijos mazinimui. Sio metodo skirtumas nuo
klasikinio MDS metodo yra tas, kad atstumy matas yra apibréZiamas kitaip. ISOMAP
metode daroma prielaida, kad pradinéje erdvéje analizuojami duomenys iSsidéste ant
Zemesnio matavimo daugdaros®. Prie$ tai analizuotuose metoduose, atstumams tarp
taSky skaiciuoti paprastai buvo naudojami Euklido atstumai. Skaic¢iuojant atstumus
neatsizvelgiama j daugdaros forma. Naudojant MDS metods susiduriama su
sunkumais, atvaizduojant netiesines duomeny struktaras, tokias Kkaip, pavyzdZiui,
spiralg. Projektuojant spirale i§ dvimatés erdvés i vienmatg, ISOMAP metodas
naudoja geodezinius (kreivinius) atstumus. Geodezinis (arba kreivinis) atstumas — tai
trumpiausio kelio ilgis, einant daugdaros kreivu pavirSiumi. 2.9 paveiksle pavaizduota,
kaip skaiciuojamas Euklido atstumas tarp dviejy taSky (2.9(b) pav.) ir geodezinis
atstumas tarp ty paciy taSky (2.9(c) pav.).

! Daugdara (angl. manifold), tai abstrakti topologiné matematiné erdve, kurioje kiekvieno
taSko aplinka yra labai panasi j Euklido erdve, taciau jos globali struktdra yra sudetinga.
PavyzdZiui, Zemés pavirsius yra daugdara.
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Pagrindine ISOMAP metodo idé¢ja yra ta, kad daugiamaciy skaliy metodas
atliekamas ne pradinéje (Euklido) erdvéje, bet netiesinés duomeny daugdaros
geodezingje erdvéje. Taigi taikant ISOMAP metoda ieSkoma tokio poerdvio, kuriame
geriausiai iSlaikomi geodeziniai atstumai tarp tasky.

-a- -b- -c-
2.9 pav. (a) du tadkai ant spirales, (b) Euklido atstumas tarp dviejy tasky, (c)
Geodezinis atstumas tarp tasky

ISOMAP algoritma sudaro trys etapai:
1) Daugiamatéje erdveje surandami kiekvieno tasko taskai ,,kaimynai*;
2) Skaiciuojami geodeziniai atstumai tarp visy imanomy tasky pory;

3) Surandamos analizuojamy daugiamaciy taSky projekcijos mazesnio matavimo
erdvéje, naudojant daugiamaciy skaliy metoda (MDS) ir iSlaikant atstumus tarp
atitinkamy tasky.

Tasky ,.kaimyny“ paieSkai gali bati naudojamas artimiausiy kaimyny metodas
(angl. nearest neighbors algorithm) arba taSkai gali bati grupuojami pasirinkus tam
tikro fiksuoto dydZio spindulj. Kaimynystés rySiy vaizdavimui naudojamas grafas,
kuriame kiekvienas duomeny taskas (virStiné) sujungtas su artimiausiu ,,kaimynu*.

Antrame Zingsnyje apskai¢iuojami geodeziniai atstumai tarp visy daugdaros tasky
pory. Paskutiniame ISOMAP metodo etape pritaikomas klasikinis MDS metodas
atstumy matricai, ir surandamos analizuojamy daugiamaciy tasky projekcijos.

Yang (Yang, 2004) pasitale vietoj klasikinio MDS metodo naudoti Sammono
algoritma. De Silva ir Tenenbaum (Silva, 2002) suktré metoda, kuriame koreguojami
grafo atstumai, priklausomai nuo duomeny struktiros ir tankumo.

Lokaliai tiesinis atvaizdavimas

2000-ais metais S. Roweis ir L. Saul pasialé (Roweis, 2000) dar viena
daugiamaciy duomeny dimensijos mazinimo metoda, lokaliai tiesinj atvaizdavima
(angl. locally linear embedding, LLE). LLE metodo savybés: surandant analizuojamy
daugiamaciy duomeny projekcijas mazesnio matavimo erdvéje, iSlaikomi kaimynystés
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rySiai tik tarp artimiausiy taSky; atskleidZziama netiesinés daugdaros globali struktira;
duomenys vienareik§miskai atvaizduojami i mazesnés dimensijos erdve.

LLE metodas suranda tokj poerdvj, kuriame geriausiai iSlaikoma analizuojamy
duomeny lokalioji tiesiné struktara.

LLE algoritma sudaro trys etapai:

1) Randami kiekvieno analizuojamojo duomeny tasko k-artimiausi kaimynai. Tali
daroma, konstruojant orientuotajj grafa, kurio kiekviena virSané sujungta
briaunomis su taskais ,,kaimynais“.

2) Kiekvienas taSkas iSreiSkiamas, kaip jo kaimyny tiesiné kombinacija. Tam
tikslui yra apskaiciuojami svoriai, kurie minimizuoja paklaidas tarp originaliy ir
transformuoty duomeny.

3) Fiksavus svorius, apskai¢iuojami projekcijos taskai.

Mazinant dimensija LLE algoritmu, pasiseka identifikuoti daugdaros neaiSkia
strukttira. Tuo tarpu, MDS ir PCA metodais tolimi daugiamaciai taSkai ant daugdaros
atvaizduojami j artimus taSkus plokStumoje, tokiu biidu suardoma daugdaros struktira.
ISOMAP ir LLE algoritmai duoda gerus vizualizavimo rezultatus, kai analizuojami
duomenys sudaro vieng Klasterj (grupe). Kai duomeny aibé sudaryta i$ keliy, visiSkai
atskirty klasteriy, projekcijos rezultatai bana Zymiai blogesni.

MDS grupés metodai stengiasi iSlaikyti santykinius atstumus tarp visy duomeny
aibés taSky. LLE metodas nereikalauja iSlaikyti atstumy tarp labiausiai nutolusiy
duomeny tasky, o tik tarp artimiausiy kaimyny.

Kitas metodas, turintis daug bendro su LLE metodu, yra Laplaso tikriniai
atvaizdavimai (angl. Laplacian eigenmaps). Laplaso tikriniai atvaizdavimai suranda
daugiamaciy duomeny projekcijas mazesnio matavimo erdvéje, iSlaikant daugdaros
pagrindines lokalias savybes (Belkin, 2001), (Belkin, 2003). Lokalios savybés yra
pagristos atstumais tarp artimiausiy tasky pory.

2.3. ISvados

Pagrindinis daugiamaciy duomeny vizualizavimo tikslas — tai duomeny
pavaizdavimas Zmogui suprantama ir suvokiama forma. Siame skyriuje analizuoti
daugiamaciy duomeny projekcijos metodai. Projekcijos metody tikslas — pateikti
daugiamacius duomenis mazesnés dimensijos erdvéje taip, kad buty kiek galima
tiksliau iSlaikyta tam tikra duomeny struktara, bei palengvinti didelés dimensijos
duomeny interpretavima bei apdorojima. Yra tiesiniai ir netiesiniai projekcijos
metodai. Tiesiniuose metoduose naudojamos tiesinés transformacijos, o netiesiniuose
— netiesinés. Populiariausi tiesiniai projekcijos metodai yra: pagrindiniy komponenciy
analizé, nepriklausomy komponenciy analizé, tiesiné diskriminantiné analizé.
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Dazniausiai naudojami netiesiniai projekcijos metodai yra daugiamaciy skaliy
metodas ir jo atskiras atvejis — Sammono projekcija.

Daugiamaciy duomeny analizés ir vizualizavimo metodai padeda atvaizduoti
Zmogui suprantamesne forma sudétingais ir daZnai nezinomais tarpusavio rysiais
susietus daugiamacius duomenis. Metody jvairove yra pakankamai plati, todel batina
ivairiy metody analizé, norint iSsirinkti tinkamiausius konkreciam atvejui.



Dirbtiniy neuroniniy tinkly taikymas
daugiamaciams duomenims
vizualizuoti

Tiesioginio sklidimo neuroniniai tinklai placiai taikomi klasifikavime,
klasterizavime, funkcijy aproksimavime, prognozavime, optimizavime. Kita
pastaruoju metu placiai vystoma taikymo sritis — tai daugiamaciy duomeny
vizualizavimas.

Pastaruoju metu buvo pasitlytas didelis skaicius dirbtiniy neuroniniy tinkly ir
mokymo algoritmy daugiamaciams duomenims vizualizuoti (Mao, 1995), (Kohonen,
2002), (Kraaijveld, 1995), (Sanger, 1989). Sie tiriamieji darbai gali bati suskirstyti
dvi grupes (nors Sis Klasifikavimas néra labai tikslus). Pirmoji grupé, tai nauji arba
egzistuojantys neuroninio tinklo modeliai daugiamaciy duomeny projekcijai. Sio tipo
pavyzdZiai apima saviorganizuojancius neuroninius tinklus (Kohonen, 2001),
(Kohonen, 2002), netiesinés projekcijos metodus, netiesing diskriminanting analizg,
pagrista paslépty neurony funkcionalumu tiesioginio sklidimo tinklo klasifikatoriuose
(Mao, 1995). Sie tinklai atskleidZia jdomias duomeny savybes, kurias ,nemato*
klasikiniai metodai. Tod¢l jie gali baiti naudojami kaip nauji jrankiai ar papildomi
budai daugiamaciy duomeny projekcijoms rasti. Antroji grupé tyrinétojy iStyré
neuroniniy tinkly ir mokymo taisykliy savybes ir nustaté rySius tarp klasikiniy metody
ir neuroniniy tinkly. Buvo pastebéta, kad kai kurie neuroniniai tinklai faktiSkai
realizuoja duomeny projekcijos ir poZzymiy iSskyrimo algoritmus. Keletas Klasikiniy

27
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duomeny projekcijos metody buvo realizuoti naudojant neuroniniy tinkly strukttras
(Baldi, 1989), (Mao, 1995), (Oja, 1991), (Sanger, 1989). Nors tokiy bandymy
rezultate nebdatinai gaunami nauji duomeny vizualizavimo metodai, tokie tinklai i3
tikryjy yra pranaSesni uz tradicinius metodus:

a) dauguma mokymo algoritmy ir neuroniniy tinkly adaptuojasi prie
besikeicianciy salygy, vadinasi jie gali buti pritaikyti realioms aplinkoms, kur
reikalingos prisitaikymo sistemos; tokie algoritmai lengvai realizuojami;

b) naudojant neuroninius tinklus, galima iSvengti trakumy, budingy klasikiniams
algoritmams.

3.1 paveiksle pavaizduota neuroniniy tinkly, naudojamy daugiamaciy duomeny
dimensijos mazinimui, bendra schema.

pradiné erdvé
projektiné erdvé

neuroninis tinklas

3.1 pav. Neuroninis tinklas daugiamaciy duomeny vizualizavimui

Pastaraisiais metais daug démesio yra skiriama neuroniniy tinkly taikymo
galimybéms daugiamaciams duomenims vizualizuoti. 1991 metais Kramer (Kramer,
1991) pasiulé netiesini pagrindiniy komponenciy analizés metoda (angl.
autoassociator model) tiesioginio sklidimo neuroninio tinklo mokymui ir pritaiké
metoda daugiamaciy duomeny projekcijos radimui. Jin ir kt. (Jin, 2000) naudojo
neuroninius tinklus kiny kalbos simboliy atpazinimui. Vieni pirmyjy, nagrinéje
neuroniniy tinkly taikyma daugiamaciams duomenims vizualizuoti, buvo Oja (Oja,
1991), Usui (Usui, 1991). Taip pat dirbtiniy neuroniniy tinkly plataus spektro
taikymams vizualizavime skirtas ir tyrimas (Dzemyda, Kurasova, Medvedev, 2007).

Yra pasitlyta daug algoritmy tiesioginio sklidimo neuroninio tinklo, skirto
dimensijos mazinimui, mokymui. Saund (Saund, 1989) naudojo trijy sluoksniy
neuroninj tinkla su vienu pasléptu sluoksniu. Idrissi ir kt. (ldrissi, 2004) nagrinéjo
daugiasluoksnio neuroninio tinklo taikyma daugiamaciams duomenims vizualizuoti,
tinklo mokyme naudojant jungtiniy gradienty metoda.

Pastaruoju metu stebima tendencija, kad MDS (daugiamaciy skaliy) tyrimus
vykdantys mokslininkai daZnai atsiriboja nuo kity metody tyrimy, ar net ignoruoja
tuos metodus. Antra vertus, kity vizualizavimo metody tyrimuose néra lyginimy ar
sasajy su MDS tipo metodais. Siame darbe siekiama praplésti MDS tipo metody
realizacijas dirbtiniy neuroniniy tinkly taikymu, tuo badu stiprinant rysj tarp skirtingy
vizualios duomeny analizés krypciy.
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3.1. Dirbtiniy neuroniniy tinkly koncepcija

Dirbtiniai neuroniniai tinklai (DNT) (angl. artificial neural networks) (Haykin,
1999), (Verikas, 2003) pradéti tyrinéti, kaip biologiniy neuroniniy sistemy modelis.
Pagrindinis dirbtiniy neuroniniy tinkly teorijos tikslas néra kuo detaliau modeliuoti
biologinius neuronus, o iSsiaiSkinti ir pritaikyti biologiniy neurony saveikos
mechanizmus efektyvesnéms informacijos apdorojimo sistemoms kurti. DaZnai
dirbtiniai neuroniniai tinklai vadinami tiesiog neuroniniais tinklais. Siuo metu jie vis
placiau naudojami dél keliy pagrindiniy prieZasciy. Visy pirma, neuroninis tinklas yra
galingas modeliavimo aparatas. Jo pagalba galima modeliuoti ypa¢ sudétingas
funkcijas. Antra, neuroniniai tinklai apmokomi i§ pavyzdZiy. Turint duomeny
pavyzdZius ir naudojant mokymo algoritmus, neuroninis tinklas pritaikomas prie
duomeny struktaros. DNT yra taikomi Kklasifikavimui, klasterizavimui, funkcijy
aproksimavimui, prognozavimui, optimizavimui, medicininei diagnozei, finansinéms
prognozems, intelektinei paieSkai, ir kt. Be daugelio kity sprendziamy uZdaviniy,
dirbtiniai  neuroniniai tinklai sékmingai taikomi daugiamaciams duomenims
vizualizuoti.

Kiekvienas neuroninis tinklas turi jéjimus ir iS¢jimus. I&¢jimuose neuroniniam
tinklui perduodamos kintamyjy reikSmes i iSorés. IS¢jimuose formuojama prognozé,
valdymo signalai ir pan. Be jéjimo ir iS¢jimo neurony, daZnai egzistuoja ir tarpiniai
(taip vadinami paslépti) neuronai, atliekantys vidini vaidmen; tinkle. I&jimo, paslépti ir
iS¢jimo neuronai jungiami vieni su Kitais. Paprastas neuroninis tinklas turi tiesioginio
sklidimo struktara: signalai sklinda i$ j&jimy pirmyn per visus pasléptus elementus ir
pasiekia i8¢jimo neuronus. Tokia struktara yra stabili. Taciau, jei neuroninis tinklas
yra rekurentinis (turintis jungtis atgal i$ tolimesniy j ankstesnius neuronus), jis gali
bati nestabilus ir daZniausiai turi be galo sudétinga dinamika. Dirbama ir su
rekurentiniais neuroniniais tinklais, taciau realiy problemy sprendimui daZniausiai
naudojami tiesioginio sklidimo.

Biologinis neuronas

Zmogaus nervy sistema — labai sudétingas neurony tinklas. Pagrindinis $ios
sistemos elementas — smegenys, susideda i$ daugelio neurony, sujungty vieni su Kitais.
Kiekvienas neuronas yra speciali lastelé, galinti generuoti elektrocheminj signala.
Neuronas turi iSsiSakojusia jéjimo struktara, vadinama dendritais, lastelés kina,
vadinama soma ir besiSakojancia iS¢jimo struktira, vadinama aksonu. (3.2 pav.).
Vienos lastelés aksonas su kitos lastelés dendritais jungiasi per sinapses. Kai
suzadinama pakankamai neurony, prijungty prie neurono dendrity, tas neuronas irgi
suzadinamas ir jis generuoja elektrocheminj impulsa. Signalas per sinapses
perduodamas kitiems neuronams, kurie velgi gali buti suZzadinami. Neuronas
suzadinamas tik tuo atveju, jei bendras dendritais gautas signalas virSija tam tikra lygj,
vadinama suzadinimo slenksciu. Turint didZiulj skai¢iy visiSkai paprasty elementy,
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kuriy kiekvienas skai¢iuoja svorine jéjimo signaly suma ir generuoja binarinj signala,
jei suminis signalas virSija tam tikra lygi, imanoma atlikti palyginus sudétingas
uzduotis (Verikas, 2003).

. T sinapsé aksonas ]|| -
| ]
| )/
I e ——
S N
T lastelés kiinas 11I

e A

N _\ dendritai

3.2 pav. Biologinis neuronas

Dirbtinio neurono modelis

Dirbtinis neuronas (3.3 pav.) yra svarbiausias neuroninio tinklo elementas.
Pra¢jusio amZiaus ketvirtame deSimtmetyje buvo pasitlytas dirbtinio neurono
modelis. Tai elementarus procesorius, skaic¢iuojantis jéjimo kintamojo netiesing

funkcija.
Wy

3.3 pav. Dirbtinis neuronas

Pirmasis formalus dirbtinio neurono apibréZimas buvo pasitlytas darbe
(McCulloch, 1943):
e Neuronas gauna keleta jéjimo reikSmiy. Kiekviena jéjimo jungtis X;,X,,..., X,

(3.3 pav.) turi savo perdavimo koeficienta (svori) w,w,,...,w, ir slenkscio
reikSme w .
e Skaiciuojama jéjimo ir svoriy sandaugy suma:
n
a=W1X1 +W2X2 +...+Wan == Z Wka .
Pagal suZadinimo signala naudojant aktyvacijos funkcija (neurono perdavimo
funkcija) f(a) (3.1) skaiciuojama neurono iS¢jimo reikSme y. Si reikSmé tampa lygi
vienam, jeigu suma virsija slenkstine reikSme wg , nuliui — jeigu nevirsija.
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1, jeigu a > w,
fl@)=q " : 3.1)
0, jeigu a<w,
Neurono iS¢jimo reikSme y galima uzraSyti naudojantis (3.2) formule:
n
yzf(Zkak). (3.2)
k=1

Funkcijos f(a) reikSmés formuléje (3.1) yra susikoncentravusios aplink taska
Wy, bet ta pati iS¢jimo reikSmé gali bati gauta, jeigu funkcijos f(a) reikSmés buty
sukoncentruotos aplink taska 0, o svoris W, priskirtas jéjimui x, (X, =1) ir jtrauktas
1 (3.2) suma. Tada (3.2) virsta (3.3) formule:

n
y= f(ZWka)- (3.3)
k=0
Dirbtinio neurono modelyje gali bati naudojamos ne tik (3.1) funkcija, bet taip pat
ir kitokios aktyvacijos funkcijos, pvz., sigmoidiné funkcija f(a):1 1_a ,
+e
e® —e™®
hiperbolinis tangentas f (a) = tanh(a) =——— irkt.
e’ +e

Kaip matyti i§ 3.2 ir 3.3 paveiksly, biologinio neurono ir dirbtinio neurono
modelio sandara yra gana panasi.

Dirbtiniai neuronai gali bati jungiami j dirbtinius neuroninius tinklus. Neuroninis
tinklas gali bati pavaizduotas kaip grafas, kurio virStnés yra neuronai, o $akos (su
svoriais) jungia neurony is¢jimus su jejimais (Jain, 1996). Pagal jungimo konstrukcija
neuroniniai tinklai gali bati iSskiriami j dvi pagrindines grupes:

o tiesioginio sklidimo (angl. feedforward) tinklai, kuriuose néra grafo kilpy;

o atbulinio sklidimo (angl. feedback) (arba rekurentiniai) tinklai, kuriuose yra
grafo kilpos.

Dirbtiniy neuroniniy tinkly mokymas

Galimybé mokytis yra esminé intelekto savybé. DNT mokymo procesas gali biti
apibréZtas kaip tinklo struktaros ir jung¢iy svoriy keitimo uzdavinys, siekiant, kad
tinklas galéty atlikti jam skirta uZzduotj. Neurono mokymo procese iteratyviai
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keiciamos svoriy reikSmes, atsizvelgiant i j¢jimo ir iS¢jimo reikSmes, siekiant gauti
reikiama rezultats.

Skirtingos tinkly architektiros reikalauja skirtingy jy mokymo algoritmy. Yra trys
pagrindinés neurony mokymo paradigmos:

e Mokymo su mokytoju algoritmai (angl. supervised learning);
o Mokymo be mokytojo algoritmai (angl. unsupervised learning);
o Hibridinis mokymas (angl. hybrid learning).

Jeigu Zinomos trokStamos iS¢jimy reikSmes t, gali bati taikomi taip vadinami
mokymo su mokytoju algoritmai. Tokiame mokyme tinklo iS¢jimy reikSmés y
kiekvienam jéjimui yra tiesiogiai susijusios su Zinomomis trokStamomis to iS¢jimo
reikSmeémis t. Tinklas koreguojamas, kei¢iant svoriy vektoriy reikSmes, siekiant gauti
kiek galima maZesne paklaida, t.y. ieSkoma tokiy svoriy, kad skirtumas tarp trokStamy
iS¢jimo reikSmiy t ir reikSmiy y, gauty apmokius neuroninj tinkla, buty kiek galima
mazesnis.

Kartais trokStamos tinklo iS¢jimo reikSmés néra Zinomos. Tada naudojami
mokymo be mokytojo algoritmai. Juose tinklas mokomas paciam ieSkoti koreliacijy ar
panadumy tarp mokymo aibés jé¢jimy. Cia néra griztamojo rysio, pasakancio, kuris
atsakymas bus arba yra teisingas. Mokymo be mokytojo algoritmuose néra mokytojo
signalo. Cia turima tik mokymo aibée {X!, j=1..,m}, susidedanti i3 tasky,

priklausan¢iy erdvei R". Metody tikslas yra kategorizuoti mokymo duomenis arba
rasti juose kokius nors reguliarumus ar ypatumus. Gali bati sprendZiamas ir toks

uzdavinys: taskus X I j=1,...,m, reikia atvaizduoti maZesnio matavimo erdveés tasky

rinkiniu taip, kad rysiai, esantys tarp X', biity iSlaikyti ir tarp naujos aibés tasky
(Hassoun, 1995). Mokymo be mokytojo sekmé gladi tame, kad parenkamas nuo
mokytojo nepriklausomas kriterijus, mokymo metu tas kriterijus optimizuojamas
parenkant tinkamas svoriy reikSmes.

Galimos trys mokymo be mokytojo strategijos, kurios leidzia spresti atitinkamus
trijy tipy duomeny analizés uzZdavinius:

1. Hebbo tipo mokymas (angl. Hebbian learning),
2. varzytiniy tipo mokymas (angl. competitive learning),
3. saviorganizuojancio Zemélapio (neuroninio tinklo) mokymas
(angl. self-organizing maps).
Hibridinis mokymas jungia mokymo su mokytoju ir be mokytojo tipus: dalis

tinklo svoriy nustatomi pagal mokyma su mokytoju, kita dalis gaunama i§ mokymo be
mokytojo.
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Perceptronas, jo mokymas

Paprasciausios  architektaros yra taip vadinami tiesioginio  sklidimo
(angl. feedforward) neuroniniai tinklai, kuriuose galimos tik vienkryptés i prieki
(angl. unidirectional forward) jungtys. Paprasciausias tokio tipo neuroninis
tinklas — perceptronas, susidedantis iS5 vieno sluoksnio p neurony, sujungty
su n jejimais (3.4 pav.) (Silipo, 2003). Neurony skaicius p lygus i¢jimy skaiciui. Kai
kurie autoriai perceptrone naudoja tik vieng neurong (Raudys, 2001), tada p =1.

U Yo

,\:1 X - x

3.4 pav. Perceptronas

Perceptrone kiekvienas iS¢jimas y; yra jéjimo vektoriaus X = (X, X9,..., X,)
funkcija, kuri skaic¢iuojama pagal (3.4) formule.

yi=f(ai)=f(§wikxk), i=1..d (3.4)
k=0

¢ia w;, jungties i$ k-tosios jéjimo vektoriaus komponentés j i-taji iS¢jima svoris.
Tarkime, kad yra m mokymo aibés elementy. Iéjimo vektoriai Xj, ji=1..m,
susieti su trokstamomis reiksmemis T1 =(t},tJ,...,tJ) . Perceptrono mokymo procese
svoriai w, keiciami taip, kad tinklo i&jimo reikdmeés Y = (ylj,yzj yj)
kiekvienam jéjimui X J bty kiek galima artimesnés trokStamoms reikSméms T , Ly.
gautysi kiek galima maZesné paklaida. Paklaidos matas E(W) apibréZiamas kaip
svoriy matricos W ={w;} funkcija. Jeigu paklaidos funkcija E(W) yra
diferencijuojama pagal svorius w;, , jos minimumas gali bati randamas gradientiniais
optimizavimo metodais. Geriausiai Zinomas yra gradientinio nusileidimo algoritmas.
DaZniausiai naudojama paklaidos funkcija yra kvadratiniy paklaidy (3.5) suma.

EW)=2 % $(yi —t)? = SEIW), (3.5)
z

2 j=1i=1

el =3 £ 0 -2, 6)
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Pradzioje generuojamos atsitiktinés svoriy w;, reikSmés. Tada gradientinio
nusileidimo algoritmu judama antigradiento kryptimi, svoriy reikSmes keic¢iant pagal
(3.7)—(3.9) iteracines formules.

Wi (M'+1) = wy (M) + Awg (') (3.7)
o pOEM)_  moEYm) mo o
Awy (M) = h—(3Wik = hjZ::l—aWi _ElAwik(m), (3.8)
. . an L
Awl (m’) =—h$. (3.9)

Cia h yra mazas teigiamas skai¢ius, vadinamas mokymosi greiciu (angl. learning
rate), m' — iteracijos numeris. Galimos dvi svoriy keitimo strategijos. Vienu atveju
svoriai w;, pakeiciami pagal (3.8) formule pateikus i tinkla visus mokymo aibés
taSkus. Kitoje strategijoje svoriai w;, pakei¢iami pagal (3.9) formul¢ po kiekvieno
mokymo aibés tasko pateikimo j tinkla.

Daugiasluoksniai tiesioginio sklidimo neuroniniai tinklai

Tinklai, turintys daugiau nei vieng neurony sluoksnj, kuriuose galimi tik rysiai j
prieki iS5 jiéjimy | iS¢jimus, yra vadinami daugiasluoksniais perceptronais
(angl. multilayer perceptrons) arba daugiasluoksniais tiesioginio sklidimo
neuroniniais tinklais (angl. multilayer feedforward neural networks). Kiekvienas toks
tinklas sudarytas i$ jéjimy aibés, i8¢jimy neurony sluoksnio ir paslépty neurony
sluoksniy tarp i¢jimy ir iS¢jimy (3.5 pav.).

Tarkime, kad yra daugiasluoksnis neuroninis tinklas, kuriame yra L sluoksniy,
1=0,1,..,L, ¢ia sluoksnis 1 =0 Zymi jéjimus, o 1 =L 2Zymi iS¢jimus. Kiekviename
sluoksnyje | yra n; neurony. Kiekvieno i-tojo neurono is¢jimy reikSme y; I-tajame
sluoksnyje gali bati apskaiciuojama pagal (3.4) formule. I¢jimai X, i i-taji neurona
I-tajame sluoksnyje atitinka iS¢jimus y, (I -1)-ajame sluoksnyje. Tada (3.4) formulé
tampa (3.10) formule.

Ny _ .
yil = fl (al) = fl (kzowlk yll( 1), | =1,...,n| (310)

¢ia g atitinka jeéjimus i i-taji neurona, f;() — ju aktyvacijos funkcija, n_; — neurony
skaicius (I —1)-ajame sluoksnyje.
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 iEEimy
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3.5 pav. Tiesioginio sklidimo neuroninis tinklas

,.Klaidos sklidimo atgal** mokymo algoritmas
Taikant  vienasluoksnio perceptrono mokymo idéja  daugiasluoksniam
neuroniniam tinklui, batina Zinoti paslépty neurony iSé¢jimy reikSmes. Jei paklaidos ir
aktyvacijos funkcijos yra diferencijuojamos, ieSkant minimalios paklaidos gali bati
naudojama gradientinio nusileidimo strategija. Algoritmas, kuris realizuoja
gradientinio nusileidimo mokymo strategija daugiasluoksniam tiesioginio sklidimo
neuroniniam tinklui, vadinamas ,klaidos sklidimo atgal* algoritmu (angl. back-
propagation learning algorithm). Jj sudaro du Zingsniai:
o jéjimy reikSmiy ,,sklidimas pirmyn* i$ j¢jimy j i¢jimy sluoksn;;
e paklaidos ,,sklidimas atgal“ i$ iS¢jimy i i¢jimy sluoksn;.
Tiek perceptrono mokyme, tiek ,klaidos sklidimo atgal* algoritme naudojama
mokymao su mokytoju strategija.

Naudosime (3.6) daling kvadratiniy sumy paklaida E (W), svoriai bus keigiami
pagal (3.9) formule. Pirmame algoritmo Zingsnyje j¢jimy reikSmeéms X
apskaiciuojamos isejimy reikimes Y ! Jvertinama paklaidos funkcija E1(W) isejimy
sluoksnyje L. Tuo baigiama ,,sklidimo pirmyn* fazé. Jei paklaidos funkcija E!(W)
nelygi nuliui, reikia keisti svoriy matrica AW . PanaSiai, kaip ir vienasluoksniame
perceptrone pagal (3.11) formule keic¢iami visi svoriai w; jungéiy, kurios jungia
k-taji neurong (I —1)-ajame sluoksnyje su i-tuoju neuronu (I )-ajame sluoksnyje.

OE !

Awl = o (3.11)
I
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Dalinés iSvestinés iSreiSkiamos taip:

j i pgl
oE zaE_ 09, . (3.12)
Wy da) Owg
15 (3.10) formulés gauname:
6a’
= 3.13
aW|k yk (3.13)
Naudojant pazymeéjima
: i
5 =£, (3.14)
oa}
(3.13) ir (3.14) iSraiSkas jstacius j (3.12) ir (3.11) gauname:
——=5ly) 3.15
o i Yk ( )

j i i € | —ajam sluoksniui
AW ==hoiy . N (3.16)
k e (I -1) —ajam sluoksniui

I3¢jimy sluoksniui, t.y. kai neuronas i e L-ajam sluoksniui, turime:

5ij aE =f (a )(yI —tJ) i €i8¢jimy sluoksniui L (3.17)

;

. : = - o :

Lieka problema, kaip rasti F pasléptiems neuronams, ty. kai ie l-ajam
i

sluoksniui, kai | < L . Naudojant dalines iSvestines bendru atveju galima parasyti:

OB} muoE! aas'

s) = -2
da) s10a) oa)’

(3.18)

i
¢ia n,4 Zymi neurony (1 +1)-ajame sluoksnyje skai¢iy. 1Sraiska Zij yra lygi dydziui
aS

sJ, apibréztam s-tajam neuronui (1+1)-ajame sluoksnyje. Atsizvelgiant i (3.10)

oaJ o
formule gauname —- ol = f'(a/ ) i . Tada pasléptiems i-tiesiems neuronams:
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5 _f,(aj)nlzﬂw 5 I esluoksniui | <L (3.19)
TS sesluoksniui 1+1 '

IS pradzZiy reikia apskaiciuoti 5 reikSmes iS¢jimy sluoksnyje L pagal (3.17)
formule. Tada palaipsniui skaiciuoti 5 reikSmes pasléptiems neuronams tarpiniuose
sluoksniuose I < L naudojant (I +1)-mo sluoksnio & reikSmes (3.19).

Kai visi svoriai pakeic¢iami pagal (3.16) formule, i tinkla pateikiamas sekantis

mokymo taskas X! ir procediira kartojama vél. Sustojimo kriterijus gali bati arba i$
anksto nustatyta paklaidos funkcijos slenksc¢io reikSme, arba atitinkamas atlikty
iteracijy skaicius.

Norint pagreitinti mokymo procesa, yra koreguojama delta taisykle (3.16),
pridedant tam tikrg konstantg (angl. momentum term) (Haykin, 1999):

Aw (') ==h&) (m') y} (") + aAw (m'-1),

¢ia a daZniausiai yra teigiama konstanta 0<a <1, ir yra vadinama momentum
konstanta (arba reikSme¢) (angl. momentum constant). Kai « =0, gaunama (3.16)
formulé. Momentum reikSmé naudojama ,,klaidos sklidimo atgal“ mokymo algoritme,
norint iSvengti ,,uzstrigimo* lokaliame minimume ir pagreitinti tinklo konvergavimo
procesa. Mokymo procesas tampa labiau stabilus.

3.2. Saviorganizuojantys neuroniniai tinklai

Saviorganizuojantys neuroniniai tinklai (Zemelapiai) (angl. self-organizing maps
(SOM)) (Kohonen, 2001) dar vadinami Kohoneno neuroniniais tinklais arba
Kohoneno saviorganizuojanciais zemélapiais. Sio tipo neuroniniy tinkly pavadinimas
kilo i$ to, kad saviorganizuojantis Zemélapis, naudodamas mokymo aibe, pats save
sukuria (organizuoja). SOM tinklo esmé — duomeny topografijos iSlaikymas. Taskai,
esantys arti vieni kity nagrinéjamoje erdve¢je, yra atvaizduojami arti vieni kity ir SOM
Zemélapyje. SOM Zemélapiai gali buti naudojami siekiant vizualiai pateikti duomeny
klasterius, bei ieSkant daugiamaciy duomeny projekcijas j maZzesnés dimensijos erdve,
jprastai j plokStuma.

Saviorganizuojantis neuroninis tinklas (SOM) yra neurony
M ={m;,i=1..ky, j=1...k}, idéstyty dvimacio tinklelio (lentelés) mazguose,

masyvas. Dvimacio neuroninio tinklo schema parodyta 3.6 paveiksle. Kiekvienas
Zemeélapio neuronas sujungtas su kiekvienu jéjimo vektoriumi (3.6 pav., kad jo
neperkrauti, pavaizduotos tik pirmos Zemélapio eilutés jungtys su i¢jimo vektoriais).
Galima staciakampé arba SeSiakampé tinklo struktara.
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Pl
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[éjimo welitorins

SO tinklas
(Zemeélapis)
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ky

3.6 pav. Dvimacio SOM tinklo schema

Keturkampés tinklo struktiiros atveju k, yra lentelés eiluciy skaicius, k, —

stulpeliy skaigius. Kiekvienas n-matis mokymo aibés taskas X e{X! X?2,.., XM}
mokymo metu yra susiejamas su vienu tinklo neuronu, kuris yra n-matis vektorius.
Mokymo pradzioje vektoriy M;  komponentés generuojamos  atsitiktinai.
Kiekviename mokymo Zingsnyje vienas i§ mokymo aibés tasky X e{X* X2,..., XM}
pateikiamas j tinkla. Randama, iki kurio neurono M tasko X1 Euklido atstumas yra
maZiausias. Vektorius m. pavadinamas neuronu-nugalétoju. Neurony komponentés
keiciamos pagal formule:

¢ia, hﬁ (t) yra kaimynystés funkcija (Dzemyda, 2008). Viena i$ galimy kaimynystés

e+1-¢6
e

funkcijos iSraiSky yra tokia: hj =———

— azmax(
an;j +1

;0,0l) (e — mokymo

epochy skaicius, € — vykdomos epochos numeris, viena mokymo epocha - tai
mokymo proceso dalis, kai visus daugiamacius taskus pateikiame tinklui po vieng

karta, ja sudaro m mokymo Zingsniy) (Dzemyda, 2001). Dydis Uﬁ yra kaimynystés
tarp neurony m; ir my eile. Greta neurono-nugalétojo esantys neuronai vadinami

pirmos eilés kaimynai, greta pirmos eiles kaimyny esantys neuronai, iSskyrus jau
paminétus — antros eilés kaimynai ir t.t. Kiekvienos epochos metu perskaiciuojami tie

neuronai ny;, kuriems ;< max[a max(ky,ky), 1] -
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Vienas i$ tinklo mokymosi kokybés jvertinimo kriterijy yra kvantavimo paklaida

N~ 1m S
(angl. quantization error) Egoym =aj§lllxj —Mgjy Il Tai vidutinis atstumas tarp

kiekvieno n-magio duomeny tasko X! =(x/,x,..,xJ) ir jo neurono-nugalétojo
Mejy, M - analizuojamy daugiamaciy tasky skaicius.

3.3. Radialiniy baziniy funkcijy neuroniniai tinklai

Radialiniy baziniy funkcijy (angl. radial basis function, RBF) neuroniniai tinklai
(Powell, 1987), (Broomhead, 1988), (Moody, 1989), (Haykin, 1999) sprendZia
panasius uzdavinius kaip ir daugiasluoksnis perceptronas. Radialiniy baziniy funkcijy
neuroniniai tinklai pasléptajame sluoksnyje naudoja radialines bazines funkcijas.

Jei X1 =(x,...xd), j=1..,m yra j¢jimo taskai, Y =(y},...yd), j=1..,m
yra tinklo i¢jimo taskai (Y ! yra tinklo reakcija i X 1), ti = (tJ,....tJ) yra trok§tama
tinklo reakcija j duomeny taskus X', j=1,..,m. Nebitinai th=yl baigus tinklo
mokyma. Tikslas — apmokyti tinkla kuo geriau reaguoti i jéjimo taskus.

Radialiné baziné¢ funkcija ¢, tai funkcija, kurios reikSmé priklauso tik nuo
atstumy nuo tam tikro pradZios tasko, todel ¢(x)=¢(|x|), arba @(x,c) =¢(|x—c]).
Naudojant radialines bazines funkcijas paprastai sprendziamas tam tikros n Kintamyjy
funkcijos Y =(y;(X),... Yg(X)), X eR", YeRY, aproksimavimo pagal jos

stebéjimo m argumenty taskuose X!, j=1..m rezultatus ti=(t,...t]),
j=1,....,m, uzdavinys. Funkcija aproksimuojama svorine, taip vadinamy radialiniy
baziniy funkcijy, suma.

Radialiniy baziniy funkcijy metodo taikymo pradZia siejama su tikslia duomeny
imties interpoliacija daugiamateje erdvéje. Panaudojant ir iSvystant tikslaus
interpoliavimo idéjas, gaunamas RBF neuroninis tinklas. Tinklo pagalba sudaroma
interpoliuojanti funkcija, kurioje baziniy funkcijy skai¢iy apsprendzia ne mokymo
imties dydis, bet atvaizduojamos funkcijos sudétingumas.

Realizacijos ypatumai:

1) Radialiniy baziniy funkcijy skai¢ius M parenkamas daug mazesnis uz duomeny
taSky skaiciy m.

2) Baziniy funkcijy centry radimas — mokymo proceso dalis.

3) Kiekviena baziné funkcija gali turéti savus specifinius parametrus (Gausinés
bazinés funkcijos atveju, tai plotis o), kurie taip pat nustatomi mokymo metu.
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4) T svoring baziniy funkcijy suma jtraukiami laisvieji nariai. Jie kompensuoja
baziniy funkcijy skai¢iaus sumazinima.

Tuo budu gaunama tokia RBF neuroninio tinklo perdavimo funkcija
M
Y (X) = _lekj¢j(x)+wk0'
J:

Laisvasis narys wy, gali buti jtrauktas i suma pridedant papildoma bazing
funkcija ¢, =1:

()= £ vy (). (3.20)

RBF neuroninis tinklas, atitinkantis (3.20) funkcija parodytas 3.7 paveiskle.

y, iSéjimai y

........

pasléptas shioksnis,
sudarytas i8 radialiniy
baziniy finkcij
’ " % o

iéjimai *n
3.7 pav. RBF neuroninis tinklas

Gausinés funkcijos atveju:
X — 5 1P
¢ (X)=exp| ————— |,
cia p;j yra radialines bazinés funkcijos ¢; centro taskas (u; eR"); | X —u;ll -
atstumas tarp taSky X ir u;.

Jeigu, pavyzdziui, yra Zinomas analizuojamy duomeny klasteriy skaicius arba ji
galima jvertinti, tai radialiniy baziniy funkcijy skaicius gali buti lygus klasteriy
skaiciui, 0 u i~ atitinkamo klasterio svorio centras.

RBF neuroniniy tinkly skirtumai nuo daugiasluoksnio perceptrono:

o Visi daugiasluoksnio perceptrono parametrai paprastai nustatomi vienu metu,
naudojant globalinj mokyma su mokytoju. Radialiniy baziniy funkcijy
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neuroninis tinklas mokomas dviem etapais, pirmiausia mokymo be mokytojo
metodais nustatant baziniy funkcijy parametrus, tada antrojo sluoksnio svoriai
nustatomi naudojant greitas tiesines mokymo su mokytoju procedaras.

o Daugiasluoksnis perceptronas gali turéti daugelj svoriy sluoksniy ir norima
sujungimy tarp sluoksniy btda, nebatinai naudojant visus jmanomus svorius.
Tame paciame tinkle gali bati naudojamos jvairios perdavimo funkcijos.
Radialiniy baziniy funkcijy neuroniniai tinklai daZniausiai turi paprastg
architektora ir susideda paprastai i$ dviejy sluoksniy. Pirmajame talpinami
baziniy funkcijy parametrai, antrajame formuojamos tiesinés baziniy funkcijy
kombinacijos.

3.4. SAMANN metodas

Sammono projekcija (Sammon, 1969) (2.2 skyrius) yra netiesinis daugelio
kintamyjy objekty atvaizdavimo Zemesnio matavimo erdvéje metodas. Sammono
metodas minimizuoja projekcijos (Sammono) paklaida Eg :

1 d. —-d T
Es = : T3 W ~du T : (3.21)
m-1 m * 1 d*
Sy d , u=lv=p+1 uv
u=lv=p+1 #

Cia d;v — atstumas tarp n-maciy tasky X* ir X", d,,, - atstumas tarp d-maciy tasky

Y# ir YV, i kuriuos projektuojami taskai X* ir X" (d <n). Analizuojamy tasky
skaicius lygus m.

Sammono algoritmo vienas i$ trikumy yra tas, kad atsiradus analizuojamy tasky
aibéje naujam taskui, norint ir jj atvaizduoti projektingje erdveje, reikia perskaiciuoti
visy jau atvaizduoty taSky projekcijas. Mao ir Jain (Mao, 1995) pasitalé Sammono
paklaida minimizuoti naudojant tiesioginio sklidimo neuroninius tinklus. Pasitlyta
specifiné ,,klaidos sklidimo atgal“ mokymo taisykle, pavadinta SAMANN (Sammono
algoritmas + dirbtiniai neuroniniai tinklai (angl. Artificial neural networks, ANN)),
kuri leidZia jprastam tiesioginio sklidimo neuroniniam tinklui (3.8 pav.) realizuoti
Sammono projekcija mokymo be mokytojo budu. 3.8 paveiksle pavaizduotas
neuroninio tinklo atskiras atvejis, turintis du i8¢jimus, ir skirtas analizuojamy
duomeny projekcijos radimui plokStumoje. Detalesné informacija apie SAMANN
algoritma pateikta 4 skyriuje.

Atvaizduojant daugiamacius duomenis j maZesnio matavimo erdve, labiausiai
domina keli Sio netiesinio atvaizdavimo aspektai: atstumai tarp atitinkamy taSky turi
bati maksimaliai iSlaikyti, pereinant i maZesnio matavimo erdve (t.y. turi bati kuo
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tikslesné daugiamaciy duomeny projekcija plokStumoje); turi bati iSlaikyta pradinés
duomeny aibés strukttra (t.y. visi taSkai turi bati atvaizduoti atitinkamai j ,,savo*
vietas); galimybé vizualizuoti naujus, ,,nematytus* taSkus.

Pasléptas
[éjimai sluoksnis iséjimai

3.8 pav. Tiesioginio sklidimo dviejy sluoksniy dirbtinis neuroninis tinklas Sammono
projekcijai

Kaip alternatyva SAMANN mokymo be mokytojo taisyklei, gali baiti naudojamas
tiesioginio sklidimo neuroninio tinklo mokymas su mokytoju standartiniu ,,klaidos

sklidimo atgal“ algoritmu. Tarkime, kad yra n-maciai taskai Xj, j=1..,m. Sie
tadkai Sammono algoritmu atvaizduojami plokétumoje, ty. gaunamos tasky X'
projekcijos Y. Véliau taskai X!, j=1,..,m, pateikiami j tiesioginio sklidimo
neuroninj tinkla kaip j¢jimai, trokdtamos is¢jimy reikimés imamos tadkus X
atitinkanc¢iy tasky Y ! komponentés; tinklas apmokomas standartiniu ,klaidos
sklidimo atgal“ algoritmu. Darbe (Ridder, 1997) SAMANN algoritmas palygintas su
dviem daugiamaciy duomeny projekcijos metodais paremtais Sammono algoritmu:
trianguliacija ir neuroniniu tinklu, apmokomu standartiniu ,klaidos sklidimo atgal*
algoritmu. Darbe (Ridder, 1997) kaip tiesioginio sklidimo neuroninio tinklo mokymo
su mokytoju trakumas atzyméta tai, kad procesas reikalauja didesniy programiniy
resursy, nes susideda i$ dviejy etapy: duomeny mokymui suformavimas Sammono
algoritmu ir po to sekantis tinklo mokymas tais duomenimis.

3.9 paveiksle pavaizduota trimacio kubo projekcija plokstumoje. IS paveikslo
matome, kad SAMANN metodas gerai iSlaiko atstumus tarp atitinkamy taSky,
projektuojant daugiamacius duomenis j plokStuma, ir iSlaiko pradinés duomeny aibés
strukttra. Kitos SAMANN tinklo galimybés bei metodo analizé apraSomi 4 ir 5
skyriuose.
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3.9 pav. SAMANN algoritmu gauta dviejy kuby projekcija plokStumoje

3.5. SOM tinklo taikymas daugiamaéiams duomenims
vizualizuoti

Saviorganizuojantis neuroninis tinklas yra tinkamas daugiamaciy duomeny
vizualizavimo jrankis, kuris ne tik gali daugiamacius duomenis atvaizduoti
plokStumoje, bet prieS tai juos klasterizuoja. Tokiu badu tiksliau atskleidZiama
duomeny struktara. Darbe (Flexer, 2001) parodyta, kad SOM tinklas sékmingai
naudojamas ir klasterizavime, ir vizualizavime.

Po SOM tinklo mokymo, analizuojami taSkai (mokymo aibés ar kity duomeny)
pateikiami i tinkla. Kiekvienam taSkui randamas neuronas-nugalétojas. TaSky
pavadinimai (numeriai ar klasés pavadinimai) uZraSomi tuose Zeméelapio (lentelés)
langeliuose, kuriuos atitinka jy neuronai-nugalétojai, ty. taSkai iSsidésto tarp
Zemélapio elementy. Tai galima laikyti kaip n-maciy tasky iSsidéstyma plokStumoje,
ty. SOM tinkle daugiamaciai duomenys transformuojami j tam tikra diskrecia
strukttirg. TaSky vieta plokStumoje nusako tinklelio mazgai, t.y. eilu¢iy ir stulpeliy
numeriai. Paprasciausiu atveju gaunama lentelé (staciakampés tinklo topologijos
atveju), kurios langeliuose suraSyti analizuojamy taSky pavadinimai. Taciau tokia
lentelé néra labai informatyvi, sunku pasakyti, kaip toli yra taskai, esantys gretimuose
lentelés langeliuose. Todel batina ieSkoti metody, kaip pagerinti tokio vaizdo kokybg.

Unifikuota atstumy matrica (U-matrica) (angl. unified distance matrix) yra vienas
i populiaresniy SOM tinklo vizualizavimo metody. U-matrica sudaro atstumai tarp
kaimyniniy SOM neurony. Pvz. turint [1x5] tinkla [my,m,,...ms] (1 eilute, 5

stulpeliai), U-matrica bus vienos eilutés ir devyniy stulpeliy vektorius
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kaimyniniy neurony, 0 u; yra specialiai apibrézta reikSme, pvz. vidutinis atstumas tarp

Uyg +U

kaimyniniy neurony: us :TM' Radus U-matrica, jos reikSmes reikia pateikti

SOM tinkle. Darbuose (Ultsch, 1990), (Kraaijveld, 1995) pasialytas metodas, pagal
kurj vidutiniai atstumai tarp kaimyniniy neurony yra pateikiami pilkos skalés
atspalviais (veéliau imta naudoti ir Kity spalvy skales). Jei vidutiniai atstumai tarp
kaimyniniy neurony yra maZzi, tuos neuronus atitinkantys tinklo langeliai spalvinami
Sviesia spalva; tamsi spalva reiSkia didelius atstumus. Taigi klasteriai yra nustatomi
pagal Sviesius atspalvius, o ribos - pagal tamsesnius (Kohonen, 2001),
(Kohonen, 2002). 3.10 paveiksle, iliustruojan¢iame U-matrica, matyti, kaip atsiskiria
vyny klasés.

U-ratrix

40.542

10.315

10.0876

10.542

0.314

0.0878

0.542

0.315

0.0576

3.10 pav. U-matrica (analizuoti vyno duomenys)

Dazniausiai yra naudojama dvimaté U-matrica, taciau darbe (Takatsuka, 2001)
sitloma naudoti trimati SOM tinklo vizualizavima, kuris padeda geriau atskirti
susidariusius klasterius.

Kiekviena neurono komponenté atitinka skirtingas j¢jimo tasko komponentes.
Naudojant U-matricos vizualizavimo ideologija galima atvaizduoti atskiras
komponentes. Tokiu badu gaunamos taip vadinamos komponenciy plokStumos
(angl. component planes). 1S jy galima matyti, kokiag jtaka daro viena ar Kita
komponenté.

SOM tinklo vizualizavimui gali bati naudojamos histogramos. Histograma
parodo, kiek taSky priklauso klasteriui, apibréZztam vienu neuronu.
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Paminétyjy SOM tinklo vizualizavimo metody trakumas tas, kad ne visada aiskiai
atskleidziama analizuojamy duomeny struktira. Kartais gauty rezultaty
interpretavimas yra sudetingas uzdavinys. Todél kyla poreikis SOM tinklo
vizualizavimui ieSkoti geresnio budo. Kadangi SOM neuronai yra daugiamaciai taskai,
juos galima projektuoti j plokStuma naudojant kurj nors daugiamaciy taSky projekcijos
metoda, pvz., Sammono projekcija (Sammon, 1969). Kaip parodyta darbe (Kurasova,
2005), SOM tinklo jungimas su Sammono projekcija yra vienas i$ efektyvesniy
daugiamaciy duomeny vizualizavimo bady.

3.6. Hebbo mokymas ir jo taikymas
pagrindiniy komponeng€iy radimui

Kaip jau buvo parodyta, pagrindinés komponentés gali bati naudojamos
daugiamaciams duomenims vizualizuoti. Darbe (Kvedaras, 1974) pateikti pagrindiniy
komponenciy radimo skaitiniai metodai. Dirbtiniai neuroniniai tinklai, apmokomi
Hebbo taisykle, taip pat gali bati naudojami ieSkant pagrindiniy komponenéiy.

Viena i$ dirbtiniy neuroniniy tinkly mokymo be mokytojo taisykliy, paremta
Hebbo teorija, yra vadinama Hebbo mokymo taisykle (angl. Hebbian learning).
Kiekvienas jé¢jimo vektorius siejamas su vienu iS¢jimo vektoriumi. Siuo mokymu
siekiama, kad kuo daZniau j¢jimo aibé pateikiama duotajam neuronui, tuo atitinkamas
atsakymas yra stipresnis. Sinapsiy koeficientai (svoriai W) kinta proporcingai
koreliacijai tarp pries-sinapsinio X ir po-sinapsinio Y signaly.

Hebbo mokymo idéja: tarkime vektorius X =(X, Xy,..,X,) Yyra neuroninio
tinklo jejime, tada i$ejimo vektorius yra Y =(Yy, Yo, Yq); Kai i tinkla pateikiamas
vektorius X +¢ artimas vektoriui X1, iS¢jimo vektorius turéty bati YI+§8 artimas

vektoriui  Y!. Vektoriai X!, j=1..m, priklauso erdvei R", o vektoriai

YJ, j=1..m, priklausys erdvei R® (d<n). Batent dél Sios priezasties Hebbo
mokymo taisyklé gali bati taikoma daugiamaciy duomeny dimensijai sumaZzinti, o kai
d =2 ir jy atvaizdavimui plokStumoje.

PradZioje analizuokime vieno neurono atveji. Neurono i$¢jimo reikSmeé

. n . . .

apskaiciuojama taip: y! = ¥ x)w, =(X))TW, ¢ia X! - j¢jimy vektorius-stulpelis,
k=1

(Xj)T — vektorius-eilute, tai transponuotas jéjimo  vektorius-stulpelis X I

W — svoriy vektorius-stulpelis, yj — i8¢jimas. Tada mokymo (svoriy keitimo) taisyklé:

W(m'+1) =W (m’)+hy’ X arba
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AW =hy X 1. (3.22)

¢ia h — mokymo greitis, m' — iteracijos numeris. Apskaic¢iuojame (3.22) formulés
vidurkj pagal visus jéjimy vektorius, gauname:

(AW) = h(yX) =h(XX W) (3.23)
(3.23) formuléje Zenklu () Zymimas vidurkis,
0= yixd= L T w = oxw).
Kadangi X ir W nepriklausomi dydziai, (4.3) formulé gali buti paraSyta taip:
(AW>=h<yX>=h<XXT><\N>, (3.24)

C= <XXT> yra autokoreliaciné matrica.

Matrica C yra simetriné matrica, pagrindinéje diagonaléje yra jéjimy
komponenciy kvadraty vidurkiai. Jos nuosavy ortogonaliy vektoriy e, nuosavos
reikSmés 4., k=1...,n yra teigiamos arba lygios nuliui ir yra lygties Ce, = A, e,
sprendiniai (Hassoun, 1995).

) k) e (%)
c=| 2w <x:§> ) (3.25)
(XX (XXp) o (XD

Normuota Hebbo mokymo taisyklé:

W (1) pasirenkame laisvai
W(m)+hylXx 7 . (3.26)
IW (m)+hy x|

W (m'+1) =

Naudojant vidutines svoriy keitimo reikSmes, (3.26) formule galima pakeisti taip:

(VV(m‘+1)>=llooxgm:;;iggg:llgz:;;”. Si formulé, esant didelei dydzio h reik$mei,
CW(m?))

gali buti uzraSyta: (W(m'+1))= O tai yra Kklasikinis metodas (angl.

IcwmMI°
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power method) simetrinés matricos B maksimalia nuosava reikSme atitinkanciam
Be,(m)

I Bey(m) Il

didZiausia nuosava reikmé A, . Norint rasti kitas nuosavas reikSmes naudojamas taip

nuosavam vektoriui rasti: e (m'+1) = Siuo klasikiniu metodu randama ir

vadinamas ,,iSsiurbimo* metodas (angl. deflation method). Jame iSanalizuojamos
matricos atimama matrica e/ , padauginta i§ 4 : B'=B—Aee/ . Tuo paciu metodu
randama matricos B' didZiausia nuosava reikSme¢, o tai bus antra pagal dydj matricos

B nuosava reikme¢. Tokiu pat badu randamos ir kitos nuosavos reikSmeés
(Hassoun, 1995).

Modifikuota Hebbo taisyklé yra vadinama Oja taisykle:
W (1) pasirenkame laisvai
W (m'+2) =W (m’) +hy !XT —h(y!)?w (m)). (3.27)
=W (m)+h(X)~yWw(m))y
Taigi, naudojant vieng neurong, apmokoma Hebbo taisykle, galime rasti pirmaja

pagrinding komponente. Norint rasti d pirmyjy pagrindiniy komponenciy, galimi du
bidai, kuriuos ir aptarsime.

Sakykime, kad yra taskai X1, X2,...,X™eR"; sprendziamas uzdavinys — gauti jy
projekcija erdveje RY, ty. taskus YL,Y2..YM™eRY, d<n. Pagrindiniy
komponenciy analizés (PCA) idéja — rasti sistema, sudaryta i$ d ortogonaliy vektoriy
ir transformuoti vektoriy X = (X, Xy,...,X,) 1 Vektoriy Y =(y;,¥,,...,¥q) Siekiant
iSlaikyti duomeny struktaira (detaliau apie PCA skaitykite 2.1 skyriuje).

Norint rasti d pirmyjy pagrindiniy komponenciy galima naudoti vieno sluoksnio d
neurony tinklg (3.11 pav.) ir atitinkamai modifikuoti Hebbo mokymo taisykle.

M Y2 y3 Yd
/-QB J?l) ]
V\" . p——
_ _\__\______"—-___ 5—}_,__-'_7_,_,-'—"
e
= d__'_:';__-;_"::.:-r"'r- i, —
e

3.11 pav. /éjimo vektoriaus projekcija j d pirmgsias pagrindines komponentes
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Sakykime, kad yra tinklas, sudarytas iS d neurony. W; = (W, Ws,,...,W;,) bus
jungc¢iy i i-taji neuronag svoriy vektorius. Y. H. Oja iSpléte savo (3.27) mokymo
taisykle neuroniniam tinklui, sudarytam i d neurony (3.11 pav.). Svoriy keitimo
taisyklé:

d
Kita pana3ia taisykle pasialé T. D. Sanger (Sanger, 1989):
[

Abi formulés (3.28) ir (3.29) yra identiSkos Oja (3.27) formulei, kai d =1. Kai
d >1, jos tarpusavyje skiriasi tik virSutine sumavimo riba. Mokymo pabaigoje
gaunami svoriy vektoriai W; yra ortogonalis. Kartais Oja taisykle gali nerasti
matricos C nuosavy vektoriy krypéiy. Taciau tuo atveju, d svoriy vektoriai
konverguoja j tokj pat poerdvj kaip ir matricos C d pirmyjy nuosavy vektoriy. Cia
svoriy vektoriai priklauso nuo pradiniy salygy ir nuo duomeny pateikimo j tinkla eilés.
Sanger taisyklé yra nejautri pradinéms salygoms ir duomeny pateikimo i tinkla
tvarkai. Svoriai W; konverguoja j nuosavus vektorius +e;, pirmo neurono (i=1)

svoriy rinkinys lygus didZiausia nuosava reikSme atitinkanc¢iam nuosavam vektoriui,
Kitame pagrindiniy komponenciy radimo metode naudojamas vienasluoksnis

neuroninis tinklas, sudarytas i$ d neurony, su pagalbinémis jungtimis tarp neurony
(3.12 pav.).

3.12 pav. PCA neuroninis tinklas su pagalbinémis jungtimis
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3.7. Kreiviniy komponen¢€iy analizé

Saviorganizuojantys neuroniniai tinklai yra daugiamaciy duomeny vizualizavimo
jrankis, kuris daugiamacius duomenis atvaizduoja plokStumoje ir atskleidZia duomeny
struktirg. SOM tinklas transformuoja turimus duomenis j tam tikra fiksuota
topologing struktara. Taciau, jeigu Si struktara nesutampa su vidine turimy duomeny
struktara, tai gautas atvaizdavimas nebus tikslus. Kreiviniy komponenciy analizés
algoritmas (angl. curvilinear component analysis, CCA) buvo pasitlytas tam, kad
pradiniy duomeny atvaizdavimas buity patikimesnis (Demartines, 1997). CCA naudoja
visiSkai nauja paklaidos funkcija E (3.30). Algoritmas iSskaido duomeny daugdarg ir
suranda ty duomeny projekcija mazesnio matavimo erdvéje.

CCA algoritmas yra Kohoneno saviorganizuojanc¢iy neuroniniy tinkly (SOM)
patobulinimas. Galutiné atvaizduojamyjy duomeny struktara néra i$ anksto fiksuota,
bet yra tolydi erdve, kurios forma priklauso nuo pradiniy duomeny daugdaros.
Algoritma sudaro du atskiri Zingsniai:

1) pradiniy duomeny taSky kvantavimas j K kvantuoty pradinés erdvés poerdviy;
2) gauty kvantuoty taSky netiesiné projekcija.

3.13 paveiksle pavaizduota §j algoritma realizuojancio tinklo struktara ir
atvaizdavimo i$ trimatés erdvés | dvimatge pavyzdys. IS pradZiy analizuojamos
atvaizduojamyjy duomeny struktara ir pradiné projekcija, o veliau duomenys yra
projektuojami, atsizvelgiant i sukonstruota atvaizdavima tarp pradinés erdvés ir
projektinés erdvés. Po mokymo tinklas turi galimybe projektuoti bet kurj kita nauja
daugiamat; taska.

3.13 pav. CCA algoritmo tinklo struktira

Tinklo pirmajame sluoksnyje atliekamas pradiniy duomeny tasky kvantavimas,
naudojant bet kurj taSky kvantavimo metoda (Ahalt, 1990). IS¢jimo sluoksnis
konstruoja netiesini atvaizdavima, siekiant minimizuoti struktaros skirtumus tarp
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kvantavimo erdvés ir projektinés erdvés. Tam yra naudojama tikslo funkcija
(Demartines, 1997):

I\)|H

K K
ZZ( i —dj) F(di.2y), (3.30)

¢ia dj atstumas tarp daugiamagiy tasky X' ir XJ, d; — atstumas tarp taskus X' ir

ij
X1 atitinkanciy dvimaciy tasky Y' ir Y (i, j=1..m). F(dj,
funkcija, nuo kurios priklauso lokalios topologijos iSlaikymas. Jos reikSmes yra
intervale (0; 1). Svorio funkcija yra aprézta, monotoniSkai mazéjanti ir priklauso tik
nuo atitinkamy atstumy tarp taSky projektinéje erdvéje. Butent tuo CCA metodas
skiriasi nuo tradiciniy MDS metody.

CCA metodo id¢ja yra ta, kad démesys koncentruojamas j taSkus, kurie

maziausiai nutolg vienas nuo Kito. Paklaidos funkcija, atsizvelgiant j projektinés
erdveés taskus, minimizuojama naudojant tokia procedira:

—Yi
Ay)(dj - d,J) ™ 7L vj=i,

ij

Ay) yra svorio

= a(t)F(dlj '

a(t) =% yra mokymosi parametras, priklausantis nuo laiko. Mokymo proceso metu
+

a(t) mazéja.

Lyginant su klasikiniu PCA metodu, CCA metodo privalumas yra tas, kad
duomenis, kurie yra pasiskirste ne pagal normalyji skirstinj, gali bati atvaizduoti labai
tiksliai, naudojant netiesinj atvaizdavima.

3.8. NeuroScale metodas

NeuroScale algoritmas yra Sammono projekcijos (2.2 skyrius) modifikacija,
kurioje panaudojami radialiniy baziniy funkcijy (3.3 skyrius) tiesioginio sklidimo
neuroniniai tinklai (Lowe, 1996), (Lowe, 1997). NeuroScale naudoja papildoma
informacija apie duomenis ir tos informacijos pagrindu gali koreguoti analizuojamy
duomeny projekcijas. Vizualizuojant duomenis, algoritmas bando iSlaikyti
analizuojamy duomeny geometring struktira ir atstumus tarp atitinkamy taSky
pradinéje erdvéje ir projektinéje erdvéje.

Sammono algoritmo vienas i$ trakumy tas, kad atsiradus analizuojamy tasky
aibéje naujam taSkui, norint ir jj atvaizduoti plokStumoje, reikia perskaiciuoti visy jau
atvaizduoty taSky projekcijas. NeuroScale algoritmas, kaip ir SAMANN algoritmas
(4.1 skyrius), tokio trakumo neturi.
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NeuroScale metodas transformuoja daugiamatés erdves taSkus j maZesnio
matavimo erdve, naudojant tiesioginio sklidimo radialiniy baziniy funkcijy neuroninj
tinkla. Tinklo mokymo algoritmas sutampa su Sammono algoritmu (2.2 skyrius), tik
yra minimizuojama kita projekcijos paklaida:

m m
E=% % (6 —”Yi - YJH)Z )
i j<i
dia 5 =(1-a)d; +as;,
(subjektyvis nepanaSumai) apie kiekvienos taSky poros nepanaSumus. Kiekvienai

taSky porai surandamas ne tik df} , bet ir subjektyvios Zinios s;;. Parametras o leidzia
kontroliuoti subjektyvios metrikos jtaka tinklo iS¢jimams. Kitaip sakant, « padeda
surasti kompromisa tarp projekcijy su mokytoju ir be mokytojo. Nenaudojant
subjektyvios metrikos gali baiti naudojami tiesiog atstumai tarp vektoriy X; ir X;, tai yra
3ij =dfj . Detalesnis algoritmo apraSymas yra pateiktas darbuose (Lowe, 1997),

(Tipping, 1996). 3.14 paveiksle pavaizduotas NeuroScale metodo schemos pavyzdys
(Tipping, 1996).

0<a<l. s; - tai papildomos subjektyvios Zinios

subjektyvi erdvé

projektiné erdvé
reali erdvé

3.14 pav. NeuroScale metodo struktizrine schema

NeuroScale metodo privalumas yra tas, kad jeigu analizuojamy taSky aibéje
atsiranda naujas n-matis taSkas X, jis pateikiamas jau apmokytam tinklui, tinklo
iS¢jime gaunamos tasko Y, kuris yra X projekcija, komponentés. Tinklo ,,nematyti
taSkai plokStumoje ,,randa“ vieta tarp savo klasiy tasky.
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NeuroScale metodo vizualizavimo rezultatai yra Zymiai geresni, lyginant su SOM
(Noel, 1998). Taciau Sis metodas yra neefektyvus, analizuojant didelés apimties
duomeny aibes (kai tasky skaicius didesnis nei 1000).

3.9. ISvados

Norint atskleisti daugiamaciy duomeny strukttra, vien tik Klasikiniy
vizualizavimo metody nepakanka. Siam tikslui sékmingai gali bati naudojami
dirbtiniai neuroniniai tinklai (Mao, 1995). Neuroniniai tinklai yra galingas jrankis,
naudojamas tais atvejais, kai formali analizé yra sudétinga arba neimanoma, tokiais
atvejais, kaip atpazinimas, netiesiniy sistemy identifikavimas ir valdymas. Neuroniniy
tinkly ypatumas yra tai, kad jie gali pamégdZioti Zmogaus smegeny veikla, mokytis
bei reaguoti. Prisitaikymas arba mokymasis — pagrindinis neuroniniy tinkly tyrimy
objektas.

Siame skyriuje susistemintos esminés dirbtiniy neuroniniy tinkly koncepcijos.
Nagrinéjami tiesioginio sklidimo neuroniniai tinklai, saviorganizuojantys neuroniniai
tinklai, radialiniy baziniy funkcijy neuroniniai tinklai, neuroniniy tinkly mokymo
budai.

Klasikiniai vizualizavimo metodai kartais yra nepajégts susidoroti su savo
uzZduotimis. Taciau yra ir neuroniniy tinkly, kurie realizuoja duomeny projekcijos
algoritmus — pagrindiniy komponengiy metoda ir Sammono projekcija. Siame skyriuje
taip pat nagrinéti kiti metodai, kuriuose dirbtiniai neuroniniai tinklai naudojami
daugiamaciams duomenims vizualizuoti: kreiviniy komponenciy analizé, NeuroScale
metodas.

Ne visi i$ nagrinéty neuroniniy tinkly leidZia atlikti naujy tasky vizualizavima be
tinklo permokymo. Taciau tokia galimybe turi, pavyzdziui, NeuroScale ir SAMANN
tinklai.

Naudojant specifinj mokymo be mokytojo ,klaidos sklidimo atgal* algoritma,
pavadinta SAMANN, ieSkoma tokio daugiamaciy tasky iSsidéstymo plokStumoje, kad
Sammono paklaida bty minimali. Metodo privalumas yra tas, kad jis gali bati
naudojamas naujy analizuojamos aibés taSky atvaizdavimui  plokStumoje
neperskaiciavus visy jau atvaizduoty taSky projekcijy. SAMANN tinklo mokymo
proceso konvergavimas yra labai létas, todél toliau Siame darbe ieSkoma bady, kaip ji
pagreitinti.



SAMANN neuroninio tinklo
mokymo spartinimas

Nustatant rySius tarp klasikiniy metody ir neuroniniy tinkly, buvo pastebéta, kad
kai kurie neuroniniai tinklai faktiSkai realizuoja duomeny projekcijos algoritmus.
Atliekant tyrimus, keletas klasikiniy duomeny projekcijos metody buvo realizuoti
naudojant neuroniniy tinkly struktizras. Nors tokiy bandymy rezultate nebatinai
gaunami nauji projekcijos metodai, taciau tokie tinklai yra pranaSesni uz tradicinius
metodus. Pavyzdziui, SAMANN neuroninis tinklas (Mao, 1995), sukurtas Sammono
netiesinés projekcijos algoritmui, turi naujy duomeny vizualizavimo galimybg, t.y.
leidZia surasti naujy taSky projekcijas be papildomy skaiciavimy. O tai yra savybé,
kurios neturi originalus Sammono algoritmas.

4.1. SAMANN algoritmas

Sammono projekcija (Sammon, 1969) yra netiesinis daugelio kintamyjy objekty
atvaizdavimo Zemesnio matavimo erdvéje metodas. Jo idéja: atvaizduoti daugiamacius
taSkus mazesnio matavimo erdvéje iSlaikant santykinai panaSius atstumus tarp jy.
Sammono metodas minimizuoja projekcijos paklaida (Sammono paklaida) Eg :

53
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1 mz—l n [d;v—d#v]z

Fg=—— , (4.1)
1 . *
mz g d,uv u=lv=p+1 d,uv
pu=lv=p+1

Cia d;v — atstumas tarp n-maciy tasky X* ir X", d,,, - atstumas tarp d-maciy tasky

Y# ir YV, i kuriuos projektuojami taskai X* ir X" (d <n). Analizuojamy tasky
skaicius lygus m.

Sammono algoritmo vienas i$ trikumy yra tas, kad atsiradus analizuojamy tasky
aibéje naujam tasSkui, norint ir ji atvaizduoti maZzesnio matavimo erdvéje, reikia
perskaic¢iuoti visy jau atvaizduoty taSky projekcijas. J. Mao ir A. K. Jain darbe
(Mao, 1995) pasitlé Sammono paklaida minimizuoti naudojant tiesioginio sklidimo
neuroninius tinklus. Pasitalyta specifiné ,,klaidos sklidimo atgal“ mokymo taisyklé,
pavadinta SAMANN, kuri leidZia jprastam tiesioginio sklidimo neuroniniam tinklui
(4.1 pav.) realizuoti Sammono projekcija mokymo be mokytojo badu.

0 1
(0) y( ) y(?) (L)

. sluoksniai
jéjimai i3&jimai

4.1 pav. Tiesioginio sklidimo trijy sluoksniy DNT Sammono projekcijai

Tarkime, kad X = (X, X,,...,X,) Yyra n-maciai taSkai. Jie bus naudojami tinklo
mokymui, kaip ji¢jimy reikSmés. Kiekviename mokymo Zingsnyje neuroniniam tinklui
pateikiami du n-maciai taSkai, o iS¢jimuose siekiama gauti jy projekcijas d-matéje
erdveje, ty. taskus Y =(y;,¥Yy,...Yg), (d<n). Apskaiciuojamai atstumi tarp
neuroninio tinklo i8¢jimy, ty. d-maciy taSky ir nustatoma Sammono paklaidos
reikimé Eg (4.1). Sios paklaidos pagrindu keic¢iami neurony svoriai. Norint gauti
analizuojamy duomeny projekcijas plokStumoje, naudojamas SAMANN neuroninis
tinklas, turintis du iSéjimus.
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Pazymekime j-otojo neurono iS¢jima I-tajame sluoksnyje
y{", j=1..n, 1=0,..,L; ¢a n yra I-tojo sluoksnio neurony skaicius, L — neurony
sluoksniy skaicius. Neuroninio tinklo jéjimai — tai jéjimo taSko komponentés, t.y.
yﬁo) =Xj, J=1..,n. Jungties tarp i-tojo neurono (I-1)-ajame sluoksnyje ir j-tojo

neurono I-tajame sluoksnyje svorj zymékime wg'i). j-tojo neurono I-tajame sluoksnyje

slenkscio reikSme (angl. bias) pazymekime wg'g 0 yé')zl. Kiekvieno neurono
iS¢jimo reikSmei skaiciuoti naudojama sigmoidiné funkcija f(a):—_a, kurios
e

reikSmiy intervalas yra (0; 1); ¢ia a — visy neurony j¢jimy ir jy svoriy sandaugy suma.
Taigi, j-tojo neurono I-tajame sluoksnyje iS¢jimas  iSreiSkiamas  taip

Ny _
yO - f(_zowﬁl)yi“ 1)), 1=1..,L.
i=

Pakeiskime naudojamus Zyméjimus. Anksé¢iau tasko Y# komponentés buvo
zymimos taip: Y*# =(y{,y4,...,y{). Dabar virSutinis indeksas nurodo sluoksnio
numerj neuroniniame tinkle, todél tasko komponentes iSreiSkime tokiu badu

Y =y (), Yo (40), - Ya (1)) -
Euklido atstumas d,, tarp dviejy d-maciy tasky Y*# ir YV apskai¢iuojamas pagal

formule:
1

o= 2[00 -] [

Atkreipkime démesj i tai, kad dél sigmoidinés funkcijos reikSmiy intervalo,
kiekvieno iS¢jimo intervalas yra (0; 1). Jei jéjimo reikSmiy intervalas yra platus, tai
naudojant projekcijos algoritma, neimanoma iSlaikyti atstumy tarp daugiamaciy tasky.
Todel, visi jéjimo taSkai normuojami, norint suvienodinti atstumus tarp taSky
pradinéje erdveje ir projektinéje erdvéje.

1
m-1 m *
¥ xXd,
u=lv=p+1
ji gali buti apskaiciuota i$ anksto. Tuomet Sammono paklaida E,, dviem taskams u

ir v skai¢iuojama pagal (4.2) formule, o visiems taSkams pagal (4.3) formulg.

. 2
E#vzle%d”v]’

uv

Pazymekime A= . DydZio 2 reikSmé nepriklauso nuo tinklo, taigi

(4.2)
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Es = Z 5 E. (4.3)
pu=lv=p+1

Dydis E,, yra proporcingas atstumy tarp u-tojo ir v -tojo tasky pokyciams,

todel jis labiau tinkamas svoriy keitimo taisykléms nustatyti. J. Mao ir A. K. Jain
daugiasluoksniam tiesioginio sklidimo tinklui pasialé svoriy keitimo taisykle, kuri
minimizuoja Sammono paklaida ir yra pagrista gradientinio nusileidimo metodu.

I8¢jimo sluoksniui (I = L) gauname:

OE, _[aEWJ o, P w-y"m]]
owp) L ed, )| o O (w) - yO )] ow)
[y Y= |[ P -%70) ) »
d,, d,,

(@S - @Y )

Cia f(a(L)) yra k-tojo elemento L-tajame sluoksnyje (iS¢jimo sluoksnyje)

sigmoidinés funkcijos iSvestiné pagal $io neurono jejima (g, ):

f'a,)=0-yP )y ). (4.5)
Tegu
WL Ao = - (1) (L)
oy ()= 2/1—[Yk (1) =y W1, (4.6)
d#vd#v
A (1) =57 ()= v ()ly (w) (4.7)
AP ) =50 () 1-yP W) [P ). (4.8)
Istacius (4.5)—(4.8) formules i (4.4), gauname:
8E
0 =AWy - 0y ). (4.9)
Kj

Taigi i5¢jimo sluoksnio svoriy atnaujinimo taisyklé:

oE,, )
NWP=—hm¢U——MA“NuW Y -AP )Y . (4.10)
J
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¢ia h — mokymosi greicio parametras.

PanaSiai gaunamos bendros svoriy atnaujinimo taisyklés kiekvienam pasléptam
sluoksniui, 1=1,...,L-1:

Aw) =~ hva(.)——h(A(”(u)y W -aPey vy, @1

cia
A ) =60 [ 2=y ) |yP (), (4.12)
A0 =6 W)[1-yP ) [y 01, (4.13)

Ir
5(')(u)— > A" o™, (4.14)
5(|)(v)— A('”)(v)w('*l) (4.15)

Kaip ir standartiniame ,,klaidos sklidimo atgal“ mokymo algoritme, dydZiai
8 (u) ir sV (v) keiciasi griztant i$ (1+1)-0jo sluoksnio j I-tajj sluoksnj, atitinkamai
w -tajam ir v -tajam taSkams.

IS (4.10) ir (4.11) formuliy seka, kad norint atnaujinti neuroninio tinklo svorius, j
tinkla tuo pat metu turi bati paduota taSky pora. Tai galima padaryti sukonstruojant du
identiSkus tinklus arba tiesiog laikyti atmintyje visus pirmojo tasko iS¢jimus pries
pateikiant tinklui antrajj taska.

Apibendrinta SAMMAN algoritmo schema yra tokia:

1) Generuojamos atsitiktinés pradinés SAMANN tinklo svoriy reikSmes;

2) Atsitiktinai parenkama n-maciy taSky pora, kuri yra pateikiama tinklui;
apskaiciuojami tinklo parametrai;

3) Atnaujinami svoriai pagal (4.10) ir (4.11) formules ,,sklidimo atgal* badu,
pradedant nuo is¢jimo sluoksnio;

4) Kelis kartus kartojami 2—3 Zingsniai — tokiu badu tinklas apmokomas;

5) Tinklui pateikiami visi taskai ir apskaiciuojami tinklo iS¢jimai; skaiciuojama
Sammono paklaida (4.1): jeigu jos reikSmé mazesné uZ pasirinkta slenkstj arba
iteracijy skaic¢ius virSija nustatytajj, tuomet algoritmas sustabdomas, prieSingu
atveju, vel pradedam nuo 2 Zingsnio.

Norint pagreitinti tinklo mokymo procesa, kartais svoriy atnaujinimo formulés
(4.10) ir (4.11) yra keiciamos, pridedant dar momentum reikSmg.
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SAMANN algoritmo privalumas yra tas, kad jeigu analizuojamy tasky aibéje
atsiranda naujas n-matis taskas X, jis pateikiamas jau apmokytam SAMANN tinklui,
tinklo iSejime gaunamos tasko Y, kuris yra X projekcija, komponentés. Zinoma, jeigu
ty naujy taSky yra daug, po kazkurio laiko tinkla reikia permokyti, rasti naujas svoriy
reikSmes.

Pastebésime, kad Sammono projekcijos algoritmui reikalinga informacija i$ karto
apie visus analizuojamos aibés taskus, t. y. algoritmui turime pateikti visa duomeny
aibe. SAMANN tinklui pateikiamos taSky poros. Tinklas jvertina atstumus tarp ty
dviejy tadky, taciau saugoja ir koreguoja turimas Zinias apie visos aibés taSkus.
Mokymo metu tinklui padavus nauja tasky pora, koreguojama informacija apie visy
mokymo aibés taSky tarpusavio iSsidéstyma.

Eksperimentams ir tyrimams buvo sukurta programiné SAMANN tinklo
realizacija.

4.2. Neurono aktyvacijos funkcijos jtaka tinklo mokymui

Atvaizduojant daugiamacius duomenis mazesnio matavimo erdvéje, labai svarbu
pasiekti gery vizualizavimo rezultaty per trumpa laika, tinklo mokymas turi bati
efektyvus ir mokymo algoritmas turi greitai konverguoti. SAMANN neuroninio tinklo
mokymui reikia daug skai¢iuojamyjy sanaudy, todél naujus svorius ir tikslia duomeny
projekcija siekiama gauti per trumpa laika. Analizuojant SAMANN tinkla, pastebéta,
kad projekcijos paklaida priklauso nuo skirtingy parametry. Tyrimai parod¢, kad viena
i§ leto tinklo mokymo prieZasciy yra neurono aktyvacijos funkcijos savybés.

Kiekviename neurone naudojama sigmoidiné aktyvacijos funkcija g(x), kuri kinta
intervale (0.0, 1.0) :

1
(1+e’kx) ’
k yra sigmoidinés funkcijos nuolydZio parametras. Keiciant parametro k reikSmes, mes
gauname jvairaus statumo sigmoidines funkcijas (4.2 pav.). Ribiniu atveju, kai k artéja
prie begalybés, sigmoidiné funkcija pavirsta i slenkstine funkcija. Sigmoidiné funkcija
yra diferencijuojama, o slenkstin¢ — ne. Sigmoidiné funkcija yra grieZtai didéjanti
funkcija, kuri apjungia savyje tiek tiesines, tiek netiesines savybes (Haykin, 1999).

Sigmoidiné funkcija daZnai naudojama neuroniniuose tinkluose, norint jvesti
netiesiSkuma. Nors yra ir kity neurono aktyvacijos funkcijy, taciau sigmoidiné
funkcija yra viena populiariausiy dirbant su neuroniniais tinklais.

Viena i§ pagrindiniy sigmoidinés funkcijos savybiy yra labai paprasta Sios
funkcijos iSvesting:

g(x) =

ag(x)zi[ 1

X X 1+ekX]’ agx(X)="9(X)(1—9(x)).
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L k=50

=5

=] =1

) X

4 -3 -2 -1 1 2 3 4

4.2 Pav. Sigmoidiné funkcija esant jvairiom nuolydZio parametro k reikSmém

Bendraja neuroninio tinklo svoriy atnaujinimo formule visiems pasléptiems
sluoksniams, 1=1,...,L-1 ir i8¢jimo sluoksniui (I =L) galima uZradyti taip (Mao,
1995):

AW(th) —_h OEg ((/Il;v) _ —hk(A(th) (“)y(jl -1 (1) _A(jlt) (v)y(jl -1) ), (4.16)
(fﬂwjt

cia Wgt) yra svoris tarp j neurono |-1 sluoksnyje ir t neurono | sluoksnyje, h yra

mokymosi parametras, k yra sigmoidinés aktyvacijos funkcijos nuolydzZio parametras,
y{") yra I sluoksnio j neurono iSvestis, 4 ir v yra du analizuojamos duomeny aibés

taSkai, A{) yra paklaidos, sukauptos kiekviename sluoksnyje ir skleidZiamos

ankstesniam sluoksniui (Mao, 1995).
Kaip matome, sigmoidinés neurono aktyvacijos funkcijos nuolydzZio parametras k
yra daugiklis svoriy atnaujinimo formuléje ir jis jtakoja neuroninio tinklo mokyma.

Vertinant aktyvacijos funkcijos parametry jtaka neuroninio tinklo mokymuisi,
buvo naudojamos dvi realios duomeny aibés:

e 1 duomeny aibé. Pima Indians Diabetes Database. Si duomeny aibé buvo paimta
i UCI maSininio mokymo saugyklos (Asuncion, 2007). Duomeny aibe sudaro
768 8-maciai taskai, priklausantys dviem klasem.

e 2 duomeny aibe. Statlog duomeny aibe (Asuncion, 2007). Tai duomeny apie
kredito Korteles aibé. Sia aibg sudaro 690 14-maciy tasky i$ 2 klasiy.

Visuose eksperimentuose buvo naudojamas tiesioginio sklidimo neuroninis
tinklas su vienu pasléptu sluoksniu ir dviem iS¢jimo neuronais (d = 2). Atliekant
eksperimentus su skirtingomis aktyvacijos funkcijos nuolydZio parametro ir tinklo
mokymosi parametro reikSmémis, buvo skaic¢iuojama projekcijos paklaida ir
matuojamas programos vykdymo laikas.

Pirmieji eksperimentai buvo atliekami vizualizuojant nagrinéjamas duomeny
aibes, naudojant skirtingas mokymosi parametro reikSmes. Darbe (Medvedev, 2006)
buvo parodyta, kad tinkamai parinkus mokymosi parametro reikSme, galima
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pagreitinti neuroninio tinklo mokymosi procesa. Atliekant Siuos eksperimentus,
neurono aktyvacijos funkcijos nuolydzZio parametro k reikSmé buvo 1. Eksperimentai
buvo atlikti dirbant su keliomis skirtingomis mokymosi parametro reikSmémis (h = 1,
5, 25, 50).

Lt erieeeee h=1 o ll T eeeeeseees h=1
£ 0215 ‘ - I b T 0087 g i _____ s
= . - = : J
% 0165 P - -—= =25 H I - == h=25
o . ———h-s0 = o062 W 3 — h=50
g 0115 W_ten., . ° |\ .
) -t ) 0.037 Ytea,,
% 0065 - === & Se e,
T o -
£ oot £ 0012 B

0 500 1000 1500 2000 2500 0 500 1000 1500 2000 2500

a) Laikas, sek b) Laikas, sek

4.3 pav. Projekcijos paklaidos priklausomybé nuo skaiciavimo laiko, naudojant
skirtingas mokymosi parametro reikSmes. (a) 1 duomeny aibé (b)
2 duomeny aibé

4.1 lentelé. Projekcijos paklaidos, gaunamos naudojant skirtingas parametry h ir k
kombinacijas, dirbant su 1 duomeny aibe

Mokymosi k=1 h=5
iteracijos
numeris h=1 h=5 h=25 h=50 k=5 k=10 k=30

10 0,96513 0,11211 0,09041 0,08590 0,02225 0,01910 0,01648
20 0,76135 0,09971 0,08549 0,07354 0,02010 0,01858 0,01568
30 0,28915 0,09454 0,07971 0,07154 0,01932 0,01820  0,01540
40 0,12834 0,09175 0,07356 0,07069 0,01897 0,01775 0,01546
50 0,11203 0,08994 0,07221 0,06997 0,01879 0,01722  0,01548
60 0,10818 0,08860 0,07164 0,06886 0,01870 0,01668 0,01553
70 0,10545 0,08755 0,07120 0,06505 0,01863 0,01627  0,01567
80 0,10318 0,08669 0,07084 0,04550 0,01857 0,01603 0,01582
90 0,10128 0,08594 0,07050 0,02945 0,01850 0,01589  0,01577
100 0,09969 0,08524 0,07016 0,02191 0,01843 0,01579  0,01567
110 0,09834 0,08451 0,06973 0,01929 0,01834 0,01572  0,01557
120 0,09718 0,08368 0,06909 0,01904 0,01826 0,01566  0,01548
130 0,09617 0,08264 0,06796 0,01893 0,01816 0,01560 0,01540
140 0,09530 0,08127 0,06543 0,01885 0,01807 0,01555 0,01534
150 0,09454 0,07957 0,05858 0,01880 0,01797 0,01550 0,01530
160 0,09386  0,07786 0,04605 0,01876 0,01787 0,01545 0,01526
170 0,09326  0,07633 0,03712 0,01873 0,01777 0,01540 0,01524
180 0,09271 0,07510 0,02953 0,01870 0,01766 0,01535 0,01522
190 0,09222 0,07416  0,02438 0,01867 0,01756 0,01531 0,01521
200 0,09177 0,07349 0,02155 0,01865 0,01745 0,01526 0,01520
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Eksperimenty rezultatai yra pateikiami 4.3 paveiksle. Projekcijos paklaidos
reikSmeés yra pateikiamos 4.1 ir 4.2 lentelése. Kaip ir buvo tikétasi, eksperimentai su
abiem duomeny aibém parodé¢, kad tinkamas mokymosi parametro parinkimas leidzZia
Zenkliai pagreitinti tinklo mokymosi procesa. Kai h = 50, per ta patj laika mes
gauname beveik 5 kartus maZesne projekcijos paklaida dirbant su 1 duomeny aibe
(4.1 lentele) ir beveik du kartus maZesne projekcijos paklaida dirbant su 2 duomeny
aibe (4.2 lentel¢). Taciau abiem atvejais projekcijos paklaida lieka pakankamai didelé.
Analizuojant neuroninio tinklo mokymosi grafika, kuris gaunamas dirbant su 1
duomeny aibe (4.3a paveikslas), mes matome kelias staigaus paklaidos mazéjimo sritis
(h = 25, 50). Uz Siy sri¢iy riby paklaida mazéja nezymiai.

4.2 lentelé. Projekcijos paklaidos, gaunamos naudojant skirtingas parametry h ir k
kombinacijas, dirbant su 2 duomeny aibe

Mokymosi k=1 h=5
iteracijos
numeris h=1 h=5 h=25 h=50 k=5 k=10 k=30

10 0,94582 0,04245 0,02435 0,01821 0,01499 0,00086 0,00018
20 0,57042 0,03548 0,01795 0,01546 0,01482 0,00031 0,00016
30 0,10166 0,03051 0,01610 0,01504 0,01478 0,00026  0,00016
40 0,04770  0,02659 0,01541 0,01496 0,01473  0,00026  0,00016
50 0,04232 0,02371  0,01514 0,01494 0,01465 0,00026  0,00016
60 0,04025 0,02164 0,01502 0,01493 0,01450 0,00026  0,00016
70 0,03879  0,02016 0,01497 0,01493 0,01403 0,00025 0,00015
80 0,03753 0,01910 0,01495 0,01493 0,00537 0,00025 0,00015
90 0,03635 0,01831 0,01494 0,01492 0,00383 0,00025 0,00015
100 0,03522 0,01770 0,01493 0,01492 0,00265 0,00025 0,00015
110 0,03414 0,01722 0,01493 0,01492 0,00182 0,00025 0,00015
120 0,03310 0,01682 0,01493 0,01492 0,00126 0,00025 0,00015
130 0,03211 0,01650 0,01492 0,01492 0,00089 0,00025 0,00015
140 0,03116 0,01624 0,01492 0,01492 0,00066 0,00024  0,00015
150 0,03025 0,01602 0,01492 0,01491 0,00051 0,00024 0,00015
160 0,02938 0,01584 0,01492 0,01491 0,00041 0,00024  0,00015
170 0,02857 0,01569 0,01492 0,01491 0,00036  0,00024  0,00015
180 0,02780 0,01556 0,01492 0,01491 0,00032  0,00024  0,00015
190 0,02708 0,01546 0,01492 0,01491 0,00030 0,00024  0,00015
200 0,02640 0,01537 0,01492 0,01491 0,00029 0,00024 0,00015

Kiti eksperimentai buvo atliekami su abiem duomeny aibém naudojant skirtingas
neurono aktyvacijos funkcijos nuolydZio parametro reikSmes. Keic¢iant neurono
aktyvacijos funkcijos nuolydZio parametro reikSme, pasikeic¢ia ir sigmoidinés
funkcijos pavidalas. Taipogi pasikeicia ir mokymosi parametras, kadangi tiek h, tiek k
parametrai yra daugikliai 4.16 formuléje. Atliekant eksperimentus buvo nustatyta
mokymosi parametro h reikSmé 5. Kadangi tiek h, tiek k parametrai yra daugikliai
4.16 formuléje, imti didesng h reikSme néra tikslinga, nes labai padidéja sandaugos
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reikSmé. Buvo atlikti testai su skirtingomis aktyvacijos funkcijos nuolydZio parametro
reikSmeémis (k = 5, 10, 30). Taip pat buvo atlikti bandymai ir su didesnémis parametro
k reikSmémis, taciau gauti rezultatai buvo blogesni uZ gautus, dirbant su mazesném k
reikSmem.
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4.4 Pav. Projekcijos paklaidos priklausomybé nuo skaiciavimo laiko, naudojant
skirtingas neurono aktyvacijos funkcijos nuolydZio parametro reikSmes.
(@) 1 duomeny aibé (b) 2 duomeny aibé

a) stets OO0 b) s

4.5 pav. 1 duomeny aibes projekcijos vaizdas, kai aktyvacijos funkcijos nuolydzio
parametro reikSmés yra: k = 1 (a) ir k = 30 (b), naudojamas toks pat mokymosi
parametras

Eksperimenty rezultatai pateikiami 4.4 paveiksle. Projekcijos paklaidos reikSmeés
yra pateikiamos 4.1 ir 4.2 lentelése. Dirbant su abiem duomeny aibém tinkamas
aktyvacijos funkcijos nuolydzio parametro parinkimas leidZzia Zymiai pagreitinti
neuroninio tinklo mokymasi. Kai k = 30, dirbant su 1 duomeny aibe, gauta projekcijos
paklaida yra 27% maZesné, negu geriausia paklaida, gauta pirmuose eksperimentuose,
kur mokymosi parametro reikSmé h = 50 (4.1 lentel¢). Kai k = 30, dirbant su 2
duomeny aibe, mes gauname projekcijos paklaida apie 100 karty maZesng, negu
geriausia projekcijos paklaida rasta pirmuose eksperimentuose (4.2 lentel¢).
Analizuojant neuroninio tinklo mokymosi grafikus (4.4 paveikslas), galime pastebéti,
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kad mokymosi procesas neturi staigiy paklaidos mazéjimo sriciy. Taip pat i$ grafiky
matosi, kad jau su k = 30 tinklo mokymo metu projekcijos paklaida didéja tam tikrame
etape. Sis efektas yra Zymiai ry3kesnis dirbant su didesniais k. 1 duomeny aibés
vizualizavimo rezultatas, kai naudojamos aktyvacijos funkcijos nuolydZio parametro
reikSmeés k = 1 ir k = 30, esant tam pac¢iam mokymosi parametrui, yra pateikiamas 4.5
paveiksle.

4.3. Neuroninio tinklo mokymosi aibés parinkimas

Darbe (lvanikovas, 2007) buvo pastebéta, kad SAMANN neuroninio tinklo
mokymas priklauso nuo jvairiy parametry. Eksperimenty rezultatai parodé, kad galima
rasti tokj analizuojamos duomeny aibés poaibj, kad, mokant neuroninj tinkla Siuo
poaibiu, gaunamos mazesnés projekcijos paklaidos, ir tinklas mokosi grei¢iau, negu
mokant visos analizuojamos duomeny aibeés taskais.

Norint nustatyti tinkamiausia neuroninio tinklo mokymo aibés konstravimo buda,
buvo atlikti eksperimentai mokant neuroninj tinkla skirtingai parenkant mokymo aibés
taSkus. SAMANN tinklas buvo mokomas naudojant tik dalj analizuojamos duomeny
aibés taSky. Pirmuose eksperimentuose mokymosi duomeny aibé buvo konstruojama
atsitiktinai paimant i§ analizuojamos duomeny aibés norima tasky skaiciy.

Testuojant Sia strategija buvo naudojamos dvi duomeny aibeés:

e 1 duomeny aibe. Dirbtinai sukurta atsitiktinai sugeneruoty 10-maciy tasky aibé.
Duomeny aibg sudaro 966 taskai i$ 4 klasiy.

e 2 duomeny aibé. Puslapiy klasifikavimo duomeny aibé (Blake, 1998). Tai reali
duomeny aibe¢, sudaryta i$ 5473 10-maciy tasky, sudaranciy penkias klases.

Atliekant eksperimentus buvo dirbama su tiesioginio sklidimo dirbtiniu
neuroniniu tinklu su vienu pasléptu sluoksniu ir dviem i8¢jimo neuronais (d=2).
Visuose eksperimentuose buvo naudojama tokia pati neuroninio tinklo konfigaracija ir
fiksuotas pradiniy svoriy rinkinys.

Dirbant su skirtingo dydZzio mokymo aibémis (50% ir 30% visos analizuojamos
duomeny aibés dydZio) ir su visa nagrinéjama duomeny aibe, buvo skai¢iuojama
projekcijos paklaida (skai¢iuojant projekcijos paklaida naudojami visi duomeny aibés
taSkai) ir matuojamas SAMANN neuroninio tinklo mokymosi laikas. Eksperimenty
rezultatai yra grafiSkai pateikiami 4.6 paveiksle. Naudojant mokymo aibe, sudarytg i$
50% visos analizuojamos duomeny aibés tasky, neuroninis tinklas mokési greiciau, ir
buvo gaunamos mazesnés projekcijos paklaidos. Toks rezultatas buvo gautas abiem
duomeny aibém. Neuroninis tinklas mokosi dar greiciau, kai dirbama su mokymo
aibe, sudaryta i5 30% visos analizuojamos duomeny aibés tasky, taciau ne visada
gaunamos pakankamai geros projekcijos paklaidos.

1 duomeny aibés vizualizavimo rezultatas pateikiamas 4.7 paveiksle. Sis
rezultatas buvo gautas mokant neuroninj tinkla 50% visos duomeny aibés tasky.
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Gauti rezultatai (4.6 paveikslas) rodo, kad galima gauti geresne projekcijos
paklaida ir paspartinti SAMANN neuroninio tinklo mokyma naudojant mokymo aibeg,
sudaryta tik i$ dalies analizuojamos duomeny aibés tasky.

Kiekvienas eksperimentas trunka daugiau negu valanda, dirbant su 1 duomeny
aibe ir beveik tris valandas, dirbant su 2 duomeny aibe. Skai¢iavimai buvo atliekami
dvibranduoliniame kompiuteryje. Dviejy lygiagreciy srauty naudojimas leido dvigubai
sutrumpinti skaic¢iavimy laika.
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4.6 pav. Projekcijos priklausomybé nuo skaic¢iavimo laiko naudojant skirtingo
dydzZio mokymosi aibes. (a) 1 duomeny aibé (b) 2 duomeny aibé
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4.7 pav. 1 duomeny aibés vizualizavimo rezultatas

4.3.1. Mokymo aibés sudarymas naudojant klasterizavimo
metodus

Kitas galimas budas sudaryti mokymo aibg¢ analizuojamos duomeny aibés
pagrindu yra klasterizavimo metody naudojimas. Klasterizavimas daznai naudojamas
dirbant su didelés apimties duomeny aibémis. Bendruoju atveju klasterizavimo
metodai leidZia m turimy n-maciy taSky suskirstyti i k klasteriy taip, kad kiekviename
klasteryje atsidurs labiausiai tarpusavyje panasas taskai.
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Naudojant klasterizavimo metodus mokymo aibés sudarymui, daugiamaciy tasky
vizualizavimas SAMANN algoritmu yra suskirstomas j tris dalis: pradiniy duomeny
klasterizavimas, tinklo mokymas, naudojant tiktai klasterizavimo metu gautus
duomenis, visy analizuojamos duomeny aibés taSky vizualizavimas. DaZnai pries
pradedant apdoroti duomenis naudinga juos normalizuoti. Sudarant mokymosi aibe
buvo iSbandyti du klasterizavimo metodai: k-vidurkiy metodas ir SOM.

K-vidurkiy metodas (angl k-means) leidZia klasterizuoti nagrinéjama duomeny
aibe j tam tikra klasteriy kiekj (MacQueen, 1967). Klasteriy Kkiekis k yra parenkamas
pradedant vykdyti algoritma. Sio metodo veikimo principas yra toks:

1. Inicijuojami k klasteriy centrai;

2. Kiekvienas analizuojamy duomeny aibés objektas priskiriamas tam Kklasteriui,
iki kurio centro atstumas yra maZiausias;

Perskaiciuojami kiekvieno klasterio centrai;
4. Skaiciuojama kvadratiné paklaida pagal (4.17) formulg;

2 — 4 punktai kartojami, kol kvadratinés paklaidos reikSmé tampa mazesné uz
pasirinktg slenksting reikSme arba objektai nebepersiskirsto kitiems
klasteriams.

K Klasteriy centrai keicia savo pozicijas tol, kol nepasiekiamas tam tikras lokalus
optimumas. Metodas minimizuoja paklaidos funkcija:

Eziiuxi(j)—CjHZ, (4.17)
j=li=1

. 2 .
cia HXi(J) —CjH yra pasirinktas atstumo matas tarp taSko Xi(J) ir klasterio centro

Cj . Si paklaidos funkcija rodo kaip toli duomeny aibés taskai yra nuo atitinkamy

klasteriy centry.

Mokymo aibé buvo sudaroma i$ naujy tasky. Dirbant su k-vidurkiy metodu buvo
imami Klasteriy centrai. Klasteriy kiekis buvo parenkamas atsizvelgiant j planuojama
mokymo aibés dydj. Projekcijos paklaidos skaic¢iavimui buvo naudojama originali
duomeny aibé.

Dirbant su 1 duomeny aibe buvo atlikti 4 eksperimentai, parenkant skirtingo
dydZio neuroninio tinklo mokymo aib¢. Neuroninis tinklas buvo mokomas visa
duomeny aibe (966 daugiamaciai tasSkai) ir sumazintomis mokymo aibémis,
sudarytomis i$ naujy taSky — Kklasteriy centry. Buvo sudarytos 3 sumazintos mokymo
aibés: 450 tasky (apie 50% originalios duomeny aibés dydzio), 250 tasky (apie 25%
originalios duomeny aibés dydZio), 100 taSky (apie 10% originalios duomeny aibés
dydzio).
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Dirbant su 2 duomeny aibe buvo atlikti 5 eksperimentai su skirtingo dydZio
neuroninio tinklo mokymo aibémis. Neuroninis tinklas buvo mokomas visa duomeny
aibe (5473 daugiamaciai taskai), ir sumazintomis mokymo aibémis, sudarytomis i$
naujy tasky- klasteriy centry. Buvo sudarytos 4 sumazintos mokymo aibés: 2500 tasky
(apie 50% originalios duomeny aibés dydZzio), 1400 taSky (apie 25% originalios
duomeny aibés dydzio), 900 tasky (apie 15% originalios duomeny aibés dydzio), 400
taSky (apie 7% originalios duomeny aibés dydZio).
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4.8 pav. Projekcijos paklaidos priklausomybé nuo skaiciavimo laiko, naudojant
skirtingo dydZio mokymo aibe (k-vidurkiy metodas).
(@) 1 duomeny aibé, (b) 2 duomeny aibé

Eksperimenty rezultatai yra pateikiami 4.8 paveiksle. Geriausi rezultatai dirbant
su 1 duomeny aibe buvo pasiekti naudojant 25% originalios duomeny aibés dydZio
mokymosi aibe, dirbant su 2 duomeny aibe geriausi rezultatai buvo pasiekti naudojant
15% originalios duomeny aibés dydzio mokymosi aibg.

Naudojant SOM pradinés duomeny aibés klasterizavimui, SOM tinklo dydis buvo
parenkamas atsizvelgiant i planuojama mokymo aibés dydj. SOM tinklas buvo
apmokomas naudojant originalios duomeny aibés taskus. Konstruojant sumazinta
mokymo aibe, imami SOM neuronai-nugalétojai. Projekcijos paklaida skaic¢iuojama
naudojant originalios duomeny aibés taskus.

Naudojant SOM tinkla mokymo aibés sudarymui, neuroninis tinklas buvo
mokomas visa duomeny aibe ir sumaZintomis mokymo aibémis.

Dirbant su 1 duomeny aibe buvo naudojamos tokio dydzZio sumazintos mokymo
aibés: 481 tasSkas (apie 50% originalios duomeny aibés dydZio, naudojamas 25x25
dydZzio SOM tinklas), 236 taSkai (apie 25% originalios duomeny aibés dydzio,
naudojamas 16x16 dydZzio SOM tinklas), 95 taSkai (apie 10% originalios duomeny
aibés dydzio, naudojamas 10x10 dydZio SOM tinklas).

Dirbant su 2 duomeny aibe buvo naudojamos tokio dydzio sumazintos mokymo
aibés: 2140 tasSky (apie 50% originalios duomeny aibés dydzio, naudojamas 57x57
dydzio SOM tinklas), 1313 tasky (apie 25% originalios duomeny aibés dydzio,
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naudojamas 40x40 dydZio SOM tinklas), 961 taSkas (apie 15% originalios duomeny
aibés dydzio, naudojamas 33x33 dydZio SOM tinklas), 390 tasky (apie 7% originalios
duomeny aibés dydzio, naudojamas 20x20 dydzZio SOM tinklas).
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4.9 pav. Projekcijos paklaidos priklausomybé nuo skaiciavimo laiko naudojant
skirtingo dydZio mokymo aibes (SOM metodas).
(@) 1 duomeny aibe, (b) 2 duomeny aibé

Eksperimenty rezultatai yra pateikiami 4.9 paveiksle. Naudojant SOM tinkla
mokymo aibés sudarymui dirbant su 1 duomeny aibe gaunami rezultatai yra Siek tiek
blogesni, negu naudojant k-vidurkiy metodg mokymo aibei sudaryti. Dirbant su 2
duomeny aibe geri rezultatai yra gaunami naudojant 25% ir 15% originalios duomeny
aibés dydzio mokymo aibes. Naudojant 50% ir 7% originalios duomeny aibés dydzio
mokymo aibes, gaunami rezultatai yra blogesni uZ atitinkamus rezultatus, gautus
naudojant k-vidurkiy metoda. Geriausias rezultatas buvo pasiektas naudojant 15%
originalios duomeny aibés dydzio mokymo aibg.

Lyginant rezultatus, gaunamus dirbant su k-vidurkiy metodu ir su SOM, galima
teigti, kad k-vidurkiy metodas leidZia gauti geresnius rezultatus dirbant su mazesnémis
duomeny aibémis. Dirbant su didelés apimties duomeny aibémis abu metodai duoda
panasius rezultatus.

Kiekvienas eksperimentas trunka daugiau negu valanda, dirbant su 1 duomeny
aibe ir daugiau negi 5 valandas, dirbant su 2 duomeny aibe. Skaiciavimai buvo
atliekami dvibranduoliniame kompiuteryje. Dviejy lygiagreciy srauty naudojimas
leido dvigubai sutrumpinti skaiciavimy laika.
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4.4. Dideliy duomeny aibiy vizualizavimas naudojant
SAMANN neuroninj tinkla

Didelés apimties duomeny aibiy analiz¢, naudojant visa nagrinéjama duomeny
aibe SAMANN tinklo mokymui, yra sudétingas del itin léto neuroninio tinklo
mokymaosi proceso. Taciau tam tikru btdu parenkant tik dalj nagrinéjamos duomeny
aibés neuroninio tinklo mokymui, galima Zenkliai paspartinti tinklo mokyma.
Naudojant klasterizavimo metodus neuroninio tinklo mokymo aibei sudaryti, galima
SAMANN tinklu vizualizuoti ir didelés apimties duomeny aibes. Trys realios
duomeny aibés buvo naudojamos tiriant galimybes vizualizuoti didelés apimties
duomeny aibes su SAMANN tinklu:

1 duomeny aibé. Puslapiy Klasifikavimo duomeny aibé (Asuncion, 2007).
Duomeny aibe sudaro 5473 10-maciai taskai, sudarantys penkias klases.

2 duomeny aibe. Ranka raSyty skaitmeny atpaZinimo duomeny aibé (Asuncion,
2007). Duomeny aib¢ sudaro 10992 16-maciy taSky, sudaranciy 10 Klasiy (skaiciai
nuo 0 iki 9).

3 duomeny aibé. MAGIC teleskopo duomeny aibé (Asuncion, 2007). Duomeny
aibe sudaro 19020 10-maciy tasky, sudaranciy dvi klases.

Visuose eksperimentuose buvo naudojamas tiesioginio sklidimo neuroninis
tinklas su vienu pasléptu sluoksniu ir dviem i8¢jimo neuronais (d=2). Buvo
naudojamas fiksuotas paslépto sluoksnio neurony kiekis. Eksperimenty metu buvo
skaiciuojamos projekcijos paklaidos ir matuojamas neuroninio tinklo mokymo laikas.

Dirbant su kiekviena duomeny aibe buvo atliekami 3 eksperimentai. Neuroninis
tinklas buvo mokomas visa analizuojama duomeny aibe ir naudojant sumazintas
mokymo aibes, gautas Klasterizuojant analizuojamg duomeny aibg¢ k-vidurkiy ir SOM
metodais. SumaZintos mokymo aibés buvo sudaromos i$ klasteriy centry, dirbant su k-
vidurkiy metodu, ir i§ neurony-nugalétojy, dirbant su SOM metodu. Abiems atvejais
mokymo aibés buvo sudaromos i$ naujy taSky, kuriy nebuvo analizuojamoje duomeny
aibéje. Sumazinty mokymo aibiy apimtys buvo 10 karty mazesnés uz analizuojamos
duomeny aibés dydj. Visuose eksperimentuose projekcijos paklaidos skaiciavimui
buvo naudojami visi analizuojamos duomeny aibés tadkai. Visuose eksperimentuose
neuroninio tinklo mokymuisi buvo skiriama apie 20 valandy.

Atliekant eksperimentus su 1 duomeny aibe, mokant neuroninj tinklg visa
duomeny aibe, mokymosi procesas triko 20,04 valandos. Per ta laika buvo atlikta tik
116 mokymo iteracijy ir gauta 0,1183 projekcijos paklaida. Naudojant k-vidurkiy
metoda sumazintos mokymo aibés sudarymui, per 20 valandy buvo atliktos 7437
mokymo iteracijos ir gauta 0,0365 projekcijos paklaida. Naudojant SOM metoda
sumazintos mokymo aibés sudarymui, buvo apibrézZtas 24x24 SOM tinklas. Mokymo
aibé buvo sudaryta i 559 neurony-nugalétojy. Per 20 valandy buvo atlikta 7860
mokymo iteracijy ir gauta 0,036 projekcijos paklaida. Eksperimenty rezultatai
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grafiSkai pateikiami 4.10 paveiksle. Dirbant su 1 duomeny aibe, naudojant abu
klasterizavimo metodus sumazZintos mokymo aibés sudarymui, gaunami Zymiai
geresni rezultatai, negu naudojant visa analizuojama duomeny aibe neuroninio tinklo
mokymui.

Dirbant su 2 duomeny aibe, mokant neuroninj tinkla visa duomeny aibe,
mokymaosi procesas trako 20,18 valandos. Per ta laika buvo atlikta tik 20 mokymo
iteracijy ir gauta 0,466 projekcijos paklaida. Naudojant k-vidurkiy metoda sumazZintos
mokymao aibés sudarymui, per 20 valandy buvo atlikta 1418 mokymo iteracijy ir gauta
0,303 projekcijos paklaida. Naudojant SOM metoda sumazintos mokymo aibés
sudarymui, buvo apibréztas 34x34 SOM tinklas. Mokymo aibé buvo sudaryta is 1068
neurony-nugalétojy. Per 20 valandy buvo atliktos 1482 mokymo iteracijos ir gauta
0,308 projekcijos paklaida. Eksperimenty rezultatai grafiSkai pateikiami 4.11
paveiksle.

Atliekant eksperimentus su 3 duomeny aibe, mokant neuroninj tinklg visa
duomeny aibe, mokymosi procesas triko 20,65 valandos. Per ta laika buvo atlikta tik
10 mokymo iteracijy ir gauta 0,2758 projekcijos paklaida. Naudojant k-vidurkiy
metoda sumazintos mokymo aibés sudarymui, per 20 valandy buvo atliktos 623
mokymo iteracijos ir gauta 0,086 projekcijos paklaida. Naudojant SOM metoda
sumazintos mokymo aibés sudarymui, buvo apibréZtas 45x45 SOM tinklas. Mokymo
aibé buvo sudaryta i§ 2015 neurony-nugalétojy. Per 20 valandy buvo atlikta 618
mokymo iteracijy ir gauta 0,063 projekcijos paklaida. Eksperimenty rezultatai
grafiSkai pateikiami 4.12 paveiksle.

Mokant neuroninj tinkla sumazintomis mokymo aibémis, sudarytomis naudojant
k-vidurkiy ir SOM metodus, gaunami panasas rezultatai. SOM metodo naudojimo
privalumas yra tas, kad Sis metodas yra greitesnis, negu k-vidurkiy metodas. Taciau,
naudojant k-vidurkiy metoda sumazintos mokymo aibés sudarymui, kartais gaunamos
Siek tiek geresnés projekcijos paklaidos reikSmes.

Gauti rezultatai palyginimui yra pateikiami 4.3 lentel¢je. Projekcijos paklaidos
reikSmés pateikiamos lenteléje buvo gautos po mazdaug 3 valandy mokymo.
1 duomeny aibeés vizualizavimo rezultatas yra pateikiamas 4.13 paveiksle.

4.3 lentelé. Eksperimenty rezultaty palyginimas

SAMANN (visa duomeny aibé) SAMANN (sumaZinta mokymo aibé)

Duomeny aibé projekcijos paklaida projekcijos paklaida projekcijos paklaida

(k-vidurkiy metodas) (SOM metodas)
1 duomeny aibe 0,1559 0,0525 0,0476
1 duomeny aibe 0,9898 0,3111 0,3141
1 duomeny aibe 0,9862 0,1755 0,1570
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4.10 pav. Projekcijos paklaidos priklausomybé nuo skaic¢iavimo laiko
dirbant su 1 duomeny aibe, naudojant (a) SOM metoda, (b) k-vidurkiy metoda
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4.11 pav. Projekcijos paklaidos priklausomybé nuo skaic¢iavimo laiko
dirbant su 2 duomeny aibe, naudojant (a) SOM metoda, (b) k-vidurkiy metoda
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4.12 pav. Projekcijos paklaidos priklausomybé nuo skaic¢iavimo laiko
dirbant su 3 duomeny aibe, naudojant (a) SOM metoda, (b) k-vidurkiy metoda
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4.13 pav. 1 duomeny aibés vizualizavimo rezultatas naudojant SOM
klasterizavimo metoda mokymo aibei sudaryti. Penkiy klasiy taskai Zymimi skirtingai

4.5. ISvados

Siame skyriuje yra pateikiamas specifinis neuroninio tinklo mokymo algoritmas
vadinamas SAMANN. Jis leidzia jprastam tiesioginio sklidimo neuroniniam tinklui
realizuoti Sammono projekcija. Yra nagringjami SAMANN tinklo mokymo ypatumai
bei nurodomi parametrai, kurie gali jtakoti mokymo process. Pateikiama neuroninio
tinklo mokymo priklausomybé nuo neurony aktyvacijos funkcijos nuolydZio
parametro. Parodoma, kad pasirinkus tinkamg nuolydZio parametro reikSme, galima
paspartinti tinklo mokymo procesa ir gauti maZesne projekcijos paklaida.
Eksperimenty rezultatai parodé, kad didinant aktyvacijos funkcijos nuolydzZio
parametro reikSme gaunamas geresnis efektas, negu didinant mokymosi parametro
reikSme.

DaZniausiai neurony aktyvacijos funkcijos nuolydZio parametro reikSme
prilyginama 1. Taciau didesnés neurony aktyvacijos funkcijos nuolydZio parametro
reikSmeés naudojimas leidZia pagreitinti tinklo mokymo procesa ir tuo paciu metu gauti
geresne projekcijos paklaida o tuo paciu ir geresnj duomeny atvaizdavima.
EksperimentiSkai nustatyta, kad aktyvacijos funkcijos nuolydzZio parametro reikSmé
turi bati nedidesné uz 50.

Skyriuje pristatomas naujas neuroninio tinklo mokymo aibés sudarymo metodas,
kuris leidZia tinklo mokymui naudoti Zymiai maZesn¢ duomeny aibe, negu visa
analizuojama duomeny aibé. Atsitiktinai parenkant analizuojamos duomeny aibés
taSkus i mokymo aibe, gali bati gaunami labai skirtingi rezultatai. Tuo tarpu, sudarant
mokymo aibg, klasterizuojant prading duomeny aibe, gaunamos mazesnés projekcijos
paklaidos, 0 mokymosi procesas pagreitéja iki 5 karty, dirbant su maZesnés dimensijos
uzdaviniais ir daugiau negu 10 karty, dirbant su didelés dimensijos uzdaviniais.
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Naudojant pradinés duomeny aibés klasterizavima sudarant mokymo aibe, labai
svarbu tinkamai pasirinkti mokymo aibés dydj. Eksperimentai parodé, kad naudojant
10%-25% pradinés duomeny aibés dydzio mokymo aibe, tinklas mokosi greitai ir
gaunama maZa projekcijos paklaida. MaZesniy mokymo aibiy naudojimas duoda
skirtingus rezultatus priklausomai nuo duomeny aibés.

Lyginant rezultatus, gaunamus naudojant mokymo aibe, sudaryta i$ atsitiktinai
pasirenkamy pradinés duomeny aibés taSky su rezultatais, gaunamais naudojant
mokymo aibe, sudaryta klasterizuojant prading duomeny aibg, galime padaryti tokias
iSvadas: mokymo aibés konstravimas, atsitiktinai pasirenkant tasSkus i$ pradinés
duomeny aibé¢s, tinka dirbant su pakankamai mazom duomeny aibém; dirbant su
dideléem duomeny aibém, neuroninio tinklo mokymo aib¢ geriau sudaryti
klasterizuojant prading duomeny aibe. Eksperimentai parod¢, kad naudojant i$ esmeés
skirtingus Klasterizavimo metodus (k-vidurkiy metodg ir SOM) neuroninio tinklo
mokymo aibei sudaryti, gaunami panasas rezultatai. Naudojant tik pradinés duomeny
aibés poaibji SAMANN neuroninio tinklo mokymui, galima analizuoti didelés apimties
duomeny aibes.



Lygiagreciosios technologijos ir jy
talkymas SAMANN tinklo mokymui

SprendZiant daugelj Siuolaikiniy uzdaviniy susiduriame su problema, kad dirbant
su vienu kompiuteriu negalime laiku gauti atsakymo. Tai dazniausiai atsitinka dél
nepakankamy skaiciuojamyjy resursy arba del atminties stokos. Tokiais atvejais gali
padéti lygiagretieji skaic¢iavimai.

Lygiagreciyjy procesy naudojimas leidZia Zenkliai padidinti skaic¢iavimy
efektyvuma, naudojant jau turimas technologijas ir priemones. Pilnaverciai lygiagretas
procesai realizuojami daugiaprocesorinése sistemose. Egzistuoja du pagrindiniai
daugiaprocesoriniy sistemy tipai:

e paskirstytos atminties sistemos;
e bendros atminties sistemos.

2003 metais Intel korporacija ileido naujg procesoriy su Hyper-Threading
technologija, skirta eiliniam vartotojui. Technologija Hyper-Threading leidzZia
programinei jrangai viena fizinj procesoriy matyti kaip du virtualius. Véliau atsirado ir
daugiabranduoliniai procesoriai. Nuo to laiko daugiaprocesoriniai kompiuteriai
pasidaré prieinami paprastam vartotojui. Lygiagretieji skaiciavimai pasidaré aktualts
ne tik dirbant su superkompiuteriais, bet ir atliekant skaic¢iavimus, naudojant paprastus
personalinius kompiuterius. Siame skyriuje apZvelgiami lygiagregiyjy skaiciavimy
ypatumai ir galimybés juos taikyti SAMANN neuroninio tinklo mokymui, dirbant su
paprastais kompiuteriais.

73
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5.1. Lygiagre€iyjy kompiuteriy vystymasis ir jy tipai

Pirmieji Siuolaikiniy kompiuteriy analogai atsirado 1950 metais. Jie buvo
specializuoti tam tikriems uzdaviniams spresti ir buvo nedidelio galingumo. Didg¢jant
pramongs, o ypa¢ karo pramones, poreikiams Saltojo karo metu skaiciavimo technika
buvo sparciai vystoma. 1958 metais sukurta pirmoji integraliné schema, o 1971 metais
pradéti naudoti mikroprocesoriai. 1976 metais CRAY kompanija sukaré pirmaji
komercinj vektorinj superkompiuterj CRAY — I. Lyginant su jprastinés architekttros
kompiuteriais vektoriniai procesoriai leidZia skaic¢iavimus pagreitinti nuo 4 iki 20
karty. Ivairiy technikos sri¢iy, pramonés, mokslo Saky kompiuteriy spartos poreikis
didéjo daug greiciau nei procesoriy (net ir vektoriniy) sparta. Todél buvo ieSkoma
naujy principiniy susidariusios problemos sprendimo btidy. Buvo pasinaudota nuo
senovés Zinomu principu, kad sunky darba lengviau jveikti vienu metu dirbant daug
darbininky. Tuo remiasi ir lygiagreciyjy kompiuteriy idéja, kai viename kompiuteryje
skaiciavimus atlieka keli procesoriai.

Pirmasis lygiagretusis kompiuteris Illiac IV buvo sukurtas 1974 metais. Jis vienu
metu tokia pacia operacija galéjo atlikti skirtinguose procesoriuose su skirtingais
duomenimis. Dabar jau naudojami jvairiy tipy lygiagretieji kompiuteriai, juose
realizuoti skirtingi konstrukciniai sprendimai. Vienuose kompiuteriuose yra tik keli,
taciau labai galingi procesoriai, kituose kompiuteriuose sujungiami keli Simtai ar net
takstanciai vidutinio galingumo procesoriy. Tokie pat procesoriai yra naudojami ir
iprastose darbo stotyse. Tokia technologija i$ esmés mazina lygiagreciyjy kompiuteriy
kaing (Ciegis, 2005).

Nuo 1990 mety labai paplito virtualieji lygiagretieji kompiuteriai, kurie sukuriami
sujungus lokaliuoju tinklu vienos organizacijos darbo stotis ir asmeninius
kompiuterius. Tokie kompiuteriai ypac¢ patrauklas, nereikia jokiy papildomy
finansiniy investicijy, o naudoti galime visus turimus resursus dideliy skaiciavimy
reikalaujantiems uzdaviniams spresti. Mazdaug tais paciais metais superkompiuterius
ir virtualius lygiagreciuosius kompiuterius bei kompiuteriy klasterius pradéjo jungti j
tinklynus (angl. grid).

Bendrosios atminties lygiagretieji kompiuteriai

Kai kompiuteryje yra tik vienas valdantis jrenginys ir keli skaiciavimo jrenginiai
(Zr. 5.1 pav.), tai vykdant programa visi Sie skaiciuokliai arba atlieka tokia pacia
operacija su skirtingais duomenimis, arba nevykdo jokiy veiksmy. Toks skaic¢iavimo
modelis vadinamas SIMD tipo (Single Instruction stream — Multiple Data stream).
Tokie lygiagretieji kompiuteriai yra ypac¢ efektyvis, kai atliekame veiksmus su
matricomis, todél SMID tipo kompiuteriai dar vadinami matriciniais kompiuteriais
(Ciegis, 2005).
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5.1 pav. SIMD tipo lygiagreciojo kompiuterio schema

Jeigu kompiuteryje yra keli procesoriai, kurie gali vykdyti skirtingas
operacijas, tai turime MIMD tipo (Multiple Instruction stream— Multiple Data
stream) skaiciavimo modelj (Zr. 5.2 pav.). Tokiu kompiuteriu galime realizuoti daug
bendresnius algoritmus, tagiau sunkiau sinchronizuoti procesoriy darba (Ciegis, 2005).
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5.2 pav. MIMD tipo lygiagretieji kompiuteriai

Visi procesoriai atlieka veiksmus su tam tikrais duomenimis, kuriuos perskaito ir
uzraSo | jiems skirtas atminties lasteles. Bendrosios atminties lygiagretieji
kompiuteriai turi tik vieng atminties bloka, ir visi procesoriai gali tiesiogiai pasiekti
visas atminties lasteles. Kai duomeny persiuntimo greitis yra vienodas visiems
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procesoriams, tai turime kompiuter;j su tolygiai pasiekiama bendraja atmintimi. Taciau
dideliam procesoriy Kiekiui techniSkai sunku realizuoti tokia salyga, todel daznai
atmintis skaidoma j dalis, kurios priklauso skirtingiems procesoriams. Ir Siuo atveju
iSlieka bendras atminties adresavimas, bet procesoriai greiciau pasiekia duomenis,
esancius lokalioje atminties dalyje, nei duomenis, esancius kituose procesoriuose, — tai
kompiuteriai, turintys netolygiai pasiekiama bendraja atmintj (pasidalintos atminties
lygiagretieji kompiuteriai).

Paskirstytos atminties lygiagretieji kompiuteriai

Paskirstytos atminties lygiagretieji kompiuteriai irgi priklauso MIMD tipui.
Taciau cia kiekvienas procesorius gali tiesiogiai perskaityti ir jradyti tik duomenis,
esancius lokalioje atmintyje. Jeigu vykdant algoritma reikia duomeny, kuriuos saugo
kitas procesorius, tai antrasis procesorius turi nusiysti pirmajam praneSimg su
reikalinga informacija. PraneSimo perdavimo mechanizmas yra toks: vienas
procesorius siuncia praneSima, o kitas procesorius, kuriam reikalingi duomenys,
laukia, kol ateis praneSimas.

Taigi duomeny mainai  paskirstytosios — atminties  lygiagreciuosiuose
kompiuteriuose yra sudétingesni  nei  bendrosios atminties lygiagreciuose
kompiuteriuose. Taciau Siuo atveju galima iSvengti problemos, kuri egzistuoja
bendrosios atminties kompiuteriuose, kai keli procesoriai vienu metu bando skaityti
ir/arba radyti i ta pacig atminties vieta. Kadangi visus pakeitimus gali atlikti tik tas
procesorius, kurio lokalioje atmintyje saugomi duomenys, tai nesunku kontroliuoti
duomeny mainus ir jy eiliSkuma (Grama, 2003).

5.2. Lygiagretieji kompiuteriai, skirti
plaéiam vartotojy ratui

Atsiradus Hyper-Threading technologijai bei daugiabranduoliniams procesoriams,
galima teigti, jog lygiagretieji algoritmai tapo neatsiejama kiekvieno kompiuterio
dalimi.

Hyper-Threading technologija (HT) atsirado apie 2002 metus naujuose Intel Xeon
procesoriuose (skirtuose serveriams ir darbo stotims). Buvo nustatyta, kad paprastas
procesorius darbo metu vidutiniSkai apkraunamas ne daugiau kaip 60 procenty. Siuo
tikslu Intel korporacijos inZinieriai naujos kartos procesoriuose jdiegé nauja
technologija, pavadinta Hyper-Threading. Sios technologijos esmé ta, kad i jprasta
procesoriy buvo integruotas papildomas valdymo jrenginys. Toks papildymas leidZia
operacinei sistemai vieng fizinj procesoriy matyti kaip du atskirus loginius
procesorius.

Dviprocesoringje (SMP — Symmetric Multi-Processor) sistemoje abu procesoriai
dirba su nuosava spartinanciagja atmintimi (cache) bei registrais, taciau turi bendra
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darbing (operatyving) atmintj. Kompiuteris, turintis procesoriy su Hyper-Threading
technologija bei su ta technologija galin¢ia dirbti sisteming plokSte, irgi yra
dviprocesoring sistema (virtuali). Procesorius su HT technologija fiziSkai yra vienas,
bet OS mato jj kaip du. Situacija paaiskinta 5.3 paveiksle.

Procesorius su

> .. Tradiciné Dviprocesoriné sistema
Hyper Threading technologija

———
T || vl v
Loginis I {.__ —
procesorius | [~ , ;
Procesoriaus | Procesoriaus Procesoriaus
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5.3 pav. HT procesorius ir dviprocesoring sistema

I klasikinio procesoriaus branduolj buvo jdétas dar vienas papildomas AS-1A32
Architectural State blokas (Valdymo Jrenginys). Sis blokas saugo registry basenas
(bendro naudojimo, valdanciy, APIC bei tarnybiniy). FaktiSkai pirmas VI plius
procesoriaus branduolys (Sakojimo prognozavimo blokai, ALU - sveikaskaitinio
skaiciavimo jrenginys, FPU — slankaus kablelio skai¢iavimo jrenginys ir kiti blokai)
sudaro pirma loginj procesoriy (LP1), o antras VI su tuo paciu branduoliu sudaro antra
loginj procesoriy (LP2). Kiekvienas loginis procesorius (LP) turi nuosava pertraukimy
kontroleri (APIC — Advanced Programmable Interrupt Controller), taciau abu loginiai
procesoriai dalinasi bendrais registrais ir spartinanciaja atmintimi (cache).

Dirbant su HT technologija galime gauti darbo paspartéjima, kai procesai naudoja
skirtingus procesoriaus blokus, arba kai jie skirtingai dirba su duomenimis, esanciais
operatyvioje atmintyje. Jei viena programa kazka skaiciuoja, naudodama lokalius
duomenis, o kita nuolat siuncia duomenis i§ atminties, tai bendras Siy programy
vykdymo laikas, naudojant HT, bus maZesnis, net jei Sios programos naudoja tuos
pacius procesoriaus blokus. Antros programos duomeny siuntimo iS operatyvios
atminties komandos gali bati vykdomos, kol pirma programa kaZka skai¢iuos. Testai
parodo, kad HT technologija leidzia iki 30% paspartinti kompiuterio darba, efektyviau
naudodama procesoriaus pajégumus.
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Nuo 2006 mety mikroprocesoriy gamintojai sitalo daugiabranduolinius
procesorius, prieinamus paprastam vartotojui. Siuo metu tiek Intel, tiek AMD
korporacijos paprastam vartotojui sitlo vienbranduolinius, dvibranduolinius ir
keturbranduolinius procesorius. Kai kurie daugiabranduoliniai Intel procesoriai turi ir
HT technologija, tuomet virtualiy procesoriy skiaicius padvigubéja.

Kompiuteriai su dugiabranduoliniais procesoriais, kaip ir daugiaprocesoriniai
kompiuteriai, priklauso SMP (Symmetric Multi Processing) tipui. SMP kompiuteriai
tai tokie kompiuteriai, kurie turi du arba daugiau identiSky procesoriy, sujungty bendra
sistemine magistrale ir naudojanciy bendra operatyviaja atmint;.

Kadangi daugiabranduoliniai procesoriai tapo prieinami paprastam vartotojui,
lygiagretieji skaic¢iavimai ir lygiagretieji algoritmai pasidaré aktualts ne tik dirbant su
superkompiuteriais, bet ir atliekant skaiciavimus, naudojant paprastus personalinius
kompiuterius.

5.3. Lygiagretieji algoritmai

Lygiagretusis algoritmas sudaromas visa uzduotj iSskaidant j smulkesnes dalis ir
paskirstant jas spresti keliems procesoriams. Optimizuodami lygiagreciuosius
algoritmus, siekiame darbg tolygiai paskirstyti skirtingiems procesoriams, minimizuoti
duomeny perdavimo tarp procesoriy kaStus bei pritaikyti skaiciavimus kompiuterio
tipui bei architektarai.

Esminiai klausimali, j kuriuos reikia atsakyti kuriant lygiagrety;jj algoritma:

1. Kaip iSskaidyti uzdavinj j nepriklausomas uzduotis?

2. Kokio dydZio uzduotis pasirinkti?

3. Kiek reikia procesoriy, kad uZdavinj iSsprestume greiciausiai?
4. Kaip paskirstyti uzduotis tarp procesoriy?

Sudarydami bet kokj lygiagretyjj algoritma, pirmiausia turime i3skirti
nepriklausomas uZduotis, kurias skirtingi procesoriai gali spresti tuo paciu metu. Kuo
didesnis yra tokiy uzduociy skaicius, tuo daugiau procesoriy galime panaudoti
uzdaviniui spresti ir tolygiau paskirstyti darba tarp visy procesoriy.

UZduociy paskirstymas procesoriams gali bati atliekamas dviem badais:

1. Pirmasis budas — statiSkas paskirstymas skaiciavimo pradzioje, pasinaudojant
informacija apie uZzduociy sudétinguma ir procesoriy greitaeigiSkuma.

2. Antrasis budas— dinamiSkas darbo paskirstymas skai¢iavimo eigoje
naudojamas tada, kai uZduociy sudétingumas yra kintamas ar neprognozuojamas
ir procesoriy greitaeigiSkumas gali keistis skai¢iavimo metu. Tokiuose
algoritmuose realizuojamas atskiras darbo perskirstymo mechanizmas (Ciegis,
2005).
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Lygiagreciyju algoritmy realizavimo badai

Lygiagreciasias programas galima kurti jvairiais btdais, taciau yra keli
populiariausi lygiagreciyjy programy kiirimo standartai:

1. MPI (Message Passing Interface) biblioteka leidZia sukurti lygiagreciaja
programa, papildant nuosekly algoritma darbo paskirstymo ir duomeny valdymo
komandomis. MPI biblioteka organizuoja bendravima tarp procesoriy Zinuciy
(message) pagalba. Sis lygiagre¢iyjy programy kiarimo badas yra daugiau
tinkamas dirbant su paskirstytos atminties kompiuteriais arba su kompiuteriy
klasteriais.

2. OpenMP standartas Siuo metu yra vienas populiariausiy lygiagreciyjy
kompiuteriy su bendraja atmintimi programavimo bady. Kuriant lygiagreciaja
programa naudojantis Sia biblioteka, kaip pagrindas imama nuoseklioji programa,
kuri palaipsniui yra lygiagretinama skirtingose programos kodo vietose, jterpiant
atitinkamas direktyvas (Quinn, 2004).

Tiek MPI tiek OpenMP standartai yra naudojami profesionaliose programavimo
kalbose (Fortran (77, 90 ir 95), C bei C++).

—\
J \

Pagrindini
srautas

Lygiagrecios sritys
5.4 pav. OpenMP programos vykdymas. Srautai

Kuriant lygiagreciaja programa, naudojantis OpenMP standartu, visas programos
tekstas suskaldomas j nuosekligsias ir lygiagreciasias sritis. Programos vykdymo
pradzioje sukuriamas pagrindinis srautas (srautas-Seimininkas), Kkuris pradeda
programos vykdyma. Tik pagrindinis srautas vykdo visas nuosekliagsias programos
sritis. Pradedant vykdyti lygiagreciaja sritj, sukuriami papildomi srautai. Po suk@rimo
kiekvienas srautas gauna unikaly numerj (pagrindinis srautas visada turi numerj 0).
Visi srautai vykdo tam tikrg lygiagreciosios srities kodg. Pasibaigus lygiagreciajai
sriciai, pagrindinis srautas perima valdyma ir toliau tik jis tesia darba (5.4 pav.).

Lygiagreciojoje srityje visi programos kintamieji skirstomi j dvi klases: globaltis
(shared) ir lokalas (private). Globalus kintamasis yra tiktai vienas visoje programoje,
ir visi srautai gali pasiekti ji tuo paciu vardu. Lokalus kintamasis turi savo atskira
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egzemplioriy kiekviename sraute. Jei vienas srautas pakeicia lokalaus kintamojo
reikSme, tai kitame sraute ji nepakinta.

Kuriant lygiagreciaja programa, naudojantis MPI standartu, turi bati apraSomi
veiksmai, kuriuos turi atlikti kompiuteris—Seimininkas (Sis kompiuteris atlieka
valdymo funkcija; daZniausiai jis paskirsto uzduotis tarp kompiuteriy—darbininky,
kontroliuoja uzduociy atlikima, o pabaigoje surenka rezultatus), ir veiksmai, kuriuos
atlieka kompiuteriai-darbininkai. Taipogi lygiagrecioje programoje turi bati
numatytas bendravimas tarp kompiuteriy. Bendravimas yra organizuojamas Zinuciy
principu, kai vienas kompiuteris persiuncia kitam reikiamus duomenis.

Lygiagrec¢iyjy algoritmy naudojimas leidZia Zenkliai paspartinti skaiciavimus.
OpenMP standartas leidZia kurti lygiagrecias programas, kurias galima vykdyti placiai
paplitusiuose daugiabranduoliniuose ir daugiaprocesoriniuose kompiuteriuose.
Programos, sukurtos naudojantis MPI standartu leidZia atlikti skaiciavimus
kompiuteriy klasteriuose, naudojant daug kompiuteriy, sujungty j tinkla.

Lygiagretas skaiciavimai buvo placiai taikomi atliekant inZinerinio uzdavinio
optimizavima (lvanikovas, 2009).

5.4. Hyper-Threading technologijos naudojimo ypatumai

Pradedant darbus su daugiaprocesoriniais kompiuteriais buvo atliktas Hyper-
Threading technologijos tyrimas. Buvo nagrinéjama technologijos jtaka dirbant su
uzdaviniais, intensyviai naudojanciais operatyviaja atmintj. Dirbant su tokiais
uzdaviniais pagrindinis faktorius, jtakojantis darbo greitj, yra operatyvios atminties
sparta. Skaic¢iavimams naudojant SMP sistemas, atminties grei¢io jtaka uzduoties
sprendimo greiciui tampa dar didesné. Hyper-Threading technologija leidZia
operacinei sistemai dirbti su vienu fiziniu procesoriumi kaip su dviem loginiais
procesoriais (lvanikovas, 2005). Tai leidZia padidinti lygiagreciyjy srauty skaiéiy ir
pagreitinti programos veikima, optimizuojant techninés jrangos darba. Norint patikrinti
Hyper-Threading technologijos galimybes, dirbant su uZdaviniais, intensyviai
naudojanciais operatyviaja atmintj, buvo pasirinktas Silumos laidumo uZdavinys.
Siame skyriuje pateikiami atlikto tyrimo rezultatai ir parodoma, kaip Hyper-Threading
technologija leidzZia efektyviau iSnaudoti SMP sistemy galimybes, dirbant su dideliais
duomeny masyvais.

5.4.1. Darbo su dideliais duomeny masyvais, naudojant SMP
sistemas, ypatumai

Operatyvios atminties darbo greitis yra Zymiai maZesnis, negu procesoriaus darbo
greitis. Todél netgi vienbranduoliniuose kompiuteriuose procesoriui kartais tenka
laukti, kol reikalingi duomenys bus paimti i$ operatyvios atminties. Dirbant su SMP
sistemomis situacija gali dar pablogéti. Kadangi, kai vienas procesorius dirba su
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operatyviaja atmintimi, Kiti turi laukti eiléje. Galima situacija, kai keli procesoriai liks
be darbo, kol lauks savo eilés pasiekti operatyviaja atminti. Pasidalintos atminties
(NUMA - Non-Uniform Memory Architecture) lygiagretieji kompiuteriai tokiy
problemy neturi, taciau Sios sistemos yra Zymiai brangesnés ir ne taip paplitusios, kaip
bendros atminties (UMA — Uniform Memory Architecture) SMP sistemos.

Straipsnyje (Ivanikovas, 2005) buvo parodyta, kad papildomy srauty naudojimas,
dirbant su HT technologija ir atliekant paprastus skaic¢iavimus (slankaus kablelio
operacijos, sveikaskaitiniai skaic¢iavimai), leidZzia tik nezymiai pagreitinti
skai¢iavimus. Taciau, kai atliekami skirtingo pobadZio darbai (pvz. skaiciavimas ir
darbas su operatyvigja atmintimi), HT technologijos naudojimas leidZia pasiekti
geresniy rezultaty.

Lygiagrec¢iosios programos karimui buvo naudojamas OpenMP standartas.
Programos buvo testuojamos naudojant kompiuterj su Pentium 4 HT procesoriumi
(Pentium 4 HT 3.2GHz, 512 KB L2 cache, 512 MB RAM) ir serverj su dviem Xeon
procesoriais (Dual Xeon 3.2 GHz, 1 MB L2 cache, 2GB RAM). Intel Xeon
procesoriai irgi turi HT technologija, todé¢l Siuo atveju buvo galima dirbti su 4
lygiagreciais srautais.

Vertinant algoritmo pagreitéjima ir efektyvuma buvo naudojami tokie kriterijai:

e T-T .
Programos pagreitéjimas: S, =%;Algorltmo efektyvumas: E = Tfl_ :
1 p p

¢ia p yra naudojamy srauty kiekis, T, —nuoseklios programos vykdymo laikas ir T, -

lygiagreciosios ~ programos  vykdymo  laikas  dirbant su p  srauty
(Scott, 2005).

5.4.2. Testinio uzdavinio formulavimas

Tiriant Hyper-Threading technologijos galimybes, dirbant su uZdaviniais,
intensyviai naudojanciais operatyviaja atmintj, buvo pasirinktas Silumos laidumo
uzdavinys. Tai placiai naudojamas uzdavinys, kurio ypatumas yra didelis apdorojamy
duomeny kiekis. Tyrimui buvo pasirinktas uzdavinio variantas, kai skai¢iuojama
plokscios staciakampés plokstelés temperatara, kai plokstelé yra Sildoma i$ krasty.
UZdavinio sprendimui buvo naudojamas baigtiniy skirtumy metodas. Ploksteléje buvo
apibréZziamas diskretus tinklelis:

W ={(x;, y;): xi =ih, y;=jh,0<i,j< N},
kur N yra stulpeliy ir eilu¢iy skai¢ius matricoje wy, , h = 1/N yra tinklelio Zingsnis.
Temperattros reikSmés U;; = U( x, y; ) yra skaic¢iuojamos tik tinklelio mazguose.
Matricos wi, dydis yra (N + 1)°.
Tinklelio mazgo reikSmés apskaic¢iavimui naudojami keturi Salia esantys tinklelio
mazgai (i$ virSaus, i$ apacios, i$ kairés ir i$ deSinés). Gauname tiesiniy lygéiy sistema:
Uij = (Uigj + Uirgj + Ujjr + Ujjer) /4, 1< 1) < N-1.
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Krastiniy mazgy reikSmeés yra paimamos is salygos.
Pateikiama (N - 1)° tiesiniy lygéiy sistema yra sprendZiama naudojant Jacobi
iteracini metoda. Pirmiausia pasirenkamos startines reikSmeés Ui?. Tuomet iteracinis

procesas kartojamas tol, kol dviejy iteracijy reikSmés gaunamos pakankamai panasios.
Iteracijy kiekis proporcingas tinklelio mazgy kiekiui O (N?) (Gloub, 1996). Siam
uzdaviniui atlikti reikalingi gana paprasti skai¢iavimai, taciau reikia apdoroti didelj
duomeny kiekj, todél Sis uzdavinys intensyviai naudoja operatyviaja atmint;.

Vykdant programa tie patys skaic¢iavimai atlieckami su visais duomenimis. Todél
mes galime iSlygiagretinti algoritmg padalinant tinklelio mazgus tarp procesoriy (5.5
paveikslas). Kiekvienas procesorius gauna savo matricos dalj ir atlieka skaiciavimus
tik su jam priklausanciais duomenimis. Po kiekvienos iteracijos kaimyniniai
procesoriai apsikeicia kraStiniy tinklo mazgy reikSmémis ir tgsia skaiciavimus.
Lygiagreciojo algoritmo schema yra pateikiama 5.1 lenteléje.

5.1 lentelé. Lygiagreciojo algoritmo schema

1. Nustatomi pradiniai parametrai: srauty kiekis, matricos dydis (N), tikslumas, ir
krastinés salygos.
2. Inicializuojamas OpenMP:
#pragma omp parallel
3. Kiekvienas srautas apibrézia savo pradinés matricos wy dali Uj; .
4. paklaida = 2*tikslumas; e = N / srauty kiekis + 2.
5. Kiekvienas srautas apskaiciuoja savo matricos dalj:
while(maxpaklaida > tikslumas)
for(i=1;i<(e-1);i++)
for(j=1;j<(N+1);j++)
Ujj = (Ui + Uisgj + Ujja + Uijer ) /4,
6. Kiekvienas srautas randa paklaida, apskai¢iuodamas didZiausia skirtuma tarp Uj;
reikSmiy pries tai buvusioje ir esamoje iteracijoje.
7. Apskaigiuojama maksimali visy srauty paklaida. Sis skai¢iavimas yra atliekamas
tiktai vieno srauto:
maxpaklaida=0.0;
for(i=0;i<sraty kiekis;i++)
if (my_ID = =) if (maxpaklaida<paklaida)
{#pragma omp critical
maxpaklaida=paklaida;}
8. Srautai apsikeicia kraStiniy mazgy reikSmemis Uj;.
9. Jei norimas tikslumas néra pasiektas, kartojami iteraciniai Zingsniai nuo 4 iki 7.
10. Matricos w, dalys, apskai¢iuotos skirtingose procesoriuose, yra surenkamos j

vieng masyva.
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5.5 pav. Tinklelio mazgy paskirstymas tarp procesoriy

5.4.3. Hyper-Threading technologijos testavimo rezultatai

Dirbant kompiuteriu su Pentium 4 HT procesoriumi, buvo atlikti bandymai su
nuoseklia programa ir su lygiagreciaja programa, naudojant du srautus. Testai parodé,
kad, naudojant du srautus, mes galime pagreitinti skaic¢iavimus iki 37%, dirbant su
mazesniu duomeny Kiekiu ir iki 30%, dirbant su dideliu duomeny kiekiu (5.6
paveikslas).

Programos pagreitéjimas Algoritmo efektyvumas
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5.6 pav. Programos pagreitéjimas ir algoritmo efektyvumas
(N yra matricos wh, eiluciy ir stulpeliy skaicius)

Tokiu btudu, dirbant su vienprocesorine sistema su HT technologija, mes galime
pagreitinti skaiciavimus, sukuriant papildomus lygiagrecius srautus ir efektyviau
naudojant kompiuterio aparatinius resursus. Pateikiamuose grafikuose (5.6 paveikslas)
matomi keli maksimumai. Siy maksimumy atsiradimo priezastis yra spartinanciosios
atminties naudojimo ypatumai ir Sios atminties dydZio ribojimai. Toks pat efektas
atsiranda dirbant su dviprocesorine SMP sistema.

Dirbant su dviprocesoriniu serveriu, buvo atlikti bandymai su nuoseklia programa
ir su lygiagreciaja programa, naudojant du, tris ir keturis srautus. Bandymy mety buvo
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matuojami programos vykdymo laikai. Testy rezultatai abiems kompiuteriams yra
pateikiami 5.2 lenteléje

5.2 lentelé. Programy vykdymo laikai (sek)

Pentium 4 HT Dual Xeon Server
i D i i i
100 0,593 0,594 0,688 0,5 0,313 0,204
200 1,891 1,297 2,266 1,062 0,891 0,735
300 4,578 2,89 5,203 2,469 2,344 1,687
400 7,563 5,078 13,813 4,391 3,891 2,234
500 11,437 9,328 25,844 8,563 8,171 5,484
600 17,484 11,297 36,031 16,015 13,203 9,906
700 22,579 18,782 53,281 23,312 19,203 14,531
900 39,156 26,157 80,204 36,907 31,172 25,5
1100 62,047 44,313 138,25 58,469 46,437 33,204
1300 91,391 67,641 198,515 84,25 65,625 54,579
1500 129,422 98,234 258,047 115,063 90,609 74,063
1700 176,188 127,907 331,203 143,891 120,391 100,063
2000 264,078 193,281 424,843 192,719 167,922 158,562
3000 756,266 542,281 1028,484 514,813 419,312 358,125

N yra matricos w, eiluéiy ir stulpeliy skaicius.

Testai parode, kad, dirbant su SMP sistema, nuosekli programa yra neefektyvi. Ta
pati programa su tais paciais duomenimis veiké greiciau, dirbant su vienprocesoriniu
kompiuteriu. Dirbant su dviem srautais, skaiciavimai pagreitéja iki 68% (5.7
paveikslas). Tokiu btudu didindami srauty skaic¢iy mes padidiname SMP sistemos
darbo efektyvuma. Taciau ir dirbant su dviem srautais, programos vykdymo laikas,
naudojant dviprocesoring sistema yra palyginamas su programos vykdymo laiku,
naudojant vienpocesorinj kompiuter;.

Naudojant Hyper-Threading technologija mes galime didinti lygiagreciy srauty
kiekj iki 4. Taigi dirbant su trim srautais, programos pagreitéjimas siekia 72%, o
dirbant su 4 srautais, programos pagreitéjimas siekia 84% (5.7 paveikslas).

Dirbant su dviem srautais, gaunamas algoritmo efektyvumas didesnis uz 1 (5.8
paveikslas). Tai reiSkia, kad, naudojant du srautus, pagreitéjima lemia ne tik
skai¢iavimo resursai, bet ir operatyvios atminties darbo optimizavimas. PanaSas
rezultatai buvo pateikiami (Grant, 2007). Dirbant su maZesniu duomeny kiekiu
operatyvios atminties darbo optimizavimo efektas yra pakankamai didelis.

Naudojant daugiau negu 2 lygiagrecius srautus, mes jau nebeturime atskiry
procesoriy, kurie galéty Siuos srautus apdoroti (sistema turi tik du fizinius
procesorius), taciau mes gauname programos pagreitéjima. Testai parodé, kad trijy
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srauty naudojimas yra maziau efektyvus, negu darbas su 4 srautais. Norint gauti
geresnius rezultatus, srauty kiekis, dirbant su SMP sistema, turi bati lyginis. Toks
srauty kiekis salygojamas HT technologijos ypatumais. Kadangi kiekvienas fizinis
procesorius yra padalinamas j du loginius procesorius, tai, norint optimizuoti visy
procesoriy darba, tenka naudoti lyginj srauty skaic¢iy. Dirbant su 4 srautais yra
apkraunami visi 4 loginiai procesoriai, todél ir programos pagreitéjimas yra didesnis.

Dirbant su maZesniu duomeny kiekiu, algoritmo efektyvumas, naudojant 4 srautus
kartais yra didesnis, negu naudojant 3 srautus (N = 500). Dirbant su 3 arba 4 srautais,
algoritmo efektyvumas daugumoje atvejy yra mazesnis uz 1 (5.8 paveikslas), todél
galima padaryti iSvadg, kad Siuo atveju operatyvioji atmintis jau naudojama
pakankamai efektyviai.

Programos pagreitéjimas
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5.7 pav. Programos pagreitéjimas
Algoritmo efektyvumas
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Galima pastebéti, jog programos pagreitéjimas sumazéja didéjant N. Sis efektas
atsiranda dél operatyvios atminties jtakos. Didéjant N, operatyvios atminties jtaka
skai¢iavimams yra maZesné. Didelems N (N>5000) reikSméms programos
pagreitéjimo reikSmé nustoja mazéti ir stabilizuojasi.

Tiek programos pagreitéjimas, tiek algoritmo efektyvumas auga iki N=500, o po
to pradeda mazéti. Sis efektas atsiranda dél spartinanciosios atminties jtakos.
Kiekvienas sistemos procesorius turi 1IMB spartinanciosios atminties. Bendras
spartinanciosios atminties dydis dviem procesoriams yra 2MB. Dirbant su realiaisiais
skaiciais (double formatas C kalboje naudoja 8 baitus) 500x500 elementy matrica
uzims mazdaug 2MB atminties. Tai yra didZiausia matrica, kuri telpa j 2MB
spartinanciaja atmintine. Dirbant su tokio dydZio arba maZesniais duomeny masyvais,
operatyvios atminties naudojimas turi bati minimalus. Spartinanciosios atminties
naudojimo ypatumai salygoja ir lokalius maksimumus grafikuose 5.7 ir 5.8
paveiksluose. Maksimumai matomi, kai N yra nuo 1000 iki 1200. 1000 yra 500
kartotinis, todél galima Sio maksimumo atsiradimo prieZastis yra spartinanciosios
atminties jtaka.

Panasiai, ir dirbant su vienprocesorine sistema, mes turé¢jome maksimumus, kai N
buvo lygus 300, 600 ir 900. Dirbant su didesniais duomeny masyvais, padidéja
operatyvios atminties jtaka ir spartinanciosios atmintinés poveikis tampa santykinai
nezymus. Todél mes neturime maksimumy esant didesnéms N reikSmems.

5.5. Lygiagre€iojo SAMANN algoritmo realizacija

Naudojant jprastus algoritmus, SAMANN tinklo mokymas reikalauja dideliy
skai¢iuojamyjy resursy ir uzima daug laiko (de Ridder, 1997). Vienas i§ budy
pagreitinti neuroninio tinklo mokyma yra lygiagreciyjy skaic¢iavimy taikymas.

Vizualizuojant daugiamacius duomenis j plokStuma, SAMANN neuroninis tinklas
turi du iSéjimo neuronus. Tuomet, mokant neuronin;j tinkla, ji galima padalinti j dvi
dalis (bendruoju atveju neuroninj tinkla galima dalinti ir j daugiau daliy). Kiekvienas
tinklo sluoksnis yra padalinamas j lygias arba beveik lygias dalis. Tuomet neuroninio
tinklo mokymo procesa galima iSlygiagretinti pritaikant jj bendros atminties
kompiuteriams. Kadangi daugiabranduoliniai procesoriai Siuo metu yra labai paplite,
sitlomas lygiagretusis tinklo mokymo algoritmas leis pagreitinti SAMANN tinklo
mokyma, dirbant su paprastu kompiuteriu, turin¢iu daugiabranduolinj procesoriy.

Lygiagretinant SAMANN mokymo algoritma, buvo naudojamas OpenMP
programavimo standartas. Lygiagretusis algoritmas naudoja du srautus, atliekant
neuroninio tinklo mokyma. Tinklo mokymo procesas padalinamas j dvi dalis:
pradZioje vienas srautas atlieka duomeny jvedimg, taSky normavima, pradinj tinklo
svoriy nustatyma; tolimesni veiksmai (tinklo reikSmiy skaic¢iavimas, svoriy
atnaujinimas) yra atliekami lygiagreciai dviem srautais. Tokiu baidu lygiagretinamas
yra pats tinklo mokymo procesas. Kiekvienas i$ dviejy naudojamy procesoriy dirba tik
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su savo neuroninio tinklo dalimi. Sis algoritmas, skirtingai nuo darbe (Medvedev, 2004)
sialomo algoritmo, lygiagreciai atlieka neuroninio tinklo mokyma. Darbe (Medvedev,
2004) lygiagreciai yra mokomi keli skirtingi neuroniniai tinklai.
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5.9 pav. SAMANN lygiagreciojo algoritmo schema

Mokant  neuroninj  tinkla,  d-maciai  taSkai  pateikiami  poromis
X, X)), i,j=1,2,...m,i#j , kur m yra bendras mokymo imties taSky skaicius.
Lygiagreciojo algoritmo atveju kiekvienas taSkas pateikiamas atskiram procesoriui, ir
tinklo reikSmeés yra skaic¢iuojamos lygiagreciai. Toliau tinklo svoriai yra atnaujinami,
naudojant klaidos sklidimo atgal algoritmg. Svoriy atnaujinimas atliekamas irgi
lygiagreciai. Kiekvienas procesorius perskaiciuoja tik savo tinklo dalies svorius.
Skaic¢iavimy duomenys yra sinchronizuojami po tinklo reikSmiy skaic¢iavimo ir po
kiekvieno tinklo sluoksnio svoriy atnaujinimo. Neuroninis tinklas yra apmokomas
naudojant tam tikra mokymo iteracijy skaiciy.

Dél duomeny sinchronizavimo pasitilytas algoritmas yra neefektyvus, dirbant su
mazu neuroniniu tinklu arba su nedidelés dimensijos duomeny aibe. Taipogi S$is
algoritmas néra tinkamas paskirstytos atminties kompiuteriams dél dideliy duomeny
persiuntimo kasty.
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Eksperimentams su naujuoju algoritmu buvo pasirinktos dvi duomeny aibés:
1. Irisy duomeny aibé (4-maciai taskai) (Fisher, 1936).

2. Sonaro duomeny aibé (Gorman, 1988). Tai yra reali duomeny aibé¢, sudaryta is
208 60-maciy tasky. Sioje aibéje yra 2 klasés: pirmoje klaséje yra 111 taky
(Siai klasei priklauso taSkai, gaunami sonaro signalui atsispindint nuo
metalinio cilindro), antroje klas¢je yra 97 taskai (Siai klasei priklauso taskai,
gaunami sonaro signalui atsispindint nuo uoly).

Algoritmo tyrimui buvo naudojamas tiesioginio sklidimo dirbtinis neuroninis
tinklas su vienu pasléptu sluoksniu ir dviem iS¢jimo neuronais (d = 2). Visuose
eksperimentuose buvo naudojami tie patys neuroninio tinklo pradiniai svoriai. Dirbant
su irisy duomeny aibe buvo naudojami tokie tinklo parametrai: paslépto sluoksnio
neurony skai¢ius n,=20, mokymosi parametras h=0,5, momentum reikSme¢ 0,05.
Dirbant su sonaro duomeny aibe, paslépto sluoksnio neurony skaicius buvo keiciamas
(n,=500), o visi kiti parametrai buvo naudojami tie patys.
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5.10 pav. Duomeny projekcijos paklaidos priklausomybé nuo skaic¢iavimo laiko irisy
duomeny aibei.

Atliekant eksperimentus, lygiagreciojo algoritmo rezultatai buvo lyginami su
nuoseklaus algoritmo rezultatais. Tiriant algoritmy veikima, buvo matuojami
analizuojamy duomeny projekcijos paklaidos ir programy vykdymo laikai.
Skaic¢iavimams buvo naudojamas kompiuteris su Dual Xeon dvibranduoliniu
procesoriumi. Rezultatai, gauti dirbant su irisy duomeny aibe, yra pateikiami 5.10
paveiksle ir 5.3 lenteléje. Lentelés paskutiniame stulpelyje pateikiamas lygiagretaus
algoritmo vykdymo laiko ir nuoseklaus algoritmo vykdymo laiko santykis. Dirbant su
irisy duomeny aibe, lygiagretusis algoritmas dirba léciau uz nuoseklyjj, tai yra
mazesné projekcijos paklaida gaunama greiciau naudojant nuoseklyji algoritma. Taip
atsitinka del to, kad apmokant neuroninj tinkla 4-maciais irisy duomenimis, duomeny
sinchronizavimo kaStai yra pakankamai dideli. Dirbant su mazos dimensijos
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duomenimis ir naudojant nedidelj neuroninj tinkla, skaiciavimy kiekis kiekviename
neuroninio tinklo mokymo Zingsnyje yra pakankamai mazas, tod¢l laiko sanaudos
duomeny sinchronizavimui yra santykinai didelés.

5.3 lentelé. Programy vykdymo laikai ir jy santykis, dirbant su 1 duomeny aibe

Mokymosi . Nuoseklaus algoritmo | Lygiagretaus algoritmo .
iteracijoz numeris Paklaida vykdymo Iaikgs (sek) \X?kdgymo Iaika% (sek) Santykis
2000 0,026057 450 531 1,178
4000 0,025867 901 1062 1,179
6000 0,025770 1351 1598 1,183
8000 0,025661 1805 2133 1,182
10000 0,025497 2255 2670 1,184
12000 0,025192 2705 3204 1,184
14000 0,024429 3157 3738 1,184
16000 0,006443 3609 4274 1,184
18000 0,005801 4059 4814 1,186
20000 0,005712 4512 5349 1,185
22000 0,005696 4963 5882 1,185
24000 0,005688 5415 6413 1,184
26000 0,005682 5865 6947 1,184
28000 0,005676 6316 7481 1,185
30000 0,005671 6768 8017 1,185
32000 0,005666 7218 8569 1,187
34000 0,005661 7670 9109 1,188
36000 0,005657 8121 9648 1,188
38000 0,005653 8572 10187 1,188
40000 0,005649 9024 10734 1,190
42000 0,005646 9475 11280 1,191
44000 0,005642 9926 11825 1,191
46000 0,005639 10377 12366 1,192
48000 0,005635 10828 12904 1,192

Atlikus eksperimentus su sonaro duomeny aibe, gauname kitus rezultatus. Siuo
atveju lygiagretusis algoritmas dirba greiciau uz nuoseklyjj. Dirbant su 60-maciais
duomeny taskais ir turint 500 neurony pasléptame sluoksnyje, skai¢iavimy apimtis
kiekviename neuroninio tinklo mokymo Zingsnyje yra pakankamai didelé. Todél
lygiagreciojo algoritmo efektyvumas padidéja. Rezultatai, gauti dirbant su sonaro
duomeny aibe, yra pateikiami 5.11 paveiksle ir 5.4 lentel¢je. Lentelés paskutiniame
stulpelyje pateikiamas lygiagretaus algoritmo vykdymo laiko ir nuoseklaus algoritmo
vykdymo laiko santykis. Matome, kad lygiagretusis algoritmas veikia apie 20%
greiciau, negu nuoseklusis. Dirbant su didelés dimensijos duomeny aibe arba turint
daug neurony pasléptame neuroninio tinklo sluoksnyje, pasitlytas lygiagretusis
algoritmas tampa efektyvus.

Irisy duomeny aibés vizualizavimo rezultatas pateikiamas 5.12 paveiksle.
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5.11 pav. Duomeny projekcijos paklaidos priklausomybé nuo skaic¢iavimo laiko
sonaro duomeny aibei.

5.4 lentelé. Programy vykdymo laikai ir jy santykis, dirbant su 2 duomeny aibe

Mokymosi . Nuoseklaus algoritmo Lygiagretaus algoritmo .
iteracionrr?umeris Paklaida vykdymo Iaikgs (sek) \X?kd?/mo Iaika% (sek) Santykis
4 0,8494 2274 1883 0,828
8 0,7241 4081 3402 0,834
12 0,5841 5900 4898 0,830
16 0,4439 7717 6388 0,828
20 0,3234 9519 7874 0,827
24 0,2326 11337 9351 0,825
28 0,1692 13170 10846 0,824
32 0,1262 14973 12390 0,827
36 0,0968 16775 13852 0,826
40 0,0763 18579 15373 0,827
44 0,0615 20396 16853 0,826
48 0,0506 22211 18318 0,825
52 0,0423 24018 19770 0,823
56 0,0358 25823 21177 0,820
60 0,0307 27633 22577 0,817
64 0,0265 29433 23955 0,814
68 0,0230 31234 25360 0,812
72 0,0201 33038 26727 0,809
76 0,0176 34833 28099 0,807
80 0,0155 36640 29475 0,804
84 0,0137 38433 30879 0,803
88 0,0121 40226 32250 0,802
92 0,0107 42016 33668 0,801
96 0,0095 43809 35079 0,801
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5.12 pav. Irisy duomeny aibés projekcija i plokStuma, naudojant SAMANN tinkla.

5.6. ISvados

Siame skyriuje yra pateikiamos pagrindinés lygiagre¢iojo skai¢iavimo idéjos,
apzvelgiami  lygiagre¢iyjy =~ kompiuteriy  tipai.  ApZvelgiamos  Siuolaikinés
daugiaprocesorinés ir daugiabranduolinés sistemos, prieinamos paprastam vartotojui.
Parodoma, kad lygiagretieji skaiciavimai tapo neatsiejama kompiuterinés technikos
panaudojimo sritimi.

Siame skyriuje pateikiama Hyper-Threading technologijos apzvalga ir 3ios
technologijos tyrimas, dirbant su uZduotimis, intensyviai naudojanciomis operatyviaja
atmintj. Eksperimentams buvo naudojamas personalinis kompiuteris  su
vienbranduoliniu Pentium 4 HT procesoriumi ir dviprocesorinis Xeon serveris. Hyper-
Threading technologija leido dirbti su dviem srautais, naudojant vienbranduolinj
procesoriy ir su keturiais srautais, naudojant dviprocesorinj serverj. Testai parodé, kad
Hyper-Threading technologija leidZia pagreitinti vienprocesorinés sistemos darba iki
30%, optimizuojant operatyviosios atminties veikimg. Dirbant su daugiaprocesorine
SMP sistema, net naudojant du srautus, programos vykdymo laikas yra palyginamas
su vienprocesorinés sistemos rezultatu (naudojamy procesoriy parametrai yra
panasus). HT technologija leidZia pagreitinti programos vykdyma iki 85% ir
efektyviau iSnaudoti procesoriaus resursus.

Dirbant su dviem loginiais procesoriais vietoj vieno galima padidinti sistemos
darbo efektyvuma ir dalinai iSspresti bendros atminties naudojimo problema. Kol
vienas loginis procesorius atlieka skaiciavimus, kitas gali dirbti su operatyviaja
atmintimi.

Pasitalyta lygiagrecioji SAMANN neuroninio tinklo mokymo algoritmo
realizacija, kuri atlieka neuroninio tinklo mokyma, padalinus jj j kelias dalis. Si
realizacija leidZia greic¢iau apmokyti neuroninj tinkla, dirbant su didelés dimensijos
duomeny aibémis. Pasitlyta realizacija yra neefektyvi, dirbant su Hyper-Threading
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technologija, taciau ji parodo gerus rezultatus dirbant SMP sistemomis. Lygiagreciojo
algoritmo naudojimas, dirbant su maZzesnés dimensijos duomenimis, yra neefektyvus.
Taciau dirbant su mazesnés dimensijos duomenimis, mes galime apmokyti neuroninj
tinkla ir naudojant jprasta nuosekly algoritma. Tuo tarpu, dirbant su didelés dimensijos
duomeny aibém, mokymosi procesas yra labai létas ir gali trokti deSimtys valandy.
Siuo atveju tikslinga naudoti pasitilyta lygiagretyjj algoritma, kuris leidzia pagreitinti
tinklo mokyma.



Bendrosios iSvados

1. Analizuojant SAMANN neuroninio tinklo mokymo be mokytojo ,klaidos
sklidimo atgal“ algoritma, nustatyta, kaip projekcijos paklaida ir tinklo mokymo
konvergavimas priklauso nuo pasirinkty parametry reikSmiy. Vienas i§ parametry,
jitakojanciy neuroninio tinklo mokymasi, yra neurony sigmoidinés aktyvacijos
funkcijos nuolydzZio parametras. DaZniausiai Sio parametro reikSmé imama lygi 1.
Taciau eksperimentai parodé, kad, naudojant didesne neurony aktyvacijos funkcijos
nuolydzio parametro reikSmg, pavyksta greic¢iau pasiekti gerus vizualizavimo
rezultatus.

2. Nustatyta, kad optimali SAMANN tinklo neurony aktyvacijos funkcijos
nuolydZio parametro reikSmé yra intervale (10;30). Pasirenkant tokias aktyvacijos
funkcijos nuolydzZio parametro reikSmes, galima Zymiai sumaZinti skaiciavimy trukme
(iki 3-5 ir net daugiau karty) ir gauti gerus vizualizavimo rezultatus per trumpesn; laika,
esant fiksuotam mokymo iteracijy skaiciui.

3. Eksperimentai parodé, kad galima rasti toki analizuojamos duomeny aibés
poaibj, kuriuo mokant SAMANN tinkla, maZesnés projekcijos paklaidos gaunamos
greiciau, negu tinklo mokymui naudojant visus aibés taskus.

4. Buvo pasiulytas SAMANN tinklo mokymosi aibés sudarymo metodas,
grindZziamas analizuojamos duomeny aibés klasterizavimu. Naudojantis Siuo metodu
galima sukonstruoti tokig neuroninio tinklo mokymao aibe, kad tinklas mokysis Zymiai
greiciau (daugiau negu 5 kartus greiciau), negu naudojant visa analizuojama duomeny
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aibe, o projekcijos paklaida bus neblogesné uz projekcijos paklaida, gaunama mokant
neuroninj tinklg visa analizuojama duomeny aibe.

5. Atlikti eksperimentai parodé, kad, naudojant pasitlyta SAMANN tinklo
mokymo aibés sudarymo strategija, galima analizuoti Zymiai didesnés (daugiau negu
10 karty didesnés) apimties duomeny aibes, negu mokant tinkla visa analizuojama
duomeny aibe.

6. IStirtos galimybés tinklo mokymui naudoti daugiaprocesorines sistemas ir
Hyper-Threading technologija. Atliktas HT technologijos tyrimas parodé, kad ji
leidZia  efektyviau iSnaudoti ~ kompiuterio  resursus, ypa¢ dirbant su
daugiaprocesorinémis sistemomis. Taciau Sios technologijos ypatumai neleido
efektyviai panaudoti jos, dirbant su lygiagreciuoju SAMANN algoritmu.

7. Pasitulyta lygiagrecioji SAMANN neuroninio tinklo mokymo algoritmo
modifikacija, kuri atlieka tinklo mokyma, padalinant jj j kelias atskiras dalis. Tyrimai
parodé, kad skaiciuojant lygiagreciuoju algoritmu, galima pasiekti geresnius
vizualizavimo rezultatus per trumpesn;j laika (lyginant su nuosekliuoju algoritmu),
vizualizuojant didelés dimensijos duomeny aibes.
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