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Terminu¾ ir santrumpu¾s ¾avadas
Pateikiami disertacijoje naudojami terminai ir santrumpos.
a.d. atsitiktinis dydis;

akcija �bankininkyst·es ir komercijos terminas nusakantis nuosavy·es vertybini¾popieriu¾;

aktyvas �bankininkyst·es ir komercijos terminas: 1. nuosavas ir skolintas kapitalas; 2. l·e�os
ir kitas turimas turtas (materialin·es vertyb·es, pinigai, vekseliai, perlaidos, akredityvai); 3. �alies
i¾plauku¾ i�operaciju¾uµzsienyje pervir�is vir�importo bei uµzsienio i�laidu¾; taip pat depozitas;

asimetrija simetrijos nebuvimas;

ARCH procesai autoregresios heteroskedastiniai procesai;

CAPM kapitalo aktyvu¾ i¾kainojimo modelis, angl. capital asset pricing model ;

CRT centrin·e ribin·e teorema;

CVaR vertybiniu¾popieriu¾portfelio s ¾alygin·es rizikuojamosios vert·es modelis, angl. Conditional
Value-at-Risk ;

ERH efektyviosios rinkos hipotez·e;

�nansinis instrumentas, priemon·e �bankininkyst·es ir komercijos terminas, apibūdinantis
�nansinius dokumentus (akcijas, obligacijas, vekselius ir pan.) i�rei�kianµcius nuosavyb¾e ar teis¾e
pretenduoti i¾ j ¾a;

kiekybin·e analiz·e yra pagri¾sta kiekybiniu¾ rodikliu¾ apskaiµciavimu. Kiekybin·e analiz·e �nuo-
dugnus duomenu¾perµziūr·ejimas bei statistiniu¾ry�iu¾ interpretacija, nuorodos i¾kitus tyrin·ejimus ir
hipotezes, kintamu¾ju¾apibūdinimas ir uµzkodavimas, statistiniu¾rodikliu¾apskaiµciavimas;

leptokurti�kumas �tikimybinio tankio savyb·e, kuria nusakoma tankio funkcijos gra�ko forma.
�i forma ypatinga tuo, kad ji yra smailiavir�̄uni�kesn·e nei normaliojo d·esnio tankio funkcijos forma,
o uodegos �sunkesn·es nei normaliojo d·esnio tankio funkcijos;

MPT modernioji portfelio teorija;

NIG �normalusis-atvirk�tinis Gauss�o d·esnis (angl. normal-inverse Gaussian);

nulin·e gr ¾aµza �gr ¾aµza, kuri yra lygi nuliui, kai aktyvo, kuriam ji yra skaiµciuojama, kaina dvie-
juose gretimuose perioduose nesikeiµcia;

opcionas = pasirenkamasis s ¾andoris;

rinka tarptautin·eje praktikoje priimtoje terminologijoje laikoma, kad �nansu¾ rinka = pinigu¾
rinka + kapitalo rinka. Pinigu¾rinkoje vyksta trumpalaikiu¾- iki vieneriu metu¾santaupu¾, kapitalo
rinkoje - vidutiniu¾ ir ilgalaikiu¾ (daugiau nei vieneriu¾metu¾) santaupu¾ jud·ejimai. V.p. rinka yra
pinigu¾ rinkos ir kapitalo rinkos segmentas, apimantis banku¾ kreditu¾ visum ¾a, piniginiu¾ i�tekliu¾
paskirstym ¾a per draudimo sfer ¾a, �rmu¾ vidaus kreditus ir t.t. V.p. rinka yra tas mechanizmas,
kuris ekonomikoje paskirsto pinigines santaupas. Pakankamai svarbi yra v.p. rinkos s ¾aveika su
biudµzetu ir kreditu¾ rinka. Biudµzetas, kreditu¾ rinka ir v.p. rinka ne tik papildo vienas kit ¾a, bet ir
konkuruoja vienas su kitu ir labai priklauso vienas nuo kito;

portfelis �tam tikras vertybiniu¾popieriu¾rinkinys, kuriame kiekviena i�sudedamu¾ju¾daliu¾turi
savo svori¾;

savastingas = savipana�umas, angl. self-similar ;

skirstiniu¾�eima vadinami visi tikimybiniai skirstiniai, kurie apra�omi vienoda funkcijos (tankio,
charaktering ¾aja, pasiskirstymo ar kita) formule, bet skiriasi �iu¾ funkciju¾parametrais.
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testo patikimumas = testo galingumas. Testas laikomas patikimesniu uµz kit ¾a, jei jo galingu-
mas didesnis;

uodega tikimybiu¾teorijoje vadinami tolimieji tikimybinio d·esnio kvantiliai;

V-D modelis vidurkio-dispersijos modelis;

VaR vertybiniu¾popieriu¾portfelio rizikuojamosios vert·es modelis, angl. Value-at-Risk ;

v.p. vertybinis popierius.
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1. I¾vadas

1.1. Darbo sritis

Finansiniu¾ procesu¾ modeliavimas ir analiz·e yra svarbi, labai greitai besivystanti mokslo �aka,
apjungianti tokias sritis kaip kompiuteriu¾mokslai, taikomoji matematika, statistika ir ekonomika.
Tiriant investavimo galimybes ir nagrin·ejant �nansines laiko sekas, ju¾ elgesiui apra�yti taikomi
tikimybiniai�statistiniai modeliai. Adekvatus empirinio duomenu¾pasiskirstymo nustatymas µzen-
kliai lemia daugeli¾prognozavimo bei investavimo sprendimu¾. Daugelio tyrimu¾rezultatai rodo, kad
�nansiniai duomenys yra su dideliais nuokrypiais bei pasiµzymi asimetrija ir leptokurtoti�kumu.
Tokiu¾duomenu¾skirstiniams modeliuoti mokslin·eje literatūroje pasiūlyti stabilieji modeliai.

�io darbo tyrimu¾sritis yra �nansiniu¾rodikliu¾ laiko seku¾tikimybiniu¾modeliu¾bei prognoza-
vimo ir investavimo algoritmu¾metodologija.

1.2. Darbo aktualumas

Finansin·es rinkos ir jose cirkuliuojantys �nansiniai srautai sudaro svarbi ¾a �iuolaikin·es ekonomikos
dali¾. Efektyviu¾investiciniu¾sprendimu¾technologiju¾kūrimas yra aktuali informaciniu¾technologiju¾
sritis. Naujos investavimo galimyb·es atsiv·er·e po Europos S ¾ajungos i�sipl·etimo 2004 metais. Iki
tol maµzai µzinomos, Baltijos ir kitu¾Rytu¾bei Centrin·es Europos, rinkos tapo patraukliomis inves-
tuotojams. Spartus Bendrojo Vidaus Produkto (BVP) augimas 3�8 % (tuo tarpu senosiose ES
�alyse tik 1,5�1,8%) ir auk�tas pelningumo lygis pritrauk·e nemaµzai nauju¾ rinkos dalyviu¾. Taµciau
�iu¾rinku¾ypatyb·es n·era plaµciai i�tirtos. �iame darbe analizuojamos pasaulio ir Baltijos �aliu¾akciju¾
kainu¾gr ¾aµzos, kuriu¾kitimas stebimas kasdien. Baltijos �aliu¾�nansin·es sekos pasiµzymi dviem svar-
biomis savyb·emis, kurios nebūdingos JAV ar senu¾ju¾ES nariu¾ rinkose cirkuliuojanµciu¾ vertybiniu¾
popieriu¾sekoms:
� sekos yra µzymiai trumpesn·es: nevir�ija 2000 steb·ejimu¾ (10�12 metu¾), i� kuriu¾ tik 1000�1700
yra tinkami analizei (d·el vykusios privatizacijos ir pan.);

� empiriniuose duomenyse stebimas stagnacijos fenomenas (1993�2007 m.). Stagnacija charakte-
rizuojama ypaµc dideliu pasyvumu, kai tam tikr ¾a laiko tarp ¾a akciju¾kainos nesikeiµcia, nes birµzoje
�iomis akcijomis nei¾vyksta nei vieno sandorio.
Realūs duomenys neretai pasiµzymi asimetrija, ekscesu ir dideliais nuokrypiais. Tai patvirtina

nemaµzai empiriniu¾ tyrimu¾, tokiu¾ kaip Janicki ir Weron [69], Rachev [122], Samorodnitsky ir
Taqqu [133] ir kt. Stabilieji d·esniai pasiµzymi tiek leptokurtoti�kumu, tiek asimetrija [48] ir daµznai
geriau nei Gauss�o skirstinys tinka empiriniu¾�nansiniu¾duomenu¾apra�ymui. Be to, stabilieji at-
sitiktiniai dydµziai paklūsta Apibendrintai Centrinei Ribinei Teoremai (ACRT). �i teorema teigia,
kad stabilieji d·esniai yra vieninteliai atitinkamai centruotu¾ir normuotu¾bei nepriklausomu¾ir vien-
odai pasiskirsµciusiu¾ atsitiktiniu¾ dydµziu¾ sumu¾ asimptotiniai skirstiniai [79]. Kai kuriu¾ specialistu¾
(pavyzdµziui, Rachev [14,63]) nuomone, �-stabilieji d·esniai yra bene geriausia alternatyva (Gauss�o
d·esniui) i� visu¾ skirstiniu¾, kurie buvo pasiūlyti mokslin·eje literatūroje per pastaruosius keturis
de�imtmeµcius.

Ekonominiams ir �nansiniams procesams apra�yti daµzniausiai taikomi modeliai, pagri¾sti
Gauss�o skirstiniu (Brown�o judesiu). Kadangi pastaruoju metu tokie modeliai prad·eti vertinti
kriti�kai, i�keliamos �iu¾procesu¾fraktali�kumo arba savastingumo (angl. self-similarity) ir kitokios
hipotez·es. Savastingumui apibūdinti yra naudojamas Hurst�o rodiklis (angl. Hurst exponent), ku-
rio reik�m·e 1

2
atitinka Brown�o judesi¾. Taµciau tiriant realius duomenis daµznai paai�k·eja, kad �is

rodiklis yra kitoks.
Baltijos �aliu¾ rinkoje �nulin·es gr ¾aµzos problema� yra rimtesn·e nei gali pasirodyti i� pirmo
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µzvilgsnio. Baltijos, ir kitu¾Centrin·es bei Rytu¾Europos �aliu¾�nansu¾rinkos yra gana naujos, tod·el
jos yra dar besivystanµcios, o kai kurie �nansiniai instrumentai yra maµzai likvidūs. Neretai be-
sivystanµciose rinkose yra stebimas pasyvumo (stagnacijos) efektas. Nuliniu¾gr ¾aµzu¾skaiµcius kartais
gali siekti net 89% visu¾ steb·ejimu¾. Tod·el labai svarbu sukurti ir i�analizuoti tinkamus metodus
tokio tipo rinkoms tirti.

Standartin·es programin·es i¾rangos skirtos statistinei analizei atlikti, ne visada pakanka, nes
kompleksinis stabiliosios hipotez·es tyrimas yra susij¾es su daugeliu efektu¾, kuriems tirti programin·es
i¾rangos i�viso n·era sukurta. Taigi programin·es i¾rangos kūrimas taip pat yra aktuali problema.

1.3. Tyrimo objektas

�io tyrimo objektas yra Baltijos ir pasaulio �nansiniu¾rinku¾vertybiniu¾popieriu¾(akciju¾�paprastu¾
vardiniu¾ akciju¾, fondu¾, v.p. indeksu¾, valiutos keitimo santykiu¾ ir pan.) istoriniai duomenys,
v.p. gr ¾aµzu¾ ar valiutu¾ santykiu¾ tikimybiniai modeliai, �iu¾ modeliu¾ parametru¾ i¾vertinimo meto-
dai, �nansiniu¾seku¾savastingumo ir multifraktali�kumo efektai, investiciniu¾portfeliu¾sudarymo ir
optimizavimo algoritmai.

1.4. Darbo tikslas ir uµzdaviniai

Darbo tikslas � sukurti ir i�tirti metodus besivystanµciu¾ vertybiniu¾ popieriu¾ rinku¾ analizei ir �-
nansinio portfelio valdymui, remiantis �nansiniu¾seku¾stabilumo hipoteze.

Siekiant �io tikslo sprendµziami tokie uµzdaviniai:
1. Sudaryti �nansiniu¾duomenu¾laiko seku¾analiz·es metodus ir pritaikyti juos Baltijos �aliu¾verty-

biniu¾popieriu¾ laiko seku¾analizei;
2. Apra�yti, i�analizuoti ir eksperimenti�kai i�tirti metodus stabilumo hipotezei tirti:

� patikrinti daliniu¾seku¾ir pradiniu¾imµciu¾homogeni�kumo bei stabiliu¾ju¾d·esniu¾suderinamumo
neparametrines hipotezes;

� i�tirti �nansiniu¾duomenu¾seku¾savastingum ¾a ir multifraktali�kum ¾a;
� sukurti speciali ¾a programin¾e i¾rang ¾a reikaling ¾a i�vardintiems statistiniams metodams rea-
lizuoti.

3. I�tirti pasyvumo (stagnacijos) efekt ¾a besivystanµciose rinkose:
� sukurti teorines prielaidas rinkos pasyvumui apra�yti;
� i�tirti mi�riojo stabiliojo modelio pritaikymo galimybes �nansin·ems sekoms modeliuoti;
� eksperimenti�kai i�bandyti parametru¾ vertinimo metodus ir suderinamumo testu¾ patiki-
mum ¾a, esant trūkiai tikimybinio tankio ir pasiskirstymo funkcijoms.

4. Sukurti programin¾e sistem ¾a vertybiniu¾popieriu¾rinkos analizei ir �nansiniu¾i�tekliu¾planavimui
bei i�bandyti demonstracin¾e internetin·es programin·es i¾rangos versij ¾a.

1.5. Mokslinis naujumas

Darbe gauti tokie nauji rezultatai:
� Stabiliu¾ju¾ modeliu¾ su asimetrija parametru¾ vertinimui sudaryta programin·e i¾ranga, realizuo-
janti MTM ir empirinius metodus, bei i�tirtas �iu¾metodu¾efektyvumas.

� Kompleksi�kai i�tirti statistiniai metodai ir sukurta juos realizuojanti programin·e i¾ranga, rei-
kalinga stabilumo prielaidai pagri¾sti:
� patikrintos neparametrin·es hipotez·es apie imties skirstinio funkcijos suderinamum ¾a su sta-
biliojo a.d. skirstiniu;

� patikrintos neparametrin·es hipotez·es apie daliniu¾seku¾homogeni�kum ¾a su visa seka;
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� atlikti teoriniai ir praktiniai duomenu¾ seku¾ savastingumo ir multifraktali�kumo tyrimai (su
pasaulio ir Baltijos �aliu¾rinku¾duomenimis);

� Finansin·ems sekoms modeliuoti pritaikytas atskiras pasl·eptu¾ju¾ Markovo grandiniu¾ modelio
atvejis �mi�rusis stabilusis modelis. Sudaryta metodologija �nansin·ems sekoms i�besivystanµciu¾
rinku¾tirti.

� I�tirti stagnacijos laikotarpiu¾ trukm·es pasiskirstymai, kuriems modeliuoti pasiūlyti Hurwitz
dzeta d·esnis.

� I�tirti metodai statistiniams ry�iams tarp atskiru¾�nansiniu¾instrumentu¾nustatyti, kai neegzis-
tuoja antrasis momentas ir parengtos rekomendacijos �iems ry�iams nustatyti bei i¾vertinti

1.6. Praktin·e darbo reik�m·e

Darbe gauti tokie praktiniai rezultatai:
� Sudaryta vertybiniu¾ popieriu¾ rinku¾ duomenu¾ analiz·es ir modeliavimo kompiuterin·e sistema,
naudojant programu¾paketo MathCad ir universaliu¾programavimo kalbu¾Visual Basic, C++ ir
JAVA priemones. �i kompiuterin·e sistema leidµzia i¾vertinti �nansiniu¾ seku¾ stabiliu¾ju¾ skirstiniu¾
parametrus, modeliuoti juos kompiuteriu, bei sudaryti optimalu¾vertybiniu¾popieriu¾portfeli¾.

� Sukurtos sistemos testavimas, pasinaudojant Baltijos �aliu¾ ir i�sivysµciusiu¾ �nansiniu¾ rinku¾
duomenimis, parod·e, kad �-stabilusis bei kiti alternatyvūs ir klasikiniai d·esniai ne visada tinka
akciju¾kainu¾gr ¾aµzu¾modeliavimui. Tuo tarpu bendresnis mi�rusis�stabilusis modelis tinka beveik
visada(99%). �is trūkus d·esnis gali būti pritaikyti ir kompiuteriniu¾ tinklu¾ informaciniams
srautams modeliuoti.

� Pasiūlyta vertybiniu¾popieriu¾portfelio formavimo metodai naudojant mi�ru¾ji¾�stabilu¾ji¾modeli¾.

1.7. Darbo rezultatu¾aprobavimas

Skaityti prane�imai konferencijose:
1. (T). Study of �nancial markets modeling, EU-Workshop Series on Mathematical Optimiza-

tion Models for Financial Institutions, EUMOptFin 1: The technology of asset and liability
modeling, Semmering, Austria, 2003.

2. Vertybiniu¾popieriu¾portfelio modeliavimas ir optimizavimas, Matematika ir matematinis mode-
liavimas, KTU, Kaunas, 2003.

3. (T). On stock portfolio simulation and optimization, Modeling and simulation of business sys-
tems (international conference), VGTU, Vilnius, 2003.

4. Vertybiniu¾ popieriu¾ portfelio modeliavimas ir optimizavimas, Lietuvos Matematiku draugijos
XLIV konferencija, VPU,Vilnius, 2003.

5. Stabiliu¾ju¾procesu¾modeliavimo sistema, Informacin·es Technologijos 2004, KTU, Kaunas, 2004.
6. Stabiliu¾ju¾ procesu¾ taikymas �nansu¾ inµzinerijoje, Matematika ir matematikos modeliavimas

2004, KTU, Kaunas, 2004.
7. (T). Estimation of stable models by maximal likelihood and robust methods, The Seventh

International Conference �Computer Data Analysis and Modeling, Robustness and Computer
Intensive Methods�. Minsk 2004.09.06-10, 2004.

8. Vertybiniu¾popieriu¾rinkos stabiliu¾ju¾modeliu¾tyrimas. �Informacin·es technologijos 2005�, KTU.
2005 Sausis.

9. (T). Data Warehouse and Stable Financial Modelling. �10th Estonian Winter School in Com-
puter Science (EWSCS)�, Palmse, Estija, 2005 vasaris.

10. Opciono i¾kainavimo metodai ir modeliai. �Matematika ir matematikos d·estymas �2005�, KTU.
2005 balandis.
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11. (T). Application of Stable Models to Stock Market modeling. CEMI seminarai, Maskva, Rusija.
2005 balandis.

12. (T). Stable modelling of stock markets. �XXXVI Meeting of Euro Working Group on Financial
Modelling�, Brescia, Italija. 2005 geguµz·e.

13. Multifraktali�kumas ir savastingumas akciju¾ rinkose, Matematika ir matematikos d·estymas �
2006, KTU, Kaunas, 2006.

14. (T). Returns modelling problem in the Baltic equity market, The 5th International Conference
on Operational Research: Simulation and Optimization in Business and Industry, Tallinn,
Estonia, 2006.

15. (T). Multifractality and self-similarity in the Baltic States market. Third Annual Meeting
COST ACTION P10, Physics of Risk & Workshop on Complex System Science MC & WG
1-2-3 & Workshop Meetings, Vilnius, 2006.

16. Problemos Baltijos �aliu¾vertybiniu¾popieriu¾rinkose, LMD XLVII konferencija, Kaunas, 2006.
17. Stabiliu¾ju¾modeliu¾realizavimas hipertekstin·eje aplinkoje, Studentu¾ir magistrantu¾konferencija

�Taikomoji matematika�, Kaunas, 2006.
18. NIG skirstinio panaudojimo portfelio teorijoje perspektyvos, Studentu¾konferencija ir magistran-

tu¾konferencija �Taikomoji matematika�, Kaunas, 2006.
19. (T). Modeling of �nancial portfolio in emerging markets, The 8th Tartu Conference on Multi-

variate Statistics and The 6th Conference on Multivariate Distributions with Fixed Marginals,
Institute of Mathematical Statistics, University of Tartu, 2007.

20. (T). Kovarianti�kumas ir kodiferencija sudarant optimalu¾ vertybiniu¾ popieriu¾ portfeli¾, XIII
Tarptautin·e kompiuterininku¾konferencija, Panev·eµzys, 2007.

21. (T). On the modelling of stagnation intervals in emerging stock markets, The Eigth Inter-
national Conference �Computer Data Analysis and Modeling, Complex Stochastic Data and
Systems�, Minsk, 2007.

1.8. Darbo rezultatu¾publikavimas

Tarptautiniu¾konferenciju¾darbuose i¾traukuose i¾ ISI proceedings sara�¾a.
1. A. Kabasinskas, L. Sakalauskas, 2003. On stock portfolio simulation and optimization, In:

H. Pranevicius at al. (eds), Proc. of International Conference �Modelling and Simulation of
Business Systems�. ISBN 9955-09-420-6, Kaunas, KTU Press �Technologija�p. 232�234.

2. I. Belovas, A. Kabasinskas and L. Sakalauskas, 2006. Returns modelling problem in the Baltic
equity market, In: H. Praneviµcius et al. (eds), Proceedings of the 5th International Conference
on Operational Research: Simulation and Optimization in Business and Industry. ISBN 9955-
25-061-5, Kaunas, Technologija, p. 3�8.

Recenzuojamuose moksliniuose µzurnaluose, i¾trauktuose i¾ tarptautines duomenu¾bazes
1. I. Belov, A.Kaba�inskas, L.Sakalauskas, 2006. A Study of Stable Models of Stock Markets,

Information Technology And Control, Vol. 35, No. 1. ISSN 1392-124X, Kaunas, Technologija,
p. 34�56. (INSPEC).

Kituose recenzuojamuose leidiniuose
1. A. Kaba�inskas, L. Sakalauskas, 2003. Finansiniu¾ rinku¾ modeliavimo sistema, Informacijos

mokslai 27 tomas. ISSN 1392-0561, VU leidykla, p. 115�120.
2. A. Kaba�inskas, I. Belovas, L. Sakalauskas, 2004. Estimation of stable models by maximal

likelihood and robust methods, In: S. Aivazian et al. (eds), Proceedings of the Seventh In-
ternational Conference �Computer Data Analysis and Modeling, Robustness and Computer
Intensive Methods�, Vol. 1. ISBN 985-445-492-4, Minsk, p. 68�73.
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3. I. Belovas, A. Kabasinskas and L. Sakalauskas, 2006. Multifraktali�kumas ir savastingumas
akciju¾ rinkose, Matematika ir matematinis modeliavimas 2. ISSN 1822-2757, Kaunas, Tech-
nologija, p. 6�11.

4. I. Belovas, A. Kaba�inskas ir L. Sakalauskas, 2006. Pasyvumo problemos tyrimas Baltijos �aliu¾
akciju¾rinkose, Lietuvos matematikos rinkinys 46 (spec. nr.). p. 289�294.

5. I. Belovas, A. Kabasinskas and L. Sakalauskas, 2007. On the modelling of stagnation intervals
in emerging stock markets. In: S. Aivazian et al. (eds), Proceedings of the Eigth International
Conference �Computer Data Analysis and Modeling, Complex Stochastic Data and Systems�,
Vol. 2. ISBN 978�985-476-505-1, Minsk, p. 53�55.

6. I. Belovas, A. Kaba�inskas ir L. Sakalauskas, 2007. Kovarianti�kumas ir kodiferencija sudarant
optimalu¾vertybiniu¾popieriu¾portfeli¾, Informacijos mokslai 42�43 tomai. ISSN 1392-0561, VU
leidykla, p. 182�188. (CEEOL).

Kituose nerecenzuojamuose leidiniuose ir konferenciju¾medµziagose
1. A. Kaba�inskas, 2003. Finansiniu¾ rinku¾modeliavimas, Preprintas nr. 2003�29. Matematikos

ir informatikos institutas, Vilnius (35psl.).
2. A. Kaba�inskas, L. Sakalauskas, 2003. Vertybiniu¾popieriu¾portfelio modeliavimas ir optimiza-

vimas, Matematika ir matematinis modeliavimas �2003. Kaunas, Technologija, p. 59�64.
3. A. Kaba�inskas, I. Belovas, L. Sakalauskas, 2004. Stabiliu¾ju¾ procesu¾ modeliavimo sistema,

Informacin·es technologijos 2004. Kaunas: Technologija, p. 386�393.
4. A. Kaba�inskas, I. Belovas, L. Sakalauskas, 2004. Stabiliu¾ju¾procesu¾taikymas �nansu¾inµzineri-

joje, Matematika ir matatikos modeliavimas 2004. Kaunas Technologija, p. 8�13.
5. A. Kaba�inskas, I. Belovas, L. Sakalauskas, 2005. Vertybiniu¾popieriu¾rinkos stabiliu¾ju¾modeliu¾

tyrimas, Informacin·es technologijos �2005�. Kaunas, Technologija, p. 439�462.

1.9. Disertacijos struktūra

Disertacij ¾a sudaro keturi pagrindiniai skyriai (i¾vadin·e dalis, analitinis tyrimas, metodologija ir
rezultatai), i�vados, literatūros s ¾ara�as ir priedai. Kiekviename skyrelyje pateikiami naudotu¾, jei
tokie buvo, algoritmu¾apra�ymai.
1-asis skyrius yra i¾vadinis. �ioje dalyje pateikiama glausta informacija apie disertacij ¾a: darbo
sritis, darbo aktualumas, tyrimo objektas, darbo tikslas ir uµzdaviniai, mokslinis naujumas, prak-
tin·e darbo reik�m·e, darbo rezultatu¾aprobavimas, terminu¾ ir santrumpu¾s ¾avadas.

2-ame skyriuje pateikiama moksliniu¾ bei taikomu¾ju¾ darbu¾ analitin·e apµzvalga �nansu¾ mode-
liavimo tema. Skyriuje nagrin·ejamos �ios temos: �nansu¾inµzinerijos vystymasis, klasikiniai vertybi-
niu¾popieriu¾portfelio sudarymo modeliai (vertybiniu¾popieriu¾portfelio sudarymas esant sandoriu¾
ka�tams), analizuojami modernūs �nansiniu¾rinku¾modeliai, apµzvelgiami �nansiniu¾seku¾stabilumo
tyrimo metodai, atsiµzvelgiama i¾�nansiniu¾ seku¾ savastingum ¾a (angl. self-similarity) ir multifrak-
tali�kum ¾a, pateikiama esamos programin·es i¾rangos apµzvalga, analizuojami ir charakterizuojami
�nansiniu¾duomenu¾�altiniai (duomenu¾atranka, duomenu¾patikrinimas, duomenu¾transformacija,
�nansiniu¾duomenu¾kiekis).

3-ame skyriuje pateikiami metodai ir matematiniai modeliai padedantys pasiekti uµzsibr·eµztus
tikslus. Stabilumo prielaidai �nansin·ese rinkose pagri¾sti atliekamas duomenu¾ apdorojimas ir
analiz·e bei tiriama rinkos pasyvumo i¾taka duomenims. Detaliai apra�omas stabilusis d·esnis,
jo charakteristikos bei numatomi parametru¾ vertinimo metodai (didµziausio tik·etinumo metodas,
momentu¾ metodas, metodai paremti empirin·es charakteringosios funkcijos savyb·emis ir kiti).
Taip pat aptariamas ir normaliu¾ju¾ bei stabiliu¾ju¾ atsitiktiniu¾ procesu¾ tinkamumas �nasiniams
procesams apra�yti. Dar XX amµziaus viduryje buvo pasteb·eta, kad �nansiniu¾ seku¾ elgsenai
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būdingas savastingumas bei multifraktali�kumas, tod·el �iame skyriuje pateikiami metodai �ioms
savyb·ems tirti (Hurst�o indeksas, baigtin·es dispersijos metodas, pradin·es ir agreguotos seku¾ ho-
mogeni�kumo nustatymas). Apra�omi metodai reikalingi pasyvumo efekto besivystanµciose rinkose
tyrimams. Pasyvumo fenomenas mokslin·eje literatūroje anksµciau nebuvo nagrin·ejamas, tod·el
apra�oma nuliniu¾ gr ¾aµzu¾ problema (NGP), kuriamas mi�rusis stabilusis modelis, apra�omos jo
charakteristikos, metodai parametrams vertinti bei suderinamumo testu¾ patikimumas. Mi�ru-
sis modelis �iame darbe nagrin·ejamas dvejais atvejais: kai gr ¾aµzu¾ būsenos (jei gr ¾aµza lygi 0, tai ji
yra nulin·eje būsenoje, prie�ingu atveju ji yra būsenoje 1) yra priklausomos ir kai jos yra atsitik-
tin·es. Greta jau aptartu¾ vienmaµciu¾�nansiniu¾ seku¾modeliu¾ yra kuriami daugiamaµciai modeliai,
apra�omas ry�io tarp atskiru¾ akciju¾ gr ¾aµzu¾ nustatymas bei jo i¾taka vertybiniu¾ popieriu¾ portfelio
formavimui.

4-ame skyriuje aptariami gauti rezultatai, o jo pabaigoje pateikiama sukurtos programin·es
priemon·es (C++ kalboje bei adaptuotos hipertekstinei aplinkai) apra�ymas, o taip pat aptaria-
mas ir daugiaprocesorinio superkompiuterio panaudojimas i¾vairiems daug resursu¾reikalaujantiems
skaiµciavimams.

I�vadu¾skyriuje formuluojamos darbo i�vados.

Disertacijos pabaigoje pateikiamas cituotos literatūros s ¾ara�as. Po literatūros s ¾ara�o pateiki-
ami priedai:
Priede A pateikiamos tyrimu¾rezultatu¾ lentel·es.

Priede B pateikiami statistiniai, metodai naudoti arba minimi disertacijoje: neparametriniu¾
suderinamumo hipoteziu¾tikrinimas Andersono�Darlingo ir Kolmogorovo�Smirnovo kriterijais, vi-
sos sekos ir daliniu¾ seku¾ homogeni�kumo tikrinimas (Andersono ir Smirnovo kriterijais), Wald�
Wolfowitz seriju¾ testas, mi�riojo modelio adekvatumas, teorinis suderinamumo testu¾patikimumo
nustatymas, koreliacijos koe�ciento lygyb·e nuliui, Markovo tipo priklausomyb·es duomenu¾ sekose
nustatymas.

Priede C apra�omas portfelio tipo parinkimas ir aptariami vidurkio�rizikos portfelio modeliai
bei Markowitz modelis ir uµzdavinys.
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2. Finansiniu¾ rinku¾ modeliavimo uµzdaviniu¾ analitinis
tyrimas
Finansiniu¾ srautu¾ valdymas ir kontrol·e yra beveik kiekvienos i¾mon·es kasdienyb·e. �iu¾ srautu¾ di-
namika nulemia vieno arba kito investicinio sprendimo pri·emim ¾a. Pavyzdµziui, bankai spr¾esdami
ar kredituoti vien ¾a ar kit ¾a projekt ¾a, remiasi aktyvu¾ ir pasyvu¾ valdymo efektyvumo kriterijais, o
pats verslo �nansavimas (kreditavimas) yra viena i�svarbiausiu¾banku¾ funkciju¾. Pajamos i��ios
veiklos daµzniausiai yra pagrindiniai banku¾ pelno garantai. Taigi, pelno�nuostolio ar kitokios �-
nansin·es ataskaitos yra vienas i� svarbiausiu¾ �nansu¾ analiz·es duomenu¾ �altiniu¾. Kitas, ir bene
svarbiausias, ekonominio modeliavimo duomenu¾�altinis, yra i¾vairios �nansin·es laiko sekos, regu-
liariai kaupiamos ir pateikiamos �nansinio tarpininkavimo instituciju¾. �iu¾ seku¾ statistin·e analiz·e
ir i� to i�plaukianµcios prognoz·es yra kiekvieno �nansu¾ ir investiciju¾ analitiko darbo objektas.
Vertybiniu¾ popieriu¾ ir prekiu¾ bei paslaugu¾ birµzos yra �nansiniu¾ duomenu¾�altinis, kuriu¾ analizei
mokslin·eje literatūroje skiriama daug d·emesio. �iuolaikin·ese birµzose pirkimo�pardavimo sandoriai
vyksta kas kelet ¾a sekundµziu¾ ir yra registruojami didel·ese duomenu¾ saugyklose. Tokiu¾ saugyklu¾
kūrimas ir ju¾veiklos modeliavimas yra svarbi informaciniu¾technologiu¾sritis.

2.1. Finansu¾ inµzinerijos vystymasis

Finansu¾matematikos pradµzia reikia laikyti prancūzu¾matematiko L. Ba�elje disertacij ¾a �Speku-
liacijos teorija�[7], kuri buvo apginta 1900 metais Sorbonoje. �iame darbe akciju¾kain ¾a bandoma
apra�yti kaip tikimybini¾proces ¾a {Pt; t > 0}. Taµciau ilg ¾a laik ¾a darbas buvo uµzmir�tas, nes tuo metu
nebuvo tinkamai suprastas. �is darbas buvo prad·etas plaµciau cituoti tik po keliu¾de�imtmeµciu¾(H.
Working, A. Cowles[30] ir M.G. Kendall[74]). Tarpukario (1920�1940 m.) metais rinkos ir �nansu¾
analiz·es specialistai buvo pasidalin¾e i¾dvi esmines mokyklas: dominavo fundamentalistai (B. Gra-
ham�o ir Dodd�o sek·ejai) ir technikai (kitaip dar vadinamieji techniniai analitikai, Magee sek·ejai).
1940�1950 metais �nansu¾analiz·e apsiribojo sud·etiniu¾palūkanu¾ ir dabartiniu¾verµciu¾ skaiµciavimu.
Apie 1950 metus greta fundamentalistu¾ir techniku¾atsirado dar viena tyr·eju¾grup·e �kiekybininkai
arba kiekybiniai analitikai, kurie vadovavosi Ba�elje teorija. Jie savo id·ejomis buvo artimesni fun-
damentalistams, nei technikams, nes teig·e, kad rinkos dalyviai � investuotojai yra racionalūs,
kai tuo tarpu technikai man·e, kad rink ¾a kontroliuoja kaµzkoks nenusp·ejamas lo�imo rulet·es tipo
mechanizmas. Working�Cowles�Kendall empirinius tyrimus daugelis tuo metu garsiu¾ekonomistu¾
pasitiko su nepasitik·ejimu, nes pagal ekonomikos d·esnius, jei kainos rinkoje yra nustatomos pa-
gal �pasiūlos�paklausos� princip ¾a, tai kainu¾ pokyµciai tur·etu¾ būti nukreipti rinkos pusiausviros
kryptimi, o ne kisti atsitiktinai. Working�Cowles�Kendall rezultatus daugelis suprato kaip tvir-
tinim ¾a, jog �fundamentalistu¾� teorija yra klaidinga, o techniku¾ teisinga, t.y., kad �nansu¾ rinka
i� tikru¾ju¾ yra �laukinis� kazino, o pati �nansu¾ teorija negali būti ekonomikos tyrimu¾ objektas.
Tuo tarpu kiti mokslininkai tvirtino, kad toks poµziūris perµzengia tradicin·es statistikos ribas. Os-
borne�as 1964 metais savo darbe apie Brown�o jud·ejim ¾a suformulavo vien ¾a svarbiausiu¾klasikin·es
matematin·es ekonomikos teiginiu¾, kad akciju¾ kainos svyravim ¾a galima modeliuoti tam tikru at-
sitiktinio klaidµziojimo procesu. Jis pasiūl·e modeli¾, kuriame kainos kitimas fondu¾ rinkoje elgiasi
pana�iai kaip dalel·es jud·ejimas skystyje. �is modelis remiasi keletu formaliu¾ prielaidu¾ bei keleto
lygµciu¾ sprendimu ([114], p. 32). Osborne�o i�vadas ir prielaidas, 1965 metais Fama[41] apiben-
drino �ias i�vadas ir suformulavo efektyvios rinkos hipotez¾e (angl. E¢ cient Market Hypothesis,
EMH). �i hipotez·e teigia, kad i�lo�imo ar pralo�imo birµzoje nei¾takoja jokia papildoma informacija.
Matemati�kai tai leido formalizuoti rinkos instrumentus martingalais.

�iuolaikin·es vertybiniu¾ popieriu¾ portfelio teorijos pradµzia reik·etu¾ laikyti H. Markowitz�o
darb ¾a [99], paskelbt ¾a 1952 metais. Jis suformulavo vertybiniu¾ investicinio portfelio optimiza-
vimo uµzdavini¾, kuris dav·e pradµzi ¾a portfelio vidurkio ir dispersijos (V-D) analizei. Uµz �i ¾a teorij ¾a
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1990 metais Markowitz�as gavo Nobelio premij ¾a ekonomikos srityje. �i portfelio teorija reikalauja,
kad egzistuotu¾ atsitiktinio dydµzio, modeliuojanµcio portfelio peln ¾a, dispersija ir kuo ji didesn·e,
tuo rizikingesn·e yra investicija. Kita vertus, jei pelnas yra atsitiktinis, o investiciniai vienetai
yra nepriklausomi ir vienodai pasiskirst¾e, tuomet pagal Centrin¾e Ribin¾e Teorem ¾a (CRT) ju¾ pa-
siskirstymas yra normalusis, o dispersija �baigtin·e. Tokiu būdu investuotojai turi rinktis portfeli¾
su kiek i¾manoma didesniu pelnu ir kuo maµzesne rizika. Toks �protingas�investuotojas buvo pava-
dintas rizikos vengianµciu investuotoju, o paµcios prielaidos �efektyvumu pagal vidurki¾�dispersij ¾a.
�i ¾a Markowitz�o koncepcij ¾a apibendrino Sharp, Lintner ir Mossin [114], bei jas pritaik·e aktyvu¾
i¾kainojimo modeliuose (CAPM). Sharp�o sukurta CAPM teorija[136], besiremianti racionalios pu-
siausvyros principais, sujung·e efektyviosios rinkos hipotez·es ir matematines Markowitz�o efek-
tyviojo portfelio teorijas. V·eliau EMH ir CAPM teoriju¾ sankirtoje buvo i�vystyta modernioji
portfelio teorija (MPT). Samuelson�as, Sharp�as ir Fama (greta daugelio kitu¾) apibendrino �i ¾a
teorij ¾a, Mandelbrotas 1964 metais [95] pasteb·ejo, kad i� visu¾ jo tyrin·etu¾modeliu¾, rinkos proce-
sams modeliuoti, geriausiai tiko stabilusis Pareto d·esnis ir kaip vien ¾a i� savo rekomendaciju¾ jis
numat·e EMH ir MPT modeliu¾ persvarstymo būtinyb¾e. Sharp�as bei Fama ir Miller [44] savo
knygose skyr·e po vis ¾a skyriu¾ stabiliojo Pareto d·esnio apµzvalgai ir aptar·e būtinyb¾e modi�kuoti
klasikin¾e portfelio teorij ¾a [114].

Didel¾e i¾tak ¾a �iuolaikinei matematin·es ekonomikos teorijai tur·ejo Black�o�Scholes�o modelis
[17] (autoriai Fisher�is Black�as, Myron�as Scholes ir Robert�as C. Merton�as). Septintojo de�imt-
meµcio pabaigoje Black�as ir Scholes�as nustat·e europieti�kojo pirkimo opciono racionali ¾aj ¾a vert¾e.
Uµz �i¾darb ¾a jie 1997 metais gavo Nobelio ekonomikos premij ¾a. �ios formul·es atsiradimas paskatino
naujus teorinius tyrin·ejimus. Statistikoje buvo sukurtos atsitiktiniu¾ procesu¾ dispersijos augimo
greiµciu¾ vertinimo metodikos, o skaitiniuose metoduose buvo atlikti atitinkamu¾ diferencialiniu¾
lygµciu¾ klasiu¾ sprendimo tyrimai. Nuo 1973 metu¾, kai µCikagoje buvo atidaryta pirmoji opcionu¾
birµza, �nansu¾rinkoje labai i�augo prekyba i�vestiniais vertybiniais popieriais. Kaip bebūtu¾, taµciau
i�vestiniai vertybiniai popieriai yra viena i�geriausiu¾priemoniu¾sudaryti spekuliacines situacijas,
i�kuriu¾galima gauti didµziuli¾peln ¾a arba patirti didµziulius nuostolius.

Kartu su Black�o�Scholes�o modeliais vyst·esi ir Ross�o arbitraµzin·e i¾kainojimo teorija [131],
kuri apibendrino CAPM ir buvo pagri¾sta standartine ekonometrikos teorija, kuri remiasi baigtin·es
dispersijos ir kitomis prielaidomis. Per pastaruosius kelis de�imtmeµcius matematin·e �nansu¾teorija
vyst·esi i¾vairiomis kryptimis, o ekonometriniai modeliai tapo standartu i¾vairaus lygio institucijose.
Autoregresijos s ¾alyginio heteroskedasti�kumo (ARCH) Engle�o procesai [114], nors jie ir r·em·esi
trumpalaik·es atminties ir rinkos efektyvumo hipotez·emis, tapo daugelio populiariu¾ modeliu¾ pa-
grindu (tokiu¾kaip GARCH ir kt.).

2.2. Klasikiniai portfelio sudarymo modeliai

Investicinis portfelis yra efektyvus būdas padidinti savo ilgalaik¾e laukiam ¾a gr ¾aµz ¾a ir sumaµzinti �-
nansin¾e rizik ¾a, jei investuojama akciju¾ rinkoje. Vietoje investicijos i¾ vien ¾a akcij ¾a, investuotojas
gali suformuoti subalansuot ¾a akciju¾ portfeli¾. Vertybiniu¾ popieriu¾ portfelis jau kelis pastaruosius
de�imtmeµcius sulaukia ypatingo d·emesio tiek �nansu¾analiz·es [121], tiek ir matematin·es bei taiko-
mosios statistikos [53] literatūroje.

Markowitz�o (1952, 1959, 1987 m. ir kt.) darbai buvo svarbūs formuojantis moderniajai
vertybiniu¾ popieriu¾ portfelio teorijai. Jis apra�·e, kaip racionalus investuotojas gali suformuoti
optimalu¾ v.p. portfeli¾, esant neapibr·eµztumui. Plaµci ¾a Markowitz darbu¾ apµzvalg ¾a galima rasti
Constantinides ir Malliaris [28]. Portfelio gr ¾aµzos vidurkis ir dispersija (angl. mean�variance)
apibr·eµzia peln ¾a ir rizik ¾a, susijusi ¾a su konkreµcia investicija. Markowitz�as parod·e, kad tik·etinos
naudos maksimizavimas racionaliam investuotojui leis suformuoti optimalu¾portfeli¾atsiµzvelgiant i¾
abu faktorius �peln ¾a ir rizik ¾a. Jis apibr·eµz·e nedominuojam ¾a portfeli¾, kaip efektyvu¾, tai yra, turinti¾
maksimalu¾ peln ¾a i� visu¾ galimu¾, esant �ksuotai rizikai (dispersijai) ir atvirk�µciai � turinti¾ ma-
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µziausi ¾a rizik ¾a, esant �ksuotam (pasirinktam) laukiamam pelnui. Nor·edami i�rinkti tokiu¾efektyviu¾
portfeliu¾aib¾e i�visu¾galimu¾portfeliu¾, turime suformuluoti ir i�spr¾esti parametrini¾kvadratinio op-
timizavimo uµzdavini¾(angl. quadratic program). Tokia aib·e atid·eta gra�ke rizika�vidurkis nubr·eµzia
efektyviu¾ portfeliu¾ kreiv¾e (angl. e¢ cient frontier). Hanoch ir Levy [61] nustat·e, kad vidurkio�
dispersijos (V-D) kriterijus yra efektyvus optimalumo kriterijus kiekvieno investuotojo naudos
funkcijos gr ¾aµzoms, pasiskirsµciusioms pagal normalu¾ji¾d·esni¾. Alternatyviu¾naudos funkciju¾panau-
dojim ¾a i�tyr·e Kallberg and Ziemba [71]. Jie parod·e, kad portfeliai su �pana�iais�rizikos vengimo
indeksais turi �pana�i ¾a� struktūr ¾a, bei, kad atsiµzvelgiant i¾ investuotojo naudingumo funkcijos
form ¾a ir parametrus V-D analizei pakanka apsiriboti apibendrintomis i¾gaubtomis Von Neumann�
Morgenstern tipo naudingumo funkcijomis.

De�imtajame dvide�imto amµziaus de�imtmetyje keletas tyr·eju¾ pasiūl·e alternatyvius portfe-
lio rizikos matus, kuriu¾daugelis buvo realizuojami tiesinio programavimo metodais. Alternatyviu¾
portfelio parinkimo modeliu¾apµzvalga 2000 metais buvo i�spausdinta Horniman ir kt. [66]. Konno
ir Yamazaki [78], laikydamiesi gr ¾aµzu¾daugiamaµcio normalumo s ¾alygos, parod·e, kad vidutinio ab-
soliutinio nuokrypio (angl. Mean Absolute Deviation, MAD) rizikos matas yra ekvivalenti�kas
dispersijos modelio matui. Speranza [138] patobulino MAD modeli¾, skaiµciuodamas tik neigiamu¾
nuokrypiu¾vidurki¾(pusiau dispersij ¾a). Dar 1959 metais Markowitz�as [101] pusiau dispersij ¾a laik·e
d·emesio vertu matu, taµciau dispersija kaip rizikos matas buvo pasirinkta d·el interpretavimo pa-
prastumo, o informatyvumo prasme jie beveik nesiskyr·e. Neigiamu¾nuokrypiu¾matai daµzniausiai
yra naudojami dinamin·ems aktyvu¾pasiskirstymo problemoms spr¾esti. Dinaminiu¾modeliu¾ klasi-
�kacij ¾a galima rasti Cariño ir Ziemba [23] ir Zenios [151] darbuose. Minimali ¾a viso steb·ejimo
laikotarpio portfelio gr ¾aµz ¾a (arba maksimalu¾ nuosmuki¾) Young [161] siūl·e taip pat naudoti kaip
rizikos mat ¾a. Pradinio kvadratinio programavimo uµzdavinio supaprastinimai leido i¾traukti i¾modeli¾
i¾vairius rinkos netobulumus, leidµzianµcius padidinti modeliu¾ adekvatum ¾a realiai rinkai. Rudd ir
Rosenberg [132] i¾ved·e sandoriu¾ ka�tus, tiesi�kai priklausanµcius nuo aktyvo kainos. Konno ir Ya-
mazaki [78] teigia, kad MAD yra prana�esnis tuo, kad jis apriboja laikomu¾ akciju¾ skaiµciu¾, o tuo
paµciu ju¾ ka�tus. Adcock and Meade [3] apjung·e sandoriu¾ ka�tu¾ funkcijos moduli¾ ir kvadratin¾e
tikslo funkcij ¾a, o Young [161] apra�·e kaip i¾minimaksini¾modeli¾ i¾traukti tiesinius sandoriu¾ka�tus.

Dauguma teorin·es ir empirin·es �nansu¾ teorijos koncepciju¾, i�tobulintu¾per pastaruosius ke-
lis de�imtmeµcius, remiasi prielaida, kad aktyvu¾ duomenu¾ sekos yra i� normaliosios imties. Re-
miantis �ia prielaida buvo grindµziamas vidurkio�dispersijos (V-D) analiz·es reikalingumas. Samuel-
son (1969) ir Merton (1969), pasinaudodami normalumo prielaidomis i¾rod·e, kad idealios rinkos
atveju investuotojas su pastoviu rizikos toleravimu portfelio sud·eties nekeiµcia (trumpu laikotarpiu).
Nor·edami nustatyti, kaip keiµciasi investuotojo preferencijos modeliuojant gr ¾aµzas. µZymus ekscesas
duomenyse apra�ytas Mandelbrot [93, 94] ir Fama [41] tyrimuose leido jiems atmesti normalumo
hipotez¾e ir pasiūlyti aktyvu¾ gr ¾aµzas modeliuoti pagal stabilu¾ji¾ Pareto d·esni¾. Be to, dauguma
naujausiu¾ tyrimu¾ (pvz. µzr. [63, 84, 120]) parod·e, kad autoregresiniu¾ modeliu¾ liekanos, skaiµciuo-
jamos �nansinei sekai vienos dienos intervalu, n·era pasiskirsµciusios pagal Gauss�o d·esni¾. Bertocchi
et al. [14] savo darbe pristat·e daugiaperiodini¾ portfelio parinkimo problemos sprendimo būd ¾a,
atmesdami normalumo s ¾alygas ir taikydami i¾vairius alternatyvius d·esnius. Portfelio evoliucij ¾a jie
siūlo modeliuoti kaip AR(1)-GARCH(1,1) proces ¾a. Tokio proceso standartizuotas paklaidas jie
aproksimavo Gauss�o, Stjudento t3 arba stabiliuoju d·esniu ir tikrino atitinkamas suderinamumo
hipotezes. Portfeliui sudaryti jie generavo tris skirtingus scenarijus, o rizik ¾a skaiµciavo kaip VaR
arba CVaR bei laipsnini¾absoliutini¾nuokrypi¾. Taikydami Modeliuojamojo Atkaitinimo (MA, angl.
simulated annealing) algoritmus jie surado optimalius portfelius kiekvienu atveju. Bertocchi et
al. [14] analizuodami S&P500, DAX30 ir CAC40 indeksus (pana�iai kaip Boender [18] ir Tokat,
Rachev ir Schwartz [146]) ir liekanas laikydami ne būtinai normaliosiomis nustat·e, kad Stjudento
t3 bei �-stabilusis d·esniai µzymiai geriau nei Gauss�o apra�o paklaidu¾pasiskirstym ¾a min·etame mod-
elyje. Ju¾analiz·es rezultatai leido patobulinti kai kuriuos daugiaperiodinius stochastinius portfelio
sudarymo modelius (µzr. Dupacovà [38], Zenios and Ziemba[152]).
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Daugumos valstybiu¾ i¾statymai vertybiniu¾ popieriu¾ verslui rizikos apribojimus nurodo kaip
nuostoliu¾pasiskirstymo percentilius. Vir�utinis nuostoliu¾pasiskirstymo percentilis yra vadinamas
�rizikuojam ¾aja verte�(angl. Value-at-Risk) ir µzymimas VaR. Pagal apibr·eµzim ¾a VaR yra atitinka-
mas nuostoliu¾pasiskirstymo d·esnio percentilis, t.y. su tam tikru pasikliovimo lygmeniu , portfelio
-VaR yra tam tikras maµziausias & pinigu¾kiekis, kad su tikimybe , nuostoliai bus ne didesni nei &.
I¾statymu¾reikalavimai nurodo, kad VaR dydis turi būti nurodomas kaip tam tikra kapitalo dalis1.
Pavyzdµziui, 95%-VaR nurodo vir�utin¾e tik·etinu¾nuostoliu¾ rib ¾a su 5% tikimybe. VaR modelio po-
puliarum ¾a nul·em·e jo interpretacijos paprastumas (Puelz [118] darbe galima rasti plaµci ¾a apµzvalg ¾a).
�i¾modeli¾labai patogu ir efektyvu taikyti bei valdyti, kai rizik ¾a i¾takojantys faktoriai yra pasiskirst¾e
pagal normalu¾ji¾ (log-normalu¾ji¾) d·esni¾. Plaµciau apie rizikos valdym ¾a naudojant VaR galima rasti
Jorion 1997 metu¾ darbe [70]. Tuo tarpu ne Gauss�o d·esniu¾ atveju VaR netenka kai kuriu¾ savo
savybiu¾[6], tokiu¾, kaip subadityvumas. Pavyzdµziui, portfelio i�dvieju¾ instrumentu¾VaR gali būti
didesnis nei dvieju¾individualiu¾instrumentu¾VaR suma, t.y. portfelio diversi�kacija gali padidinti
maksimalius nuostolius (VaR) [86]. Taipogi, VaR yra sunku taikyti esant diskretiems d·esniams.
�iuo atveju VaR funkcija n·era i¾gaubta ir glodi bei gali tur·eti kelet ¾a lokaliu¾ ekstremumu¾. I¾vairiu¾
VaR modeliavimo aspektu¾ ir skaiµciavimo metodologiju¾ galima rasti http://www.gloriamundi.org.
Dauguma VaR skaiµciavimo būdu¾priklauso nuo portfelio rizikos mato tiesinio aproksimavimo. VaR
skaiµciavimuose paprastai yra priimama rinkos parametru¾ normalumo (log-normalumo) hipotez·e
(µzr. Puelz literatūros s ¾ara�¾a [118]). Taip pat gali būti panaudotas Monte Carlo modeliavimas,
ypaµc, kai portfelio ribojimai yra sudaryti i�netiesiniu¾ instrumentu¾, tokiu¾, kaip opcionai [118].

Nors rizikos su percentiline funkcija valdymas ir yra labai svarbi ir reik�minga tyrimu¾sritis
(tai rodo darbu¾gausa, µzr. pvz. Puelz [118]), reikalingu¾dimensiju¾ (vir��imto instrumentu¾ ir vir�
tūkstanµcio scenariju¾) ir efektyviu¾ optimizavimo algoritmu¾vis dar trūksta. Kita vertus, egzistuo-
jantys efektyvūs portfelio formavimo algoritmai2, neleidµzia tiesiogiai kontroliuoti (t.y. nei¾manoma
i¾vesti apribojimu¾pasiskirstymo funkcijai, VaR prasme, nepabloginant algoritmu¾efektyvumo) pa-
siskirstymo d·esnio percentiliu¾(�io trūkumo neturi vidutinio absoliutinio nuokrypio modelis [78] bei
jam skirtas optimizavimas [31], ir minimaksinis modelis [161]). I�vardinti faktai pastūm·ejo [86]
darbo autorius sudaryti naujus optimizavimo algoritmus bei pasiūlyti nauj ¾a percentilini¾ rizikos
mat ¾a (alternatyv ¾a VaR), vadinam ¾a s ¾alygine rizikuojam ¾aja verte (angl. Conditional Value-at-Risk
arba CVaR), kuris yra artimas VaR matui. Tolydiems d·esniams CVaR yra apibr·eµziamas kaip
s ¾alyginis laukiamas nuostolis su s ¾alyga, kad jis (nuostolis) perµzengs VaR rib ¾a (µzr. Rockafellar ir
Uryasev [127]). �is rizikos matas dar yra µzinomas kaip: vidutinis perteklinis nuostolis (angl. Mean
Excess Loss), vidutinis trūkumas (angl. Mean Shortfall) bei uodegu¾vert·e esant rizikai (angl. Tail
Value-at-Risk) matas (esant tolydiems d·esniams). Bendru atveju, i¾skaitant ir diskreµcius d·esnius,
CVaR apra�omas kaip VaR ir grieµztu¾nuostoliu¾, vir�ijanµciu¾VaR vidurkis (su svoriais) [127]. Acerbi
[2] darbe pavyko apibendrinti CVaR teorij ¾a sukuriant laukiamo nuostolio rizikos mato teorij ¾a.
Ry�ys tarp VaR ir CVaR matu¾ yra nagrin·ejamas ir paai�kinamas Artznerio [6]. Bendru atveju
CVaR, kuri yra i�vedama panaudojant VaR rizikos mat ¾a, turi daugiau teigiamu¾savybiu¾nei VaR:
CVaR rizikos funkcija yra subadityvi ir i¾gaubta [127]. Toks CVaR interpretavimo nuoseklumas
pirm ¾a kart ¾a buvo pasteb·etas austru¾mokslininko P�ug�o [115], taip pat ir Rockafellar ir Uryasev
[128] ir Acerbi et al. [2] darbuose.

Nors CVaR ir netapo standartu (tuo metu) �nansu¾ industrijoje, savo ni�¾a jam pavyko rasti

1Pavyzdµziui, 1998 metais Basle Capital Accord asociacija pasiūl·e i� banku¾, greta kapitalo, reikalauti ir VaR i¾verµciu¾, o
National Association of Insurance Commissioners (NAIC) komisija taip pat reikalauja i¾ prane�imus i¾traukti VaR.

2Efektyvumas pasiekiamas tik naudojant tiesinio programavimo (angl. linear programming � (LP) technologijas LP
optimizavimo algoritmai yra i¾diegti daugelyje komerciniu¾ ir nekomerciniu¾ matematiniu¾ programiniu¾ paketu¾. Jie leidµzia
palyginti efektyviai spr¾esti didelius (su milijonais kintamu¾ju¾ ir scenariju¾�apribojimu¾) uµzdavinius. Diskretūs apribojimai
tiesinio programavimo uµzdaviniuose taip pat gali būti gana nesunkiai interpretuojami (palyginus su kvadratiniu ar netiesiniu
programavimu). Kaip bebūtu¾prie�de�imtmeti¾i�rastas vidinio ta�ko algoritmas veikia gana efektyviai ir LP ir kvadratiniame
portfelio optimizavime (pvz. µzr. Duarte [34]). I¾vairiu¾�nansu¾srities optimizavimo algoritmu¾galima rasti Ziemba ir Mulvey
[154] bei ju¾ darbo bibliogra�joje.
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draudimo srityje. Pana�̄us i¾CVaR matai buvo pristatyti stochastinio programavimo literatūroje.
Skaiµciuojamieji eksperimentai parod·e, kad daµzniausiai CVaR minimizavimas duoda ir VaR mod-
elio optimalu¾ sprendini¾, nes VaR niekada nevir�ija CVaR dydµzio [127]. Tod·el portfeliai su maµzu
CVaR visada tur·es maµz ¾a VaR. Rockafellar ir Uryasev [127] parod·e, kad jei gr ¾aµzos�nuostoliai yra
normalieji, tai CVaR ir VaR yra ekvivalentūs rizikos matai, t.y. jie duos visi�kai t ¾a pati¾optimalu¾
portfeli¾. Tuo tarpu asimetri�kiems d·esniams CVaR ir VaR optimalūs portfeliai gali būti skirtingi.
Sprendinys, gautas minimizuojant VaR, gali būti i�didesniu¾kvantiliu¾srities nei pats VaR. Rock-
afellar ir Uryasev savo daµznai cituojamame darbe [127] parod·e, kad uµzdaviniai su CVaR rizikos
matu gali būti sprendµziami tiesinio optimizavimo metodais (µzr. taip pat Uryasev [148]), o [86]
�iu¾metodu¾pagrindu sudarytas technologijas pritaik·e S&P100 portfeliui optimizuoti, ir pasteb·ejo,
kad �ios technologijos yra efektyvios skaiµciuojamuoju poµziūriu ir i�lieka stabilios plaµciai nuostoliu¾
pasiskirstymo d·esniu¾ klasei. Nemaµzai �ios srities tyrimu¾ parod·e, kad rizikos optimizavimas su
CVaR tipo naudingumo funkcijomis leidµzia spr¾esti didel·es apimties uµzdavinius (tiek aktyvu¾skaiµci-
aus tiek ir scenariju¾prasme) su palyginti nedideliais skaiµciavimo resursais [86]. Pavyzdµziui, darbe
[127] pateikiamas nesud·etingas CVaR algoritmas opcionu¾portfelio hedµzingui.

Tuomet, kai ribojimai yra sud·etingi, o tikslo funkcija turi kelet ¾a lokaliu¾ ekstremumu¾, kartu
su evoliuciniais, MA ir tabu paie�kos algoritmais [138] gali būti taikomas slenksµcio priimtinumo
metodas (angl. threshold accepting). �i¾algoritm ¾a pasiūl·e Dueck ir Winker [35], o VaR ir tik·etinu¾
nuostoliu¾tipu¾rizikai optimizuoti pritaik·e Gilli ir Këllezi [55]. Armañanzas ir Lozano [5] daugiakri-
terinei portfelio problemai spr¾esti taik·e godµziosios paie�kos (angl. greedy search), modeliuojamojo
atkaitinimo ir skruzdµziu¾kolonijos euristine paradigma pagri¾stas procedūras.

2.3. Stabiliu¾ju¾modeliu¾taikymas �nansu¾rinkoms modeliuoti

Ekonominiams ir �nansiniams procesams apra�yti daµzniausiai taikomi modeliai, kuriuose laiko-
masi duomenu¾ normalumo hipotez·es (pasiskirstymo pagal Gauss�o d·esni¾). Tai rei�kia, kad tam
tikras �nansini¾ instrument ¾a apibūdinantis dydis gali būti modeliuojamas Wiener�io procesu, o jo
kitimas atitiktu¾Brown�o judesi¾. Taµciau �nansiniai duomenys neretai pasiµzymi asimetrija, ekscesu
ir dideliais nuokrypiais [63, 121, 133], tod·el modeliai paremti duomenu¾ normalumo s ¾alyga realiu¾
duomenu¾analizei daµzniausiai yra netinkami. Daugiausiai d·el �iu¾prieµzasµciu¾Gauss�o modeliai kei-
µciami stabiliaisiais. Stabilieji d·esniai pasiµzymi tiek leptokurtoti�kumu, tiek asimetrija [45] ir tod·el
geriau nei normalusis skirstinys tinka apra�yti empirinius duomenis. Be to, stabilieji atsitiktiniai
dydµziai tenkina Apibendrint ¾a Centrin¾e Ribin¾e Teorem ¾a (ACRT), kuri teigia, kad stabilieji d·esniai
yra vieninteliai atitinkamai centruotu¾ ir normuotu¾ bei nepriklausomu¾ ir vienodai pasiskirsµciusiu¾
atsitiktiniu¾ dydµziu¾ sumu¾ asimptotiniai skirstiniai [79]. Stabiliu¾ju¾ d·esniu¾ taikymo �nansu¾ inµzine-
rijoje µzinovas prof. S. Rachev [14, 63] teigia: �<. . .> �-stabilieji d·esniai siūlo proting ¾a jei ne
geriausi ¾a patobulinim ¾a i�visu¾alternatyviu¾ju¾skirstiniu¾, kurie buvo pasiūlyti literatūroje per pas-
taruosius keturis de�imtmeµcius <. . .>�. Tod·el vis daµzniau verslo, draudimo, �nansiniu¾ rinku¾,
stichiniu¾ nelaimiu¾ ir avariniu¾ rei�kiniu¾ apra�ymui yra naudojami matematiniai modeliai pagri¾sti
stabiliaisiais procesais.

Pirmasis stabiliu¾ju¾d·esniu¾pritaikymas i¾vyko dar 1919 metais, taµciau pati s ¾avoka buvo i¾vesta
P. Lévy tik 1925 metais [88]. Danu¾astronomas J. Holtsmark [65] publikavo darb ¾a kuriame buvo
nagrin·ejamas gravitacinio µzvaigµzdµziu¾lauko atsitiktiniu¾�uktuaciju¾tikimybinis d·esningumas ir kaip
v·eliau paai�k·ejo atrastasis Holtsmark skirstinys (µzinomas jo vardu) yra sferinis (trimatis) simetrinis
stabilusis d·esnis su � = 3=2. Dar prie�du �imtmeµcius Poisson, o v·eliau ir Cauchy (1853), atkreip·e
d·emesi¾ i¾ pasiskirstym ¾a, v·eliau pavadint ¾a Ko�i (Cauchy) skirstiniu, kuris priklauso stabiliesiems
d·esniams (� = 1). Stabiliu¾ju¾ d·esniu¾ s ¾avoka galutinai nusistov·ejo apie 1937 metus ir yra siejama
su Lévy [89] ir K. Chinchin monogra�jomis [26]. Tuomet jau buvo µzinoma, kad i�skyrus kelet ¾a
atskiru¾ atveju¾, stabilieji d·esniai neturi i�reik�tinio pavidalo tankio ir pasiskirstymo funkciju¾. Tai
labai apsunkina teorinius ir praktinius �ios skirstiniu¾�eimos taikymus.
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Viena i�pagrindiniu¾stabiliu¾ju¾dydµziu¾taikymo sriµciu¾yra nepriklausomu¾ir silpnai priklauso-
mu¾ atsitiktiniu¾ dydµziu¾ sumu¾ ribiniu¾ teoremu¾ teorija. �ie d·esniai pasitaiko atsitiktiniu¾ procesu¾
teorijoje, atsitiktiniu¾ matricu¾ teorijoje ir t.t. Praktikoje �ie skirstiniai daµzniausiai sutinkami
�zikoje (kvantin·eje mechanikoje, elementariu¾ju¾ daleliu¾ �zikoje), pavyzdµziui temperatūru¾ pasis-
kirstymo atominiame reaktoriuje arba i¾tampu¾ pasiskirstymo kristalin·eje gardel·eje uµzdaviniuose;
radiotechnikoje ir elektronikoje; ekonomikoje ir sociologijoje.

Stabiliu¾ju¾ d·esniu¾ reik�m·e yra labai didel·e, d·el vienos fundamentalios prieµzasties �neprik-
lausomu¾vienodai pasiskirsµciusiu¾tolydµziu¾atsitiktiniu¾dydµziu¾sumos ribinis d·esnis yra stabilusis ir
tiktai stabilusis [57]. Atsitiktiniu¾dydµziu¾ sumos labai daµznai pasitaiko i¾vairiose srityse. Stabilieji
skirstiniai neturi baigtin·es dispersijos (i�skyrus vien ¾a atveji¾, kai � = 2) ir tai labai i¾takoja ju¾
statistiniu¾ taikymu¾aspektus. Jei stabiliojo a.d. � < 2, tai rei�kia begalin¾e dispersij ¾a, t.y. galima
tik·etis steb·ejimu¾su dideliais nuokrypiais, kurie savo ruoµztu stipriai i¾takoja a.d. sumas. Taµciau �iu¾
steb·ejimu¾negalima atmesti kaip matavimo ar kitokiu¾klaidu¾, nes ju¾pa�alinimas visi�kai i�kraipo
pradiniu¾ duomenu¾ esm¾e, juolab �ie steb·ejimai gali būti patys svarbiausi. Dideliu¾ nuokrypiu¾
tikimyb·e yra tokia didel·e, kad standartiniai statistikos metodai, grindµziami skirstiniu¾ su baig-
tine dispersija asimptotine teorija, yra nepritaikomi, netgi tais atvejais kai turimos labai didel·es
duomenu¾imtys. Tokie atvejai reikalauja kitokiu¾matematiniu¾modeliu¾. Visa tai leido Mandelbrot
pasiūlyti panaudoti stabiliuosius modelius pajamu¾ ir spekuliaciniu¾kainu¾pasiskirstymams mode-
liuoti [91,93]. Mandelbrot [93] ir Fama [42] pirmieji prad·ejo nagrin·eti stabiliu¾ju¾d·esniu¾parametru¾
vertinimo problem ¾a (taik·e gra�nius metodus parametro � vertinimui).

Visai neseniai buvo pasteb·eta, kad stabiliaisiais d·esniais taip pat galima apra�yti ir mode-
liuoti kompiuteriniu¾tinklu¾uµzimtum ¾a. �i problema ypaµc aktuali didesniu¾tinklu¾administratoriams
ir operatoriams, turintiems ne vien ¾a �imt ¾a ar tūkstanti¾ vartotoju¾. Tinkamai sumodeliavus kom-
piuterinio tinklo darb ¾a galima adekvaµciai prognozuoti, o tuo paµciu ir optimizuoti resursu¾poreiki¾
[160].

Buvo parodyta [32], kad kino verslo pajamos yra gerai modeliuojamos stabiliaisiais skirstini-
ais. �iu¾ skirstiniu¾ asimetrija ir uodegos pakankamai gerai apra�o kino industrijos pajamas, kino
aktoriu¾ sutarµciu¾ ekonomik ¾a ir pana�iai. Pavyzdµziui, tikimyb·e kino �lmui su super µzvaigµzd·emis
gauti dideli¾peln ¾a yra gerokai didesn·e nei kitoms juostoms, o, be to, �ie �lmai priskiriami maµzesn·es
rizikos grupei ir jiems gauti �nansavim ¾a yra daug lengviau.

Akciju¾kainu¾gr ¾aµzu¾modeliavimas ir prognozavimas yra svarbus stabiliu¾ju¾d·esniu¾pritaikymas.
Gr ¾aµzu¾pasiskirstymas ypaµc domina ekonomistus ir rinkos analitikus. Akciju¾kainu¾gr ¾aµzu¾modelia-
vimo stabiliaisiais d·esniais id·ej ¾a (tuo metu novatori�k ¾a) pasiūl·e B. Mandelbrot [93], o Fama [41]
parod·e, kad stabilieji d·esniai i� tikru¾ju¾ apra�o logaritmu¾ pokyµciu¾ pasiskirstym ¾a geriau nei nor-
malusis d·esnis, nes labai dideliu¾ ir labai maµzu¾pokyµciu¾ tikimyb·es gerokai didesn·es nei normaliojo
d·esnio atveju. Empiriniai tyrimai [48] parod·e, kad �ie pasiskirstymai gali būti asimetri�ki, kaip ir
numan·e Mandelbrot. Asimetri�kumo egzistavimas turi labai didel¾e i¾taka vertybiniu¾popieriu¾port-
felio sudarymui. Rachev savo naujausiuose darbuose parod·e, kad per·ejus nuo modeliu¾, kuriuose
aktyvu¾gr ¾aµzos yra i�normaliosios imties, prie stabiliu¾ju¾, galima tik·etis iki a�tuoniu¾kartu¾geresniu¾
�nansiniu¾rezultatu¾ [33].

Finansiniu¾ seku¾ gr ¾aµzos stabilumo prielaida stipriai i¾takoja �nansu¾ teorij ¾a ir ekonometrik ¾a
[122]. Portfelio parinkimo problem ¾a nagrin·ejo Fama [43], Ziemba [153], Bawa, Elton ir Gruber
[10], Press [116], Chamberlain, Cheung ir Kwan [25], Cheng ir Rachev [26]. Rizikos vadybos
klausimus tyrin·ejo Gamrowski ir Rachev [53], Mittnik ir Paolella [106], Bassi, Embrechts ir Kafet-
zaki [9]. Kartu su stabiliomis gr ¾aµzomis buvo nagrin·ejamas ir i�vestiniu¾ vertybiniu¾ popieriu¾ ver-
tinimas (Rachev ir Samarodnitsky [124], Rachev ir Ruschendorf [123], Karandikar ir Rachev [73],
Janicki ir kt. [68], Campa, Chang ir Reider [22], Hurst, Platen ir Rachev [67], Dostoglou ir Ratchev
[33]). Speci�nius ekonometrikos uµzdavinius nagrin·ejo Rachev, Kim ir Mittnik [119]. Nolan ir Fo-
fack [50] parod·e, kad stabilieji d·esniai puikiai tinka ir besivystanµciu¾�aliu¾, bei �juodosios rinkos�
valiutu¾kursu¾pokyµciu¾pasiskirstymo modeliavimui.
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Stabilieji d·esniai neturi i�reik�tinio pavidalo (su nedaugeliu i�imµciu¾), o skaitin·es aproksimaci-
jos arba tiesioginis skaitinis integravimas yra netrivialūs ir reikalauja daug skaiµciavimu¾laiko. Tod·el
didµziausio tik·etinumo parametru¾ vertinimo algoritm ¾a, pagri¾st ¾a aproksimacijomis, yra sud·etinga
taikyti, ypaµc didel·ems imtims, kurios daµznai pasitaiko �nansu¾ analiz·eje. D·el skaiµciavimu¾ sud·e-
tingumo yra labai maµzai tyrin·ejimu¾, lyginanµciu¾didµziausio tik·etinumo i¾verµcius su kitais metodais
gautais i¾verµciais. Kitokius metodus parametrams vertinti nagrin·ejo Mandelbrot, Fama ir Roll [46],
DuMuchel, Brorsen ir Yang [19], Press [117], Leitch ir Paulson [111], Koutrouvelis [81,82], Weron
ir kiti. I�kyla klausimas apie MTM ir kitokiu¾ metodu¾ palyginim ¾a vertinant stabiliu¾ju¾ d·esniu¾
parametrus.

2.4. Finansiniu¾seku¾stabilumo tyrimas

Duomenu¾pasiskirstymo d·esnio nustatymas yra sud·etingas statistinio tyrimo etapas. Yra µzinoma
keletas būdu¾nustatyti, ar duotoji seka yra i�stabiliosios imties. Bene paprasµciausia yra patikrinti
neparametrin¾e suderinamumo hipotez¾e apie stabiliojo modelio su i¾vertintais parametrais adekva-
tum ¾a Andersono�Darlingo ar Kolmogorovo�Smirnovo kriterijais (µzr. Rachev [14,63], Weron [157]
ir kitus darbus). Kita vertus pradedant vertinti vieno ar kito d·esnio parametrus būtu¾korekti�ka
patikrinti ar duomenu¾ seka tenkina stabilumo reikalavimus. Tam visi�kai pakanka nustatyti, ar
seka priklauso stabiliu¾ju¾ d·esniu¾ traukos zonai ir visai nebūtina µzinoti nei d·esnio parametru¾ nei
pasiskirstymo funkcijos. Metodas skirtas nustatyti, ar seka yra stabilioji, yra daliniu¾sumu¾ ir pil-
nosios sekos homogeni�kumo nustatymo metodas, kuris remiasi fundamentali ¾aja stabiliu¾ju¾d·esniu¾
teorema [12,75]. Norint parodyti, kad seka yra i�Pareto d·esniu¾�eimos, gali būti taikomas baigtin·es
dispersijos metodas, pasiūlytas [60,107] ir nagrin·etas [50,51].

Stochastinis procesas fX(t);8t 2 Tg yra stabilus, jei visi jo baigtiniamaµciai skirstiniai yra
stabilūs. fX(t);8t 2 Tg yra �-stabilus tada ir tik tada jei visos tiesin·es kombinacijos

dX
k=1

bkX(tk);

yra �-stabilios, µcia d > 1; t1; t2; : : : ; td 2 T; b1; b2; : : : ; bd �realūs skaiµciai. �-stabiliojo proceso
pavyzdµziu gal·etu¾būti �-stabilus Lévy procesas.

Stochastinis procesas fX(t);8t 2 Tg yra vadinamas Lévy judesiu (procesu) jei:
� X(0) = 0 (beveik tikrai),
� X turi nepriklausomus pokyµcius.
� Pokyµciai X(t)�X(s) yra stacionarūs, visiems 0 6 s < t <1.

Jei pokyµciai yra pasiskirst¾e pagal �-stabilu¾ji¾ d·esni¾, tai laikoma, kad toks procesas yra �-
stabilus Lévy procesas.

2.5. Finansiniu¾seku¾savastingumas ir multifraktali�kumas

Atsiµzvelgiant i¾2.3 skyrelyje i�vardintus faktus gr ¾aµzu¾kitimo procesui, siejamam su Brown�o jude-
siu, modeliuoti buvo prad·eti taikyti stabilieji procesai, Lévy judesys, Fraktalinis Brown�o (FB)
judesys [29], o tai pat ir multifraktaliniai bei savastingi procesai. Kartu su Pareto savybe daugelis
�nansiniu¾seku¾pasiµzymi savastingumo arba fraktali�kumo savybe. �i savyb·e rei�kia, kad duomenu¾
suglodinimas skirtingais masteliais nekeiµcia arba maµzai keiµcia duomenu¾ struktūr ¾a. Tarkime, kad
X = fX(t); t > 0g yra Lévy procesas. Tada X yra savastingas tada ir tik tada, jei kiekvienas X(t)
yra grieµztai stabilus [39]. Stabilumo indeksas � ir Hurst�o eksponent·e H savastingiems procesams
tenkina s ¾alyg ¾a

� = 1=H: (2.1)
I� 2.1 paveikslo galima pasteb·eti, kad tam tikras procesas bus stabilusis, jei jis būs savastingas
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Lévy procesas.

Paveikslas 2.1: Savastingu¾ju¾procesu¾ ry�ys su Levy ir Gauso procesais.

Yra keletas neekvivalenµciu¾ savastingumo apibr·eµzimu¾ [144]. Daµzniausiai naudojamas teigia,
kad tolydaus laiko procesas Y = fY (t); t 2 Tg yra savastingas, su savastingumo parametru H, jei
jis tenkina s ¾alyg ¾a:

Y (at)
d
= aHY (t); 8t 2 T; 8a > 0; 0 6 H < 1

kur lygyb·e d
= suprantama pasiskirstymo funkciju¾prasme. Kadangi procesas Y (t) niekada nebūna

stacionarus, paprastai laikoma, kad jis turi stacionarius pokyµcius [29]. Kanoninis tokio proceso
pavyzdys yra Brown�o judesys (H = 1

2
).

Bendru atveju tolydaus laiko procesas Y = fY (t); t 2 Tg yra multifraktalinis, jei jis tenkina
s ¾alyg ¾a:

Y (at)
d
=M(a)Y (t); 8t 2 T; 8a > 0;

kur lygyb·e d
= suprantama pasiskirstymo funkciju¾prasme.

Daµzniausiai naudojama savastingumo charakteristika yra Hurst indeksas. Kai rodiklis 0; 5 <
H 6 1 sakoma, kad procesas yra su ilga atmintimi, o kai 0 6 H < 0; 5 laikoma, kad procesas yra
ergodinis. �iam rodikliui i¾vertinti yra nemaµzai būdu¾, taµciau daµzniausiai literatūroje yra minimi
�ie [72]:

a) vertinimo metodai pagri¾sti laiko seku¾ analize: absoliutiniu¾ reik�miu¾metodas (angl. Ab-
solute Value) arba absoliutiniu¾momentu¾(angl. Absolute Moments)[143�145]; dispersijos metodas
(angl. Variance) arba agreguotos dispersijos (angl. Aggregate Variance)[141,143,145]; R/S meto-
das [96�98,143,145]; modelio liekanu¾dispersijos metodas (angl. Variance of Residuals) [113,145].

b) metodai paremti daµznin·emis/bangin·emis procesu¾savyb·emis: periodogramos metodas [54,
143,145]; Whittle metodas [52,145]; Abry�Veitch metodas [1,72].

Auk�µciau i�vardinti Hurst rodiklio i¾verµciai gali būti apskaiµciuoti naudojant laisvai platinam ¾a
programin¾e priemon¾e SELFIS [134].

Hurst rodiklio reik�m·e 1
2
rodo, kad tokio proceso kintamumas auga kaip

p
t (µcia t yra laikas)

greiµciu. Deja, tiriant realius �nansinius duomenis paai�k·eja, kad augimo tempas (Hurst rodiklis)
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yra kitoks [12,114].
�iame darbe yra laikoma, kad gr ¾aµzos yra nepriklausomi vienodai pasiskirst¾e atsitiktiniai

dydµziai, pasiskirst¾e pagal tam tikr ¾a skirstini¾. Taµciau, kaip rodo praktiniai tyrimai, neretai �-
nansin·ems sekoms Hurst indeksas yra i� intervalo 0; 5 < H 6 1, o tai rei�kia, kad jose egzistuoja
tam tikra tolima priklausomyb·e. �i priklausomyb·e ypaµc i�ry�k·eja kai yra tiriamos ne paµcios gr ¾aµzos,
o i¾vairios ju¾trasformacijos (absoliutiniai didumai, kvadratai ir pan.), taµciau �i priklausomyb·e turi
prasm¾e tik tada kai gr ¾aµzu¾ sekos turi atitinkam ¾a (antr ¾aji¾) moment ¾a [56]. Kadangi darbe plaµciau
nagrin·ejami stabilieji ne Gauss�o modeliai, tai �i tolima priklausomyb·e ignoruojama.

2.6. Esamos programin·es i¾rangos apµzvalga

Tiriant sud·etingus �nansu¾procesu¾modelius, susiduriama su programin·es i¾rangos trūkumu (ypaµc
stabiliu¾ju¾modeliu¾). Mat modeliai būna realizuoti naudojant skirtingas platformas, tod·el duome-
nis tenka mechani�kai perk·elin·eti i�vieno programos lango i¾ kit ¾a, atlikti ju¾ analiz¾e, o rezultatus
v·el suvedin·eti naujame lange. Be to, beveik n·era programin·es i¾rangos, realizuotos hiperteks-
tin·eje aplinkoje (internetin·eje svetain·eje). Programin·es i¾rangos realizavimas internetin·eje sve-
tain·eje suteiktu¾vartotojams galimyb¾e plaµciai naudotis jos teikiamais privalumais. I�esm·es tokiu¾
programiniu¾ priemoniu¾ reikalingum ¾a iliustruoja vien tai, kad Google paie�kos sistema internete
suranda vir� 3 milijonu¾ tinklapiu¾ skirtu¾ �nansiniu¾�investiciniu¾ sprendimu¾ programinei i¾rangai.
Deja, dauguma i� ju¾ skirti tik speci�niams uµzdaviniui spr¾esti ir n·era tinkami platiems tyrimams
atlikti. Kita vertus yra kuriamos sistemos, kurias galima tobulinti papildant naujais moduliais
(modeliais). Bene daµzniausiai pasitaiko Ad-ins tipo paprogramiu¾, skirtu¾Microsoft Excel, sukurtu¾
programuotoju¾m·eg·eju¾, neretai pagal vienos ar kitos korporacijos uµzsakymus.

Toliau pateikiami keleto i¾domiausiu¾tinklapiu¾apra�ymai, sugrupuoti pagal tinklapiu¾tip ¾a.

2.6.1. Tinklapiai su nuorodomis i¾kitu¾kūr·eju¾(kompaniju¾) puslapius ir ju¾
apra�ymais

�i tinklapiu¾ grup·e i�siskiria i� kitu¾ tuo, jog µcia pateikiama sukoncentruota programin·es i¾rangos
apµzvalga. Neretai pakanka perµziūr·eti s ¾ara�¾a ir i�jo galima i�sirinkti tinkam ¾a produkt ¾a.

bobsguide.com Vienas i�bene i¾domiausiu¾ ir labai daug apr·epianµciu¾ tinklapiu¾ su nuorodomis.
�iame tinklapyje programin·e i¾ranga sugrupuota pagal poreikius. Tarkime, rizikos valdymo pro-
gramin·e i¾ranga grupuojama pagal kompanijas, kurios kuria i¾rang ¾a analizuojanµci ¾a ir padedanµci ¾a
valdyti rizik ¾a. Tai aktyvu¾ ir pasyvu¾ valdymas; rizikos analitika; rizikos duomenu¾ baz·es; rizikos
valdymo konsultavimas; uµzstatu¾valdymas; ribin·es sistemos; kredito rizika; operaciju¾rizika; rinkos
rizika; rizikos valdymo sistemos; likvidumo rizika; korporacin·e rizika; priemon·es skirtos kovoti su
pinigu¾plovimu.

Deja, nepavyko rasti tinklapiu¾ skirtu¾ stabiliu¾ju¾ ir su jais susijusiu¾ modeliu¾ programinei
i¾rangai.

Download3K.com Pateikiama i¾vairios (vir�600 produktu¾) i¾rangos apra�ymu¾nuo kainu¾kitimo
steb·ejimo iki analiz·es ir prognoziu¾. Taipogi, galima atsisiu¾sti bandom ¾asias arba pilnas (komercines)
programin·es i¾rangos versijas. Taµciau nepavyko rasti i¾rangos skirtos stabiliu¾ju¾ ir su jais susijusiu¾
modeliu¾taikymui.

StatPages.net Pateikiama vir�600 nuorodu¾ i¾ tinklapius atliekanµcius statistinius skaiµciavimus
arba kur galima i¾sigyti/rasti tokios i¾rangos. Bet nepavyko rasti i¾rangos skirtos stabiliu¾ju¾ir su jais
susijusiu¾modeliu¾statistinei analizei.

InvestmentSeek.com Paie�kos sistema skirta programin·es i¾rangos ir mokslin·es��vieµciamosios
literatūros orientuotos i¾portfelio analiz¾e paie�kai.
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toolsformoney.com I¾vairiu¾ programiniu¾ priemoniu¾ apra�ymas ir ekonomikos��nansu¾ teorijos
pagrindai.

topshareware.com Paie�kos sistema ie�kanti programin·es i¾rangos.

2.6.2. Profesionalūs programin·es i¾rangos kūr·ejai, besiorientuojantys i¾�nansiniu¾
produktu¾kūrim ¾a

�i tinklapiu¾grup·e i�siskiria tuo, kad µcia pateikti programin·es i¾rangos kūr·ejai, kurie orientuojasi i¾
�nansin·es ir statistin·es analiz·es metodu¾realizavim ¾a.

atp.com APT kuria sistemas skirtas �nansu¾industrijos profesionalams. APT modeliai, analitika
ir programiniai sprendimai rizikos valdymui gali būti panaudoti i¾vairiuose organizacijos lygmenyse:
rizikos modeliai ir portfelio analiz·e �aktyvu¾ valdytojui, hedµzingo fondams, kompanijos rizikai,
pensiju¾ fondams, makleriams.

Juose atitinkamai realizuoti multifaktoriniai modeliai, prognozavimo klaidu¾aptikimas, rizikos
priskyrimas, beta analiz·e, portfelio sudarymo i¾rankiai, mokesµciu¾ atµzvilgiu optimalūs modeliai;
statistiniai rizikos modeliai ir hedµzingo priemon·es (skirtos akcijoms, obligacijoms, �uµceriams, op-
cionams ir t.t.), trumpo periodo volatili�kumo modeliai, specializuoti gr ¾aµzu¾strategijos parinkimo
i¾rankiai, kasdienin·es rizikos ataskaitos, realaus laiko Excel�io priedai, integruoti i¾daugeli¾populiariu¾
portfelio valdymo sistemu¾; i¾vairios priemon·es korporacinei rizikai vertinti; pensiju¾fondu¾tradicin·es
kasdienin·es ataskaitos, portfelio apµzvalga ir saugumo barjeru¾ lygis (sistema automatin·e); statis-
tiniai rizikos modeliai, multifaktoriniai klientu¾ ataskaitu¾modeliai, realaus laiko rizikos ribu¾ nus-
tatymas, specialaus maklerio �krep�elio� sudarymas, opcionu¾ hedµzingo galimyb·es ir netiesiniai
sandoriu¾ka�tai. Kiekviena i��iu¾sistemu¾turi portfelio analiz·es ir optimizavimo procedūras, rizikos
analiz¾e ir pana�ias posistemes.

DataArt DataArt kuria sistemas reikalingas investiciju¾ valdymui, fondu¾ hedµzingui ir banki-
nei industrijai tiek JAV, tiek ir Europoje. Jie patys teigia, kad jie kuria integruotas sistemas
leidµzianµcias atlikti i¾vairiu¾ investavimo procesu¾matematinius tyrimus:

* uµzsakymu¾vykdymas ir valdymas;
* portfelio analiz·e;
* daugiamaµciai pelno�nuostolio matavimai;
* rizikos valdymas, VaR;
* scenariju¾ i¾vertinimas, sukr·etimu¾ ir jautrumo analiz·e;
* aktyvu¾tarpusavio ry�io analiz·e;
* vykdymo ataskaitos ir sprendimu¾pri·emimo pagalbin·es priemon·es;
* daugelio instrumentu¾ i¾kainojimas;
* rinkos steb·ejimas realiu laiku.
Taipogi yra specializuotos posistem·es skirtos hedµzingo fondams ir fondu¾ fondams. Visa

sistema sukurta taip, kad esant reikalui gali būti integruota su kitomis populiariomis sistemomis:
Bloomberg, VPM, Sophis, Portware, FMC, RiskData, MACE, Tradar, Reuters RMDS&DataFeeds
ir daugeliu kitu¾.

Insightful Finance Solutions & SolutionMetrics Pty Ltd. Insightful tiekia programin¾e i¾rang ¾a
35 i� 50 stambiausiu¾ �nansines paslaugas teikianµciu¾ kompaniju¾ ir 8 i� 10 svarbiausiu¾ pasaulio
banku¾. Savo sukauptas µzinias (kiekybin·es prekybos strategiju¾, portfelio optimizavimo metodu¾
ir rizikos valdymo) �i kompanija jau kelet ¾a pastaru¾ju¾ de�imtmeµciu¾ taiko kurdama programin¾e
i¾rang ¾a. Nuolat j ¾a atnaujina atsiµzvelgdama i¾ rinkos reguliavimo ir kitus pasikeitimus. Sukaupta
didµziul·e i¾vairiu¾metodu¾ir modeliu¾biblioteka, kuri yra integruota i¾S-PLUS platform ¾a. Greta kitos
programin·es i¾rangos, kuriami modernūs �nansin·es analiz·es sprendimai skirti paskolu¾ portfelio
i¾vertinimui, portfelio optimizavimui, rizikos valdymui, prekybos strategijoms analizuoti, Basel II,
kiekybinei duomenu¾ analizei su Excel ir S-PLUS, kliento elgesio modeliavimui. Deja, ji gana
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brangi.

StatPro.com StatPro ruo�ia portfelio analiz·es sprendimus globalinei aktyvu¾valdymo industrijai.
Vienas i�pirminiu¾ i��̄ukiu¾ aktyvu¾ valdyme yra �variu¾ ir analizei paruo�tu¾ duomenu¾ i�gavimas i�
milµzini�ko informacijos kiekio bei rizikos ir elgesio matavimai ne vienu, bet daugeliu metodu¾.
�ios kompanijos sukurti moduliniai programiniai produktai gali būti naudojami sudarant i¾vairias
ju¾ kombinacijas, priklausomai nuo kliento verslo poreikiu¾. StatPro verslo tikslas, kaip teigia ju¾
informacijos �altiniai, yra kurti produktus skirtus �nansu¾industrijoje svarbiausiai analizei atlikti,
o kartu dirbanµcius labai na�iai ir teikianµcius ekonomin¾e naud ¾a.3

Whitebirch Software, Inc. Projected Financials (www.projected�nancials.com) Inc. Projected
Financials pabr·eµzia, kad ju¾programin·e i¾ranga i�visu¾ kitu¾�nansin·es programin·es i¾rangos kūr·eju¾
produktu¾ i�siskiria �iais aspektais:
� i¾diegtas �nansinio modeliavimo paketas;
� taikomi auk�tesniu¾eiliu¾�nansiniai modeliai4;
� realaus laiko tarpusavio bendradarbiavimo su klientais, bankais, kolegomis ir bendradarbiais
galimyb·es;

� produktus galima pritaikyti ir kitose verslo sferose, pradedant nuo maµzu¾, naujai i¾sikūrusiu¾�rmu¾
iki multimilijardiniu¾kompaniju¾.

Quantrix.com Quantrix kompanija siūlo �nansin·es analiz·es ir modeliavimo produktus, kurie
i�siskiria lengvu suprantamumu ir gilumu. Jie teigia, kad:
� programin·e i¾ranga padeda paµzvelgti i¾problem ¾a i�vidaus, taµciau per dinamini¾modeliavim ¾a;
� programin·e i¾ranga organizuota pagal intuityvi ¾a architektūr ¾a ir yra struktūri�kai organizuota5;
� yra i¾diegtas daugiamatis skaiµciavimo mechanizmas6;
� viskas pagri¾sta ai�kia logika, modeliai yra lengvai suprantami, o formules pakanka apibr·eµzti
vien ¾a kart ¾a;

� prekiaujama tiek standartine, tiek profesionalia i¾rangos versijomis7.

wheatworks.com �ios kompanijos �̄ukis �Financial Math Made Easy�, o jie kuria Windows R
operacinei sistemai skirt ¾a programin¾e i¾rang ¾a. I�tinklapio wheatworks.com galima atsisiu¾sti ban-
dom ¾asias versijas.

2.6.3. Profesionalūs �nansu¾patar·ejai ir konsultantai

�ios grup·es tinklapiu¾yra labai daug, taµciau µcia pateiksiu tik vien ¾a i¾domu¾pavyzdi¾.

palisade.com Teikia mokymo ir konsultavimo paslaugas nuotoliniu būdu ir mokymo centruose,
priklausomai nuo kliento poreikiu¾ ir uµzimtumo.

2.7. Finansiniu¾duomenu¾�altiniai

Dauguma �nansiniu¾ instituciju¾ (bankai, kredito unijos, vertybiniu¾ popieriu¾ birµzos ir t.t.) turi
duomenu¾ saugyklas, kaupianµcias �nansinius duomenis. Neretai �i informacija yra daugialyp·e ir
kompleksin·e. µZiniu¾paie�kos sistemos �nansiniuose duomenyse atlieka statistin¾e duomenu¾analiz¾e
ir pateikia rekomendacijas investuotojams.

Nagrin·ejant �nansines sekas visada susiduriama su gana rimta problema ��nansiniu¾duomenu¾
3"Sistema daugiau nei atsipirko ir gerokai pranoko visus lūkesµcius. Nuolat didinamas funkcionalumas ir keliama jo vert·e

d·el veiklos ataskaitu¾ perdavimo kūr·ejams" - F&C, UK
4Taikomi inovatyvūs modeliai. Projected Financials padeda savo klientams transformuodami verslo duomenis i¾�nansin¾e

i¾µzvalg ¾a.
5Lentel·es, matmenys ir elementai su modeliu ar konkreµciu uµzdaviniu yra susieti dinami�kai.
6Kol atliekami vieni ar kiti skaiµciavimai, galima keisti i�vaizd ¾a, modelio charakteristikas ir kitus parametrus.
7Profesionalioje versijoje i¾diegta OLAP tipo duomenu¾ integracija ir Quantrix sistemos programavimo interfeisas (QAPI).
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baziu¾informacija beveik visada n·era laisvai prieinama, nors uµz tam tikr ¾a mokesti¾j ¾a galima gauti.
Taµciau vie�ose informacin·ese sistemose yra pateikiama pakankamai informacijos, kad susidarytume
bendr ¾a vaizd ¾a apie konkreµci ¾a i¾mon¾e ir jos akcijas.

Paveiksle 2.2 pavaizduotas Baltijos �aliu¾vertybiniu¾popieriu¾birµzos tinklapis [158] su informa-
cija apie vien ¾a i�Lietuvos bendroviu¾. Baltijos �aliu¾rinkos yra laikomos maµzomis besivystanµciomis
rinkomis. µCia galima rasti informacija apie prekyb ¾a, kainos istorij ¾a, naujienas, ataskaitas, akciju¾
emisij ¾a ir pati¾emitent ¾a.

Tuo tarpu paveiksle 2.3 pateikiamas i� Baltijos �aliu¾ vertybiniu¾ popieriu¾ birµzos duomenu¾
kaupyklos gauto duomenu¾ failo pavyzdys. Standarti�kai tai kableliais skiriamu¾ lauku¾arba kitaip
CSV (angl. comma delimited) tipo failas. �io failo struktūra:
1. Informacija apie akcij ¾a:

� SECURITY DETAIL VIEW (EQUITY)
� Kompanijos pavadinimas (santrumpa)
� Period: 2000-01-01 �2006-01-27
� Currency: valiuta
� Marketplace: birµza
� Name: santrumpa

2. Tu�µcia eilut·e;
3. Duomenu¾ stulpeliu¾ pavadinimu¾ eilut·e: Date;Average Price;Open Price;High Price;Low Price;

Last close Price;Last Price;Price Change,%;Best bid;Best ask;Deals;No of shares;Turnover
4. Duomenu¾ stulpeliai einantys iki failo pabaigos. Laukai duomenu¾ stulpeliuose skiriami kablia-

ta�kiais, tarpai nenaudojami.
�iuo metu istoriniai duomenys apie prekyb ¾a pateikiami nuo 2000 metu¾ sausio 1 dienos. �i

informacija yra laisvai prieinama. Pilnose duomenu¾ baz·ese, uµz kurias reikia papildomai mok·eti
pinigus, kasdien apie konkreµci ¾a i¾mon¾e Baltijos �aliu¾v.p. birµza �ksuoja toki ¾a informacij ¾a:
� unikalus prekybos sesijos kodas ir data (sveikas skaiµcius, data);
� akciju¾ leid·ejas (tekstas);
� nominali akcijos vert·e (realus skaiµcius, valiuta);
� paskutin·es prekybos kaina (realus skaiµcius, valiuta);
� atidarymo kaina (realus skaiµcius, valiuta);
� minimali�maksimali prekybos kaina (realus skaiµcius, valiuta);
� vidutin·e dienos kaina (realus skaiµcius, valiuta);
� uµzdarymo kaina (realus skaiµcius, valiuta), darbe µzymima P ;
� kainos pokytis (realus skaiµcius, %);
� pasiūla�paklausa (sveikas skaiµcius);
� sandoriu¾skaiµcius Centrin·eje rinkoje (CR) (sveikas skaiµcius);
� CR sandoriai i�reik�ti vienetais (sveikas skaiµcius);
� CR sandoriai i�reik�ti valiuta (realus skaiµcius, valiuta);
� minimali�maksimali kaina per pastar ¾asias 4 savaites (realus skaiµcius, valiuta);
� minimali�maksimali kaina per pastar ¾asias 52 savaites (realus skaiµcius, valiuta);
� susijusi rinkos informacija (tekstas);
� kita.

Taµciau tai n·era vienintel·e kaupiama informacija. Yra �ksuojami visi pasiūlymai ir kiekvieno
sandorio informacija (prekybos metu).

Pana�i ¾a vienos dienos prekybos informacij ¾a pateikia ir �nance.yahoo.com (µzr. 2.4 ir 2.5
paveikslus), kurios istoriniu¾duomenu¾ failo stuktūra yra tokia:
1. Duomenu¾ stulpeliu¾ pavadinimu¾ eilut·e: Date,Open,High,Low,Close,Volume,Adj. Close (preky-

bos data (data);atidarymo kaina (realus skaiµcius, valiuta);maksimali prekybos kaina (realus
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Paveikslas 2.2: Baltijos �aliu¾vertybiniu¾popieriu¾ tinklapis.

Paveikslas 2.3: Duomenys i�Baltijos �aliu¾vertybiniu¾popieriu¾birµzos.
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Paveikslas 2.4: �nance.yahoo.com tinklapis.

Paveikslas 2.5: Duomenu¾ i��nance.yahoo.com failo pavyzdys.
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skaiµcius, valiuta);minimali prekybos kaina (realus skaiµcius, valiuta);uµzdarymo kaina (realus
skaiµcius, valiuta), darbe µzymima P ;sandoriai i�reik�ti vienetais (sveikas skaiµcius); patikslinta
uµzdarymo kaina).

2. Duomenu¾stulpeliai einantys iki failo pabaigos. Laukai duomenu¾stulpeliuose skiriami kableliais,
tarpai nenaudojami.
Reikia pamin·eti, kad duomenys �iuose failuose pateikiami nuo v·eliausios dienos iki seniausiu¾

laiku¾. Tinklapyje �nance.yahoo.com galima rasti beveik visus8 reikiamus duomenis apie stambi-
ausias kompanijas, indeksus, fondus ir kt. i�didµziu¾ju¾pasaulio birµzu¾(paveikslas 2.4).

Kadangi n·era grieµzto istoriniu¾kainu¾ saugojimo duomenu¾ standarto tai skirtingos duomenu¾
baz·es kaupia skirting ¾a informacij ¾a. Istori�kai susiklost·e, kad birµzos atidarymo ir uµzdarymo metu
uµz�ksuotos kainos yra pateikiamos ataskaitose, tod·el jos daµzniausiai �gūruoja i¾vairiuose tyrimuose
ir analiz·ese. Nors �nansin·ese duomenu¾baz·ese yra kaupiama daugyb·e informacijos, investiciniam
sprendimui priimti neretai pakanka tik birµzos uµzdarymo metu nustatytos kainos (uµzdarymo kainos)
ir tik retais atvejais atliekant analiz¾e reikia atsiµzvelgti i¾dienos sandoriu¾skaiµciu¾ar apyvart ¾a [13]. Tai
ypaµc svarbu tiriant pasyvumo fenomen ¾a (µzr. 2.3 ir 3.4 skyrius) besivystanµciose �nansu¾ rinkose9.
�io svarbaus prekybos rodiklio tyrimu¾�nansin·eje literatūroje nepavyko aptikti.

Prie�atliekant vienoki ¾a ar kitoki ¾a statistin¾e analiz¾e būtina atlikti duomenu¾atrinkim ¾a, patikri-
nim ¾a ir transformacij ¾a.

2.7.1. Duomenu¾atranka

Atranka pradedama nuo informacijos apie tiriam ¾a objekt ¾a paie�kos duomenu¾ kaupykloje(-se).
Tuomet i�daugyb·es informaciniu¾ lauku¾reikia i�sirinkti tinkam ¾a konkreµciu atveju. Kaip jau buvo
min·eta, daµzniausiai pasirenkamas uµzdarymo kainos laukas. �io duomenu¾ baz·es lauko konkretūs
i¾ra�ai matematiniu¾modeliu¾ kalboje atitinka konkreµcius duomenu¾ sekos elementus turinµcius tam
tikr ¾a indeks ¾a, o pats laukas atitinka kainu¾sek ¾a.

2.7.2. Duomenu¾patikrinimas

Suformavus pradin¾e kainu¾sek ¾a patariama atlikti duomenu¾patikrinim ¾a. Trumpai tariant reikia i�
duomenu¾ sekos pa�alinti netinkamus i¾ra�us atsiradusius d·el neµzinomu¾prieµzasµciu¾. Daµzniausiai tai
būna netinkamo tipo i¾ra�ai, tokie kaip informacija apie akcininku¾susirinkim ¾a ir d·el to nevykdom ¾a
prekyb ¾a. Atlikus patikrinim ¾a duomenis jau galima perduoti programiniams moduliams, kurie
atlieka statistin·e ir kitoki ¾a duomenu¾analiz¾e.

2.7.3. Duomenu¾transformacija

Statistiniuose tyrimuose �nansiniu¾ duomenu¾ transformacija atliekama d·el daugelio prieµzasµciu¾.
Viena i� pagrindiniu¾ yra ta, kad norima i�vengti priklausomyb·es nuo konkreµcios valiutos, tod·el
duomenys transformuojami i¾santykinius dydµzius (bendr ¾asias pajamas, pelno norm ¾a ir gr ¾aµz ¾a), ki-
taip tariant bedimensini¾dydi¾. Laikydami, kad Pi �aktyvo vert·e i-tuoju laiko momentu, o Pi+1 �
aktyvo vert·e po vieno periodo, tuomet bendr ¾asias pajamas i�aktyvo apskaiµciuojame pagal formul¾e

ri =
Pi+1
Pi

:

Laikydamiesi tu¾paµciu¾paµzym·ejimu¾pelno norm ¾a arba gr ¾aµz ¾a skaiµciuosime pagal formul¾e

Xi =
Pi+1 � Pi

Pi
arba ri = 1 +Ri:

Kita vertus kai kuriuose modeliuose gr ¾aµz ¾a (logaritmin¾e gr ¾aµz ¾a) galima apskaiµciuoti ir kitu

8istorinius akciju¾ duomenis, metines ir kitas ataskaitas, opcionu¾ rinkos vertes ir pan.
9Pabaltijo ir "Rytu¾" Europos �aliu¾, Centrin·es ir Pietu¾ Amerikos, Afrikos ir Azijos (i�skyrus Japonijos ir Honkongo)

vertybiniu¾ popieriu¾ rinkos.
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būdu

Ri = ln
Pi+1
Pi

= lnPi+1 � lnPi;
o kai kainos pokytis Pi+1 � Pi yra nedidelis galima laikyti, kad

Ri = lnPi+1 � lnPi �
Pi+1 � Pi

Pi
= Xi; (2.2)

kur Pi; i = 1; : : : ; n yra akciju¾ kainu¾ seka, o Xi = X(i) yra gr ¾aµza i-tuoju laiko momentu. Tokia
transformacija gali būti pavaizduota 2.6 schema.

Paveikslas 2.6: Duomenu¾ transformavimo schema.

I� gra�ku¾ galima pasteb·eti, kad kainu¾ kitimo procesas n·era stacionarus (tai patvirtina ir
praktiniai bei teoriniai tyrimai). Stacionarumas yra dar viena i�prieµzasµciu¾kod·el kainos keiµciamos
atitinkamais pokyµciais, kurie savo ruoµztu yra laikomi stacionariais. Nors tai neretai dar reikia
i¾rodyti prakti�kai, taµciau bendru atveju sudarant matematinius modelius pakanka sutarti, kad
pokyµciai turi būti stacionarūs.

2.7.4. Finansiniu¾duomenu¾kiekis

Akciju¾birµza prekybos metu realiu laiku registruoja kiekvien ¾a i¾vykusi¾sandori¾, kiekvien ¾a pasiūlym ¾a
pirkti arba parduoti v.p., o taip pat ir vis ¾a kit ¾a informacij ¾a, tod·el aktyvioje ir didel·eje rinkoje
susikaupia didµziuliai informacijos kiekiai. �ios informacijos apdorojimas ir ataskaitu¾ pateikimas
yra viena i�duomenu¾gavybos sriµciu¾. Pavyzdµziui, 2007/01/08 dien ¾a NYSE birµzoje S&P 500 fondo
apyvarta buvo 2763340000 vienetu¾, t.y. apie 10000 sandoriu¾! Taip per metus apie vien ¾a �nansini¾
indeks ¾a susidaro apie 25 mln. sandoriu¾ i¾ra�u¾. Tokio informacijos kiekio apdorojimas yra rimta
problema. Tuo tarpu Baltijos Birµzoje kotiruojamomis TEO akcijomis 2007/01/08 i¾vyko tik apie
200 sandoriu¾! Toks s ¾alyginai nedidelis informacijos kiekis yra netgi per maµzas analizei atlikti (pvz.
savastingumui nustatyti). �ie du pavyzdµziai iliustruoja, kad skirtingose rinkose kaupiami skirtingi
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informacijos kiekiai.
Norint atlikti analiz¾e abiejose rinkose pakanka analizuoti birµzos uµzdarymo duomenu¾ i¾ra�us.

Taµciau netgi tokiu atveju duomenu¾ kiekiai yra labai skirtingi. Tokia situacija i� esm·es susidar·e
d·el vertybiniu¾ popieriu¾ birµzu¾ ypatybiu¾. Baltijos �aliu¾ birµzos buvo atidarytos tik po Nepriklau-
somyb·es atgavimo XX amµziaus pabaigoje (pvz., Lietuvos Nacionalin·e Vertybiniu¾Popieriu¾Birµza
buvo i¾kurta 1993 metais), kai tuo tarpu New York (NYSE) ar Londono birµzos veikia nuo XVIII�
XIX amµziu¾. Pavyzdµziui, NYSE birµza apie vien ¾a i�seniausiai skaiµciuojamu¾indeksu¾DJTA nuo 1896
metu¾sukaup·e apie 30000 i¾ra�u¾. Baltijos �aliu¾birµzose yra apie daugum ¾a indeksu¾yra sukaupta 3500
i¾ra�u¾, i�kuriu¾ laisvai prieinami yra apie 2000 (nuo 2000 metu¾).

Analizuojat besivystanµcias rinkas neretai pastebimas pasyvumo fenomenas[13]. Besivys-
tanµciose rinkose prekybos metu sandoriai i¾vyksta s ¾alyginai retai, o kartais ir visai nei¾vyksta, d·el
�ios ir kitu¾prieµzasµciu¾vertybinio popieriaus kaina gali nesikeisti i�tisas savaites. Tokiu atveju gr ¾aµzu¾
sekose atsiranda s ¾alyginai didelis �nuliniu¾�i¾ra�u¾skaiµcius, kuris stipriai i¾takoja paµcios sekos elgesi¾
ir charakteristikas (µzr. [12] ir [13]).

Toliau pateikiamas analizuojamu¾�nansiniu¾ instrumentu¾s ¾ara�as.

2.1. Lentel·e. Kompanijos arba indekso pavadinimas, µzym·ejimas, tiriamasis periodas, sekos ilgis (N), nuliniu¾gr ¾aµzu¾
procentin·e dalis sekoje

Pilnas pavadinimas indeksas periodas N nuliu¾(%)
(NYSE indeksu¾ klasi�kacija)
AIM S&P 500 Index Inv (^ISPIX) ISPIX 10/08/1998�27/05/2005 1712 3,45
AMEX computer technology (^XCI) AMEX 26/08/1983�27/05/2005 5486 0,15
AT&T Corp (T) AT&T 02/01/1962�27/05/2005 10928 10,48
BP PLC(BP) BP 03/01/1977�27/05/2005 7171 5,75
CAC 40 (^FCHI) FCHI 01/03/1990�30/05/2005 3838 0,42
Camden National Corp (CAC) CAC 08/10/1997�27/05/2005 1922 16,25
Coca-Cola Co (Coke) (KO) Coca 02/01/1962�27/05/2005 10928 6,87
DAX IND (^GDAXI) GDAXI 26/11/1990 �30/05/2005 3652 0,22
Dow Jones AIG Commodity Index (^DJC) DJC 03/01/1991�27/05/2005 3634 1,57
Dow Jones Company Inc (DJ) DJ 01/07/1985�27/05/2005 5019 7,77
Dow Jones Industrial Average DJIA 26/05/1896�16/01/2004 26958 0,66
Dow Jones Transportation Average DJTA 26/10/1896�26/08/2003 29296 0,88
Fiat SpA (FIA) FIAT 30/06/1989�27/05/2005 4014 15,75
General Electric Co (GE) GE 02/01/1962�27/05/2005 10928 5,95
General Motors Corp (GM) GM 02/01/1962�27/05/2005 10928 6,41
International Business Machines (IBM) IBM 2/01/1962�27/05/2005 10928 3,32
Lockheed Martin Corp (LMT) LMT 03/01/1977�27/05/2005 7172 6,40
McDonald�s Corp (MCD) MCD 02/01/1970�27/05/2005 8935 6,10
Merrill Lynch & Co Inc (MER) MER 03/01/1977�27/05/2005 7166 5,78
Microsoft Corp (MSFT) MSFT 13/03/1986�27/05/2005 4849 3,34
NASDAQ 100 Trust Series 1 (QQQQ) NASDAQ 10/03/1999�27/05/2005 1566 0,77
Nike Inc (NKE) NIKE 19/08/1987�27/05/2005 4480 4,06
NIKKEI 225 Index (^N225) NIKKEI 04/01/1984�30/05/2005 5267 0,23
Koninklijke Philips Electronics (PHG) Phile 30/12/1987�27/05/2005 4393 9,38
S&P 500 Index (^SPX) S&P 03/01/1950�27/05/2005 13941 0,88
Sony Corp (SNE) SONY 06/04/1983�27/05/2005 5585 7,20
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2.2. Lentel·e. Kompanijos pavadinimas, µzym·ejimas, tiriamas periodas, sekos ilgis (N), nuliniu¾gr ¾aµzu¾skaiµcius (%) ir
rinka kurioje i�leistas v.p.

Pavadinimas indeksas periodas N nuliu¾(%) rinka
Alita ALT1L 2000/01/01�2006/01/27 1528 56,81 Lietuvos
Anyk�µciu¾ vynas ANK1L 2000/01/01�2006/01/27 1520 68,29 Lietuvos
Apranga APG1L 2000/01/01�2006/01/25 1383 63,05 Lietuvos
Alytaus tekstil·e ATK1L 2000/01/01�2006/01/27 1345 79,18 Lietuvos
Latvijas balzams BAL1R 2000/01/01�2006/01/27 1542 49,29 Latvijos
Baltika BLT1T 2000/01/01�2006/01/25 1543 47,18 Estijos
Dvarµcioniu¾ keramika DKR1L 2000/01/01�2006/01/27 1269 57,37 Lietuvos
Ditton Pievadkēµzu Rūpn̄¬ca DPK1R 2000/01/01�2006/01/27 1542 63,23 Latvijos
Ekranas EKR1L 2000/01/01�2006/01/25 1528 35,41 Lietuvos
Eesti Telekom ETLAT 2000/01/01�2006/01/25 1543 12,64 Estijos
Grindeks GRD1R 2000/01/01�2006/01/25 1541 55,03 Latvijos
Grigi�k·es GRG1L 2000/01/01�2006/01/27 1527 48,92 Lietuvos
Gubernija GUB1L 2000/01/04�2006/01/27 407 51,84 Lietuvos
Latvijas Gāze GZE1R 2000/01/01�2006/01/25 1541 33,48 Latvijos
Harju Elekter HAE1T 2000/01/01�2006/01/25 1543 41,74 Estijos
Invalda IVL1L 2000/01/01�2006/01/27 1532 49,87 Lietuvos
Klaip·edos baldai KBL1L 2000/01/01�2006/01/27 1526 55,83 Lietuvos
Klaip·edos jūru¾ kroviniu¾ kompanija KJK1L 2000/01/01�2006/01/27 1523 81,29 Lietuvos
Klementi KLEAT 2000/01/01�2006/01/27 1544 62,82 Estijos
Kalev KLV1T 2000/01/01�2006/01/27 1544 45,92 Estijos
Klaip·edos nafta KNF1L 2000/01/01�2006/01/27 1098 49,36 Lietuvos
Kauno energija KNR1L 2000/01/01�2006/01/27 593 73,69 Lietuvos
Lisco Baltic Service LBS1L 2000/01/01�2006/01/27 1149 59,53 Lietuvos
Lietuvos dujos LDJ1L 2000/01/01�2006/01/27 1480 37,64 Lietuvos
Lietuvos elektrin·e LEL1L 2000/01/01�2006/01/27 1006 36,58 Lietuvos
Lietuvos energija LEN1L 2000/01/01�2006/01/27 1414 49,01 Lietuvos
Lifosa LFO1L 2000/01/01�2006/01/27 1445 67,40 Lietuvos
Lietuvos jūru¾ laivininkyst·e LJL1L 2000/01/01�2006/01/27 1150 64,87 Lietuvos
Limarko laivininkyst·es kompanija LLK1L 2000/01/01�2006/01/27 1207 68,27 Lietuvos
Liepājas metalurgs LME1R 2000/01/01�2006/01/27 1542 51,49 Latvijos
Linas LNS1L 2000/01/01�2006/01/27 1531 51,86 Lietuvos
Latvijas Kuģniec̄¬ba LSC1R 2000/01/01�2006/01/25 911 47,09 Latvijos
Lietuvos Telekomas (TEO) LTK1L 2000/01/01�2006/01/25 1419 26,07 Lietuvos
Merko Ehitus MKO1T 2000/01/01�2006/01/25 1543 33,96 Estijos
Maµzeikiu¾ nafta MNF1L 2000/01/01�2006/01/27 1409 32,93 Lietuvos
Maµzeikiu¾ elektrin·e MZE1L 2000/01/01�2006/01/27 1004 59,56 Lietuvos
NORD/LB Lietuva (DNB/Nord) NDL1L 2000/01/01�2006/01/27 1422 85,65 Lietuvos
Norma NRM1T 2000/01/01�2006/01/27 1544 18,85 Estijos
Olainfarm OLF1R 2000/01/01�2006/01/27 1542 57,59 Latvijos
Panev·eµzio statybos trestas PTR1L 2000/01/01�2006/01/27 1524 77,95 Lietuvos
Pieno µZvaigµzd·es PZV1L 2000/01/01�2006/01/27 1524 51,71 Lietuvos
R¬̄gas kuģu būvētava RKB1R 2000/01/01�2006/01/27 1542 61,74 Latvijos
Rakvere Lihakombinaat RLK1T 2000/01/01�2006/01/27 1544 64,70 Estijos
Rytu¾ skirstomieji tinklai RST1L 2000/01/01�2006/01/27 1006 32,41 Lietuvos
Roki�kio sūris RSU1L 2000/01/01�2006/01/27 1527 42,24 Lietuvos
R¬̄gas Transporta �ote RTF1R 2000/01/01�2006/01/27 1542 66,80 Latvijos
�iauliu¾ bankas SAB1L 2000/01/01�2006/01/27 1503 64,01 Lietuvos
Sanitas SAN1L 2000/01/01�2006/01/27 1493 61,09 Lietuvos
Saku Õlletehas SKU1T 2000/01/01�2006/01/27 1544 27,72 Estijos
Snaig·e SNG1L 2000/01/01�2006/01/27 1522 42,25 Lietuvos
Snoras SRS1L 2000/01/01�2006/01/27 1521 56,74 Lietuvos
Stumbras STU1L 2000/01/01�2006/01/27 1477 62,42 Lietuvos

T¾esinys kitame puslapyje...
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2.3. Lentel·e. Kompanijos pavadinimas, µzym·ejimas, tiriamas periodas, sekos ilgis (N), nuliniu¾gr ¾aµzu¾skaiµcius (%) ir
rinka kurioje i�leistas v.p.(t¾esinys)

Pavadinimas indeksas periodas N nuliu¾(%) rinka
...t¾esinys
Tallinna Farmaatsiatehas TFA1T 2000/01/01�2006/01/27 1544 64,05 Estijos
Tallinna Kaubamaja TKM1T 2000/01/01�2006/01/27 1544 43,65 Estijos
Ūkio bankas UKB1L 2000/01/01�2006/01/27 1527 47,61 Lietuvos
Utenos trikotaµzas UTR1L 2000/01/01�2006/01/27 1508 65,58 Lietuvos
Vilniaus baldai VBL1L 2000/01/01�2006/01/27 1422 45,29 Lietuvos
Vilniaus degtin·e VDG1L 2000/01/01�2006/01/27 948 77,00 Lietuvos
Ventspils nafta VNF1R 2000/01/01�2006/01/27 1542 41,25 Latvijos
Vilniaus Vingis VNG1L 2000/01/01�2006/01/25 1525 36,79 Lietuvos
Viisnurk VNU1T 2000/01/01�2006/01/27 1544 47,93 Estijos
Valmieras Stikla �kiedra VSS1R 2000/01/01�2006/01/27 1543 52,62 Latvijos
VST VST1L 2000/01/01�2006/01/27 956 40,90 Lietuvos
µZemaitijos pienas ZMP1L 2000/01/01�2006/01/27 1482 54,52 Lietuvos
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2.8. 2-o skyriaus i�vados

I�analizavus esamus �nansu¾modeliavimo rezultatus galima daryti tokias i�vadas:
� I� duomenu¾ saugyklose kaupiamos informacijos statistinei duomenu¾ analizei atlikti neretai
pakanka birµzos uµzdarymo metu uµz�ksuotos kainos. Sekanµciuose duomenu¾ apdorojimo stadi-
jose �is rodiklis transformuojamas i¾gr ¾aµzas ar kit ¾a pana�i ¾a charakteristik ¾a.

� Priklausomai nuo �nansinio instrumento kilm·es ir birµzos, kurioje jis kotiruojamas ar skaiµciuo-
jamas, skiriasi ir duomenu¾seku¾ ilgiai (senose birµzose seku¾ ilgiai gali siekti 30 tūkst., o naujose
(B�) iki 2 tūkst. elementu¾), o taip pat skiriasi ir duomenu¾ kokyb·e. Taipogi skiriasi ir tokiu¾
seku¾analiz·es metodai.

� Finansiniams duomenims yra būdingas fraktali�kumo savyb·es. Savastingumas ir multifraktal-
i�kumas apibūdina �nansiniu¾procesu¾prognozuojamum ¾a arba chaoti�kum ¾a.

� Vertybiniu¾popieriu¾portfelio parinkimo uµzdavinio pagrindinis tikslas yra surasti tokius aktyvu¾
svorius bendrame portfelyje, kad laukiamas pelnas ir rizika atitiktu¾ investuotojo pasirinkim ¾a.
Realiu¾rinku¾duomenys pasiµzymi sunkiomis uodegomis, didesne nei i¾prasta asimetrija ir ekscesu,
tod·el vietoje klasikin·es Markowitz vidurkio�dispersijos teorijos, portfeliui parinkti, reikia taikyti
robastinius rizikos matus (VaR/CVaR, MAD, MiniMax ir kitus).

� Stabiliu¾ju¾ ir kitu¾ d·esniu¾ taikym ¾a multifraktali�kumo ir savastingumo savyb·ems nagrin·eti ap-
sunkina statistiniu¾bei kitu¾metodu¾ir programiniu¾priemoniu¾trūkumas. Kita vertus �iu¾modeliu¾
panaudojimas �nansu¾modeliavime duoda apµciuopiam ¾a ekonomin¾e naud ¾a.
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3. Vertybiniu¾ popieriu¾ indeksu¾modeliavimas ir modeliu¾
patikimumas
�ioje disertacijos dalyje aptariama tyrimu¾metodologija, duomenu¾ transformavimas ir charakter-
istikos, tikimybiniai d·esniai apibūdinantys duomenis, �iu¾ d·esniu¾ parametru¾ i¾vertinimo metodai,
apra�omi suderinamumo ir kiti testai, reikalingi patikrinti sudarytu¾modeliu¾ adekvatum ¾a. Taip
pat pateikiami atitinkami algoritmai ir ju¾ eksperimentinio patikimumo testu¾ rezultatai. Visuose
eksperimenduose rekomenduojama laikytis tyrimu¾eigos pateiktos 3.1 schemoje.

Paveikslas 3.1: Finansiniu¾ rinku¾ tyrimo ir analiz·es schema

3.1. Duomenu¾apdorojimas ir analiz·e

Baltijos ir kitu¾ Centrin·es ir Rytu¾ Europos �aliu¾ �nansu¾ rinkos yra laikomos maµzomis besivys-
tanµciomis (angl. emerging markets). Tod·el duomenu¾ sekos yra gana trumpos ir remiantis jomis
sunku gauti patikimas statistines i�vadas. Tokiu¾rinku¾duomenu¾analizei sunku pritaikyti klasiki-
nius statistin·es analiz·es metodus (d·el savastingumo, maµzo likvidumo ir pan. i¾takos). Vienas daµz-
niausiai nagrin·ejamu¾�nansu¾analiz·es objektu¾yra akciju¾kainu¾gr ¾aµzos. Nagrin·esime �iu¾�nansiniu¾
rodikliu¾statistinius modelius atsiµzvelgdami i¾ ju¾savybes maµzose besivystanµciose rinkose.

Analiz·es metu akciju¾kainas keiµciame ju¾gr ¾aµzomis [149]:

Xi =
Pi+1 � Pi

Pi
; (3.1)

kur Pi; i = 1; :::; n yra akciju¾kainu¾ seka, o Xi = X(i) yra gr ¾aµza i-tuoju laiko momentu (plaµciau
µzr. 2.7.3 Skyriu¾).
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Algoritmas 1 Duomenu¾transformavimas
�Tikslas: i� uµzduoto duomenu¾ failo file nuskaityti n duomenu¾ kieki¾ i¾ masyv ¾a Y ir pagal

formul¾e (3.1) transformuoti juos i¾ gr ¾aµzas. Tokiu būdu sudarant vektoriu¾X, kurio ilgis priklauso
nuo A reik�m·es: jei A 6= 0 tai X ilgis yra n� 1, prie�ingu atveju ilgis priklauso nuo nuliniu¾gr ¾aµzu¾
skaiµciaus pradin·eje sekoje;

I¾·ejimo parametrai: file �duomenu¾failo tipas, n sveikas skaiµcius (duomenu¾kiekis skaitomas
i�file), A �loginio tipo;

I�·ejimo parametrai: X yra n� 1 matis realiu¾skaiµciu¾masyvas (gr ¾aµzu¾seka);
Naudojama atmintis: reikia saugoti Y , n mati¾ realiu¾skaiµciu¾masyv ¾a;
Laiko s ¾anaudos: tiesiogiai proporcingos duomenu¾ failo ilgiui n;
Apra�ymas:

� duomenys (akciju¾kainos) nuskaitomi i¾vektoriu¾Y kurio ilgis n;
� duomenu¾ vektorius Y transformuojamas i¾ gr ¾aµzu¾ vektoriu¾X pagal formul¾e (2.2). Jei norima
sekoje palikti nulines gr ¾aµzas (A 6= 0) tai sekos X ilgis bus n� 1, jei nulin·es gr ¾aµzos pa�alinamos
i�sekos tuomet X ilgis bus n� k � 1, µcia k yra nuliniu¾gr ¾aµzu¾skaiµcius sekoje Y .
Algoritmas:

1. Y =READFILE(file; n);
2. j = 0, i = 0;
3. WHILE(i < n� 1) DO /* �is ciklas eina per vis ¾a seka Yi ir formuoja sek ¾a Xj

3.1. Xj = (Yi+1 � Yi)=Yi;

3.1.1. IF (A = 0) AND (Xj = 0)
3.1.2. i = i+ 1;
3.1.3. ELSE i = i+ 1, j = j + 1;

4. RETURN X; /* algoritmo pabaiga*/�

3.1.1. Rinkos pasyvumo i¾taka duomenims

Baltijos ir kitu¾Centrin·es ir Rytu¾Europos �aliu¾�nansu¾rinkos yra palyginti naujos, tod·el jos yra vis
dar besivystanµcios, o kai kurie �nansiniai instrumentai yra maµzai likvidūs. Neretai besivystanµciose
rinkose yra stebimas stagnacijos efektas, pasirei�kiantis prekybos pasyvumu. Ilgais laiko intervalais
nevykstant prekybai konkreµciu vertybiniu popieriumi, jo kaina nesikeiµcia ir gr ¾aµza tampa lygi nuliui.
Jei stagnacija uµzsit¾esia, tai �nuliniu¾gr ¾aµzu¾�skaiµcius gali pasiekti 89% visos sekos ilgio ir duomenu¾
pasiskirstymo d·esnis art·eja i¾ i�sigimusi¾. D·el �ios prieµzasties Baltijos �aliu¾ rinkose daµzniausiai
taikomi tolydieji (Gauss�o, stabilieji, hiperboliniai ir t.t.) d·esniai neadekvaµciai apra�o akciju¾kainu¾
gr ¾aµzu¾sekas. �i ¾a problem ¾a galima spr¾esti trimis būdais:
1. i�duomenu¾pa�alinti �nulines�gr ¾aµzas ir nagrin·eti likusi ¾a sekos dali¾ (µzr. 3.2 skyriu¾);
2. sudaryti bendresni¾�mi�ru¾ji¾modeli¾, atsiµzvelgianti i¾ stagnacijos efekt ¾a (µzr. 3.4 skyriu¾);
3. nepaisyti pasyvumo ir nagrin·eti gr ¾aµzas kaip tolydu¾ji¾atsitiktini¾dydi¾ (µzr. 3.2 ir 3.4 skyrius).

�ie būdai turi ir privalumu¾ir trūkumu¾(pav. 3.2). Pirmuoju atveju duomenys yra i�kraipomi
(nes gali tekti nagrin·eti tik apie 50% duomenu¾). Taµciau �iuo atveju nekyla problemu¾taikant stan-
dartinius statistinius metodus. Antruoju atveju yra analizuojami visi duomenys, taµciau mi�riajam
modeliui sud·etinga taikyti statistinius duomenu¾ pasiskirstymo parametru¾ vertinimo, suderina-
mumo ir kitus testus. Treµciuoju atveju analizuojami visi duomenys, taµciau gauti rezultatai gali
būti neadekvatūs, jei �nuliniu¾�gr ¾aµzu¾skaiµcius vir�ina 10�15% visos sekos ilgio.

Disertacijoje nagrin·ejamas mi�rusis gr ¾aµzu¾ modelis, laikant, kad su tam tikra tikimybe p
gr ¾aµzos yra pasiskirsµciusios pagal tam tikr ¾a tolydu¾ji¾d·esni¾arba su tikimybe 1� p jos lieka nepaki-
tusios (µzr. skyriu¾3.4).
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Paveikslas 3.2: Rekomenduojama duomenu¾analiz·es schema.

3.2. Statistiniai metodai vienmaµciu¾�nansiniu¾seku¾stabilumui nustatyti

Stabilusis atsitiktinis dydis µzymimas S�(�; �; �). Kiekvienas stabilusis skirstinys turi stabilumo
indeks ¾a �, kuris yra esminis charakterizuojant �nansinius (ir kitus) duomenis. Modeliuojant
�nansines sekas paprastai laikoma, kad � 2 (1; 2]. Tam yra keletas prieµzasµciu¾:
1. kai � > 1, egzistuoja baigtinis pirmasis skirstinio momentas. Tokiu atveju egzistuoja laukiama

�nansinio instrumento gr ¾aµza;
2. empiriniai tyrimai patvirtina, kad �nansiniams duomenims, kaip taisykl·e, � > 1, o naujausi

tyrimai rodo, kad � � 1; 5 (i�sivysµciusiose rinkose);
3. stabilieji atsitiktiniai dydµziai tenkina Apibendrint ¾a Centrin¾e Ribin¾e Teorem ¾a (ACRT), kuri

teigia, kad stabilieji d·esniai yra vieninteliai atitinkamai centruotu¾ir normuotu¾bei nepriklausomu¾
ir vienodai pasiskirsµciusiu¾ atsitiktiniu¾ dydµziu¾ sumu¾asimptotiniai skirstiniai [79]. I�ACRT i�-
plaukia, kad stabilumo indeksas gali būti tik i�intervalo 0 < � 6 2.
Likusieji stabiliojo d·esnio parametrai atitinkamai apibūdina: � �asimetrij ¾a, �1 6 � 6 1,

� 2 R �poslinki¾, o � yra mastelio parametras, � > 0.
Kuo maµzesnis skirstinio stabilumo indeksas, tuo stipresnis leptokurti�kumas, t.y. tankio

funkcija bus su auk�tesniu maksimumu ir sunkesne uodega. Jei asimetri�kumo indeksas yra lygus
nuliui (kaip Gauss�o atveju) tai tuomet skirstinys yra simetri�kas. Jei � > 0 (� < 0), skirstinys
yra pasvir¾es i¾de�in¾e (kair¾e). Jei � = 0 ir � = 0, tai stabilusis skirstinys yra vadinamas simetri�ku
�-stabiliuoju (S�S). Jei � = 1 tai d·esnis yra vadinamas stabiliojo d·esnio subordinatioriumi. Mas-
telio parametras apibendrina standartinio nuokrypio apibr·eµzim ¾a. Stabilusis dispersijos analogas
yra variacija ��, kuris apibūdinamas ��.

Yra keli ekvivalenti�ki �-stabiliu¾ju¾d·esniu¾apibr·eµzimo būdu¾.
1. Jei tiesin·e nepriklausomu¾vienodai pasiskirsµciusiu¾atsitiktiniu¾dydµziu¾suma priklauso tai paµciai
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skirstiniu¾�eimai, tai ta �eima vadinama stabili ¾aja. Formaliai, atsitiktinis dydis r turi stabilu¾ji¾
pasiskirstym ¾a, jei kiekvienam a > 0 ir b > 0 egzistuoja konstanta c > 0 ir d 2 R tokios, kad

ar1 + br2
d
= cr + d

kur r1 ir r2 yra nepriklausomos r kopijos, o lygyb·e �
d
=� suprantama pasiskirstymo funkciju¾

prasme (µcia ir toliau).
2. sakoma, kad atsitiktinis r dydis yra �-stabilusis, jei kiekvienam n > 2 egzistuoja tokia konstanta

Cn ir realus skaiµcius Dn tokie, kad

r1 + r2 + � � �+ rn
d
= Cnr +Dn

kur r1; r2; : : : ; rn yra nepriklausomos r kopijos. I�(Feller [47], Teorema VI.1.1) i�plaukia, kad
Cn = n1=�:

3.2.1. Atskiri stabiliojo d·esnio atvejai

Stabiliu¾ju¾ skirstiniu¾ tikimybinis tankis tik i�imtiniais atvejais yra i�rei�kiamas elementariomis
funkcijomis:
� normalusis skirstinys yra gaunamas, kai � = 2. Tod·el kalb·edami apie normalu¾ji¾pasiskirstym ¾a,
laikysime, kad jis yra �-stabilusis, simetri�kas skirstinys su � = 2, � = 0;

� Ko�i (Cauchy) skirstinys yra gaunamas, kai � = 1; � = 0;
� Lévy skirstinys

p(x) =

8<:
r

�

2�x3
e��=(2x); x > 0;

0; x 6 0;
yra gaunamas, kai � = 1=2, � = 1 (� = �1)

� Holtsmarko skirstinys (n·era i�rei�kiamas elementariomis funkcijomis) yra gaunamas, kai � =
3=2

� I�sigim¾es skirstinys yra stabilusis, kai � = 0.

3.2.2. Pagrindin·es �-stabiliojo d·esnio savyb·es

I�stabiliojo d·esnio savybiu¾i�plaukia, kad, kai � < 1, neegzistuoja pirmasis momentas, o kai � < 2
neegzistuoja antrasis momentas. Vienintelis stabilusis skirstinys, turintis baigtini¾pirm ¾aji¾ir antr ¾aji¾
momentus, yra Gauss�o [133]. Toliau pateikiamos kitos svarbios savyb·es.
� Adityviojo stabilumo savyb·e

Fundamentalioji stabiliu¾ju¾d·esniu¾savyb·e ([79]): Tegul �1; �2; : : : ; �n �nepriklausomi vienodai
pasiskirst¾e atsitiktiniai dydµziai ir

�n =
1

bn

nX
k=1

(�k � an);

µcia bn > 0 ir an atitinkamai yra normuojanµcios ir centruojanµcios konstantos.
Jei Fn(x) � atsitiktiniu¾ dydµziu¾ �n pasiskirstymo funkcija, tai ribinis funkciju¾ Fn(x) pa-

siskirstymas, kai n ! 1, gali būti tik stabilusis. Atvirk�µciai, bet kokiam stabiliajam skirstiniui
F (x) egzistuoja atsitiktiniu¾dydµziu¾seka, tokia, kad Fn(x) konverguoja i¾F (x), kai n!1.

I��ios teoremos seka, kad stabilieji skirstiniai yra be galo dalūs.
� Adityvumo savyb·e

Jei Xi � S�(�i; �i; �i) ir su i = 1; 2; o visi Xi tarpusavyje yra nepriklausomi atsitiktiniai
dydµziai, tai

X1 +X2 � S�(�; �; �);
µcia

� = (��1 + ��2 )
1=2 ; � =

�1�
�
1 + �2�

�
2

��1 + ��2
; � = �1 + �2;
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(µzr. [133]);
� Pareto savyb·e ([133] ir [79])

Tegul X � S�(�; �; �) su 0 < � < 2. Tuomet dideliu¾ kvantiliu¾ tikimybes galima i¾vertinti
tokiu būdu:

lim
��!1

��P(X > �) = C�
1 + �

2
�� ir lim

��!1
��P(X < ��) = C�

1� �

2
��;

t.y. P (X > �) � C�
��
, kai �!1; µcia

C� =

0@1Z
0

x�� sinx dx

1A�1

=

8><>:
1� �

�(2� �) cos(��=2)
; jei � 6= 1;

2

�
; jei � = 1:

� Momentu¾savyb·e
Atsitiktinio dydµzio X p-tasis momentas

E jXjp =
1Z
0

P (jXjp > y) dy

yra baigtinis, jei 0 < p 6 �, o prie�ingu atveju jis neegzistuoja. Tod·el, kai � < 1 neegzistuoja
pirmasis momentas, o kai � < 2 neegzistuoja antrasis momentas. Vienintelis stabilusis skirstinys
turintis baigtini¾pirm ¾aji¾ ir antr ¾aji¾momentus yra Gauss�o [133].
� �-savyb·e

Tegul X pasiskirst¾es pagal S�(�; �; 0) su � < 2. Tada egzistuoja tokie du nepriklausomi ir
vienodai pasiskirst¾e a.d. Y1 ir Y2 su pasiskirstymo funkcija S�(�; 1; 0) [133], tokie, kad

X =

�
1 + �

2

�1=�
Y1 �

�
1� �

2

�1=�
Y2; jei � 6= 1;

ir

X =

�
1 + �

2

�
Y1 �

�
1� �

2

�
Y2 + �

�
1 + �

�
ln

�
1 + �

2

�
� 1� �

�
ln

�
1� �

2

��
;

jei � = 1:
� Stabilieji a.d. turi savyb¾e, kuri gali būti uµzra�yta (Ribinio pasiskirstymo centruojanµcios ir
normuojanµcios konstantos.)
� Tegul X1; X2; : : : ; Xn yra nepriklausomi a.d. pasiskirst¾e pagal S�(�; �; �), tuomet

nX
i=1

Xi �
(
S�(�n

1=�; �; �n) � 6= 1;
S�(�n; �; �n�

2

�
��n lnn) � = 1:

� Jei X1; X2; : : : ; Xn yra nepriklausomi a.d. pasiskirst¾e pagal S�(�; �; �), tuomet ([133])
nX
i=1

Xi
d
=

(
n1=�X1 + �(n� n1=�); � 6= 1;
nX1 +

2

�
��n lnn; � = 1:

3.2.2.1. Charakteringoji funkcija

Stabilieji skirstiniai bendru atveju neturi pasiskirstymo ir tikimybinio tankio funkciju¾ analitiniu¾
i�rai�ku¾ i�reik�tu¾elementariomis funkcijomis [133]. Tod·el jie daµzniausiai apra�omi charakteringo-
siomis funkcijomis.

Charakteringosios funkcijos pavidalas priklauso nuo pasirinktos parametrizacijos. Yra i�ski-
riamos kanonin·e, Zolotariovo, Nolano ir kitos parametrizacijos.

Atsitiktinio �-stabiliojo dydµzio r charakteringoji funkcija kanonin·eje parametrizacijoje
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yra tokia:

�r(�) =

8><>:
exp

n
��� j�j�

�
1� i� sign(�) tan

���
2

��
+ i��

o
; � 6= 1;

exp

�
�� j�j

�
1 +

2

�
i� sign(�) ln j�j

�
+ i��

�
; � = 1;

kur 0 < � 6 2, �1 6 � 6 1, � > 0, � 2 R.
Tarp kanonin·es ir Zolotariovo parametrizaciju¾ yra galimas per·ejimas (Zolotoriov [156], B

parametrizacija), kuomet parametras � keiµciamas i¾�B, o parametras � i¾�B tokiu būdu:

�B =
2

(�� 2)� arctan
�
� tan

���
2

��
;

�B = � cos
1
�

�
�B
(�� 2)�

2

�
:

Atskiru atveju a.d. A � S�(�; 1; 0), Laplaso transformacija E[exp(�A)],  > 0, kai 0 < � < 2,
� > 0 yra lygi

E[exp(�A)] =

8>><>>:
exp

�
� ��

cos ��
2

�
�
; � 6= 1;

exp

�
�2�
�
 ln 

�
; � = 1;

(µziūr·eti [133]).

3.2.2.2. Tikimybinis tankis

Pritaikius atvirk�tin·es Laplaso transformacijos formul¾e gauname stabiliojo skirstinio tikimybiu¾
tankio i�rai�k ¾a [79]:

p(x; �; �; �; �) =

8>>>>>><>>>>>>:

1

2�

1Z
�1

e�i�x exp
n
i�� � �� j�j�

�
1� i� sign(�) tan

���
2

��o
d�; � 6= 1;

1

2�

1Z
�1

e�i�x exp

�
i�� � � j�j

�
1 +

2

�
i� sign(�) ln j�j

��
d�; � = 1:

(3.2)

Stabiliajam skirstiniui su tankio funkcija p(x; �; �; �; �), � > 0 galioja lygyb·e

p(x; �; �; �; �) =

8<: ��1=�p
�
(x� �)��1=�; �; �; 0; 1

�
; � 6= 1;

��1p

�
(x� �)��1 � �

2

�
ln(�); 1; �; 0; 1

�
; � = 1:

Nemaµzinant bendrumo, galima laikyti, kad jei � = 0 ir � = 1, bei p(x; �; �) = p(x; �; �; 0; 1), tai
p(x; �; �) = p(�x; �;��):

Tarkime, turime stabilu¾ji¾ skirstini¾ su tankio funkcija p(x; �; �). Jei 0 < � < 1 ir x > 0, tai
tankio funkcij ¾a galima i�reik�ti tokia suma

p(x; �; �) =
1

�x

1X
k=1

(�1)k+1 sin
�
k�

2
�(� + 1)

�
�(k�+ 1)

k!
x�k�:

Galima i¾sitikinti, kad kai � > 1 tai �i eilut·e diverguoja.
Jei 1 < � < 2, x > 0, tai

p(x; �; �) =
1

�

1X
k=1

(�1)k cos
�
�

2

�
�k + (k + 1)(2� �)�

�

��
�((k + 1)=�)

�k!
xk:

Jei � < 1 �i eilut·e diverguoja. Jei � = 1, x > 0 tai bet kokiam N galioja �i apytiksl·e formul·e

p

�
x+

2�

�
lnx; 1; �

�
� 1

�x

NX
k=0

bk
k!
x�k +O

�
x�N�2

�
;
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kur

bk = Im

1Z
0

e�ttk
�
i + i� � 2�

�
ln t

�k
dt:

�iame darbe tankio funkcijai skaiµciuoti yra naudojama integralin·e i�rai�ka i�plaukianti i�
charakteringosios funkcijos kanonin·es parametrizacijos (µzr. [133] formul·e (1.1.6) arba [157] formul·e
(2.1)) apvertimo

p(x; �; �; �; �) =
1

��

1Z
0

e�t
�

cos

�
t

�
x� �

�

�
� �t� tan

���
2

��
dt:

I�[156] Lemos 2.2.3, bei Zolotariovo integralines formul·es (µzr. [156], Teorema 2.2.3) i�plaukia dar
viena tankio funkcijos i�rai�ka (kai � 6= 1, Zolotariovo parametrizacijoje)

p(x; �; �; �; �) =

8>>>><>>>>:
�
�
x��
�

�1=(��1)
2� j�� 1j

1Z
��

U� ('; �) exp

(����x� �

�

�����=(��1) U� ('; �)
)
d'; x 6= �;

1

��
�

�
1 +

1

�

�
cos

�
1

�
arctan

�
� tan

���
2

���
; x = �:

(3.3)

µcia

U� ('; �) =

 
sin
�
� ('+ �) �

2

�
cos
�
�'
2

� ! �
1��
 
cos
�
�
2
((�� 1)'+ ��)

�
cos
�
�'
2

� !
;

� = arctan
�
� tan

���
2

�� 2

��
sign(x� �):

Tad atlik¾e pakeitimus �i¾ integral ¾a galime skaiµciuoti pagal 96 mazgu¾Gauss�o kvadratūr ¾a (Zolotar-
iovo parametrizacijoje):

p(x; �; �; �; �) =

8>>><>>>:
1 + �

2

� jyj1=(��1)

2� j1� �j �  (�; �)

96X
i=1

wiU� (ti; �) exp
n
� jyj�=(��1) U� (ti; �)

o
; y 6= 0;

1

��
�

�
1 +

1

�

�
cos

�
1

�
arctan

�
� tan

���
2

���
; y = 0:

µcia y = x��
�� (�;�) ,  (�; �) =

�
1 +

�
� tan

���
2

��2�1=2�
, ti =

1� � + (1 + �)zi
2

, o z ir w yra atitinka-

mai kvadratūros abscis·es ir ordinat·es.
Tikimybinio tankio funkcijos pavyzdys kai �4 6 x 6 4 pateiktas paveiksluose 3.3 ir 3.4.
Tuo atveju kai � = 1 ir � 6= 0 taikoma �i formul·e

p(x; �; �; �; �) =
� exp

�
� y
�

�
4 j�j�

96X
i=1

wiU1 (zi; �) exp
�
exp

�
� y
�

�
U1 (zi; �)

�
µcia

y =
x� �� 2�� ln(�)=�

2�=�
;

U1 ('; �) =
�

2

1 + �'

cos
�
�'
2

� exp��
2

�
'+

1

�

�
tan
��'
2

��
;

z ir w yra atitinkamai kvadratūros abscis·es ir ordinat·es
Stabiliojo d·esnio tikimyb·es yra gaunamos standartiniu būdu integruojant tankio funkcij ¾a

F (x; �; �; �; �) =

Z x

�1
p(t; �; �; �; �)dt
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4 3 2 1 0 1 2 3 4

0.1

0.2

0.3

0.4

.

Paveikslas 3.3: Tikimybinio tankio funkcijos gra�kai, kai � = 1:5, � = (�1;�0:75;�0:5; 0; 0:5; 0:75; 1), � = 1,
� = 0.

3 2 1 0 1 2 3

0.1

0.2

0.3

0.4

.

Paveikslas 3.4: Tikimybinio tankio funkcijos gra�kai, kai � = (1:25; 1:5; 1:75; 1:95), � = 0:5 , � = 1, � = 0.
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arba skaiµciuojant tokias sumas [69]

F (x; �; 0; 0; 1) =
1

2
+
1

��

1X
k=1

(�1)k�1�((2k � 1)=�)
(2k � 1)! x2k�1

arba

F (x; �; 0; 0; 1) = 1 +
1

�

1X
k=1

(�1)k�(�k)
k!

x��k sin

�
k��

2

�
:

Taµciau praktikoje tokiu būdu apskaiµciuoti pasiskirstymo funkcij ¾a pavyksta tik keletu i�imtiniu¾
atveju¾, tod·el yra taikoma 96 mazgu¾Gauss�o kvadratūra

F (x; �; �; �; �) =

8>>>><>>>>:
CC+ sign(1��)

4

�
1 + o

�
x��
�
; �; �

�� 96P
i=1

wi¤
�
x��
�
; yi; �; �

�
; x��

�
> 0;

1�
�
CC+ sign(1��)

4

�
1 + o

�
�x��

�
; �;��

�� 96P
i=1

wi¤
�
�x��

�
; yi; �;��

��
; x��

�
< 0

1�2 arctan(��tan(��=2))
��=2

; x��
�
= 0

µcia wi Gauss�o kvadratūros ordinat·es, yi =
1+xsi+(xsi�1)o(x��� ;�;�)

2
, xsi yra Gauss�o kvadratūros

abscis·es, o

CC = 1�
�
1 + sign(1� �)

4

�
�
�
1 +

2 arctan(� tan(��=2))

��

�
;

o(x; �; �) = sign(x)
2

��
arctan(� tan(��=2));

¤(x; y; �; �) = exp

(
� jxj

�
��1 �

�
sin(��(y + o(x; �; �))=2)

cos(y�=2)

� �
1��

� cos (�(y(�� 1) + �o(x; �; �))=2)
cos(y�=2)

)
:

Kvadratūrin·ems formul·ems taikyti siūlomas toks algoritmas:

Algoritmas 2 Pasiskirstymo funkcijos skaiµciavimas pasiskirstymas(X; par)
�Tikslas: Apskaiµciuoti pasiskirstymo funkcijos reik�m¾e ta�ke X su parametrais par;
I¾·ejimo parametrai : X (realus skaiµcius) duotasis ta�kas, par masyvas saugantis keturis realius

stabiliojo d·esnio parametrus;
I�·ejimo parametrai : pasi (realus skaiµcius i�intervalo [0; :::; 1]) pasiskirstymo funkcijos reik�m·e;
Naudojama atmintis: atminties beveik nenaudoja;
Laiko s ¾anaudos: labai priklauso nuo kvadratūrin·es pasiskirstymo funkcijos apskaiµciavimo;
Apra�ymas:

� centruojam ir normuojam x: x3 = (x� par[2])=par[3];
� jei x3 > 0 funkcij ¾a apskaiµciuojam pagal GF(x3; par[0]; par[1]);
� jei x3 < 0 funkcij ¾a apskaiµciuojam pagal 1�GF(�x3; par[0];�par[1]);
� jei x3 = 0 taikoma speciali funkcija

�
1�2 arctan(��tan(��=2))

��=2

�
Algoritmas:

1. b = par[1];
2. x3 = (X � par[2])=par[3];
3. IF (x3 > 0) THEN pasi = GF(x3; par);

3.1. ELSE IF (x3 < 0) THEN

3.1.1. par[1] = �par[1];
3.1.2. pasi = 1�GF (�x3; par);
3.1.3. par[1] = b;
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3.2. ELSE

3.2.1. pasi = (1� 2 � arctan(par[1] � tan(pi � par[0]=2))=(pi � par[0]))=2;

4. IF (pasi < 1e� 307) THEN pasi = 1e� 20;
5. IF (pasi >= 1) THEN pasi = 0:9999999999999999;
6. RETURN pasi;

Comments:
N

GF(x3; �; �) = CC+
sign(1� �)

4
(1 + o(x3; �; �))

96X
i=1

wi¤(x3; yi; �; �);

µcia wi Gauss�o kvadratūros ordinat·es, yi =
1+xi+(xi�1)o(x3;�;�)

2
, xi yra Gauss�o kvadratūros abscis·es,

o

CC = 1�
�
1 + sign(1� �)

4

�
�
�
1 +

2 arctan(� tan(��=2))

��

�
;

o(x3; �; �) = sign(x3)
2

��
arctan(� tan(��=2));

¤(x3; y; �; �) = exp

(
� jx3j

�
��1 �

�
sin(��(y + o(x3; �; �))=2)

cos(y�=2)

� �
1��

�cos (�(y(�� 1) + �o(x3; �; �))=2)
cos(y�=2)

�
:

N�

3.2.2.3. �-stabiliu¾atsitiktiniu¾dydµziu¾sekos generavimas

Generuojant nepriklausomu¾atsitiktiniu¾dydµziu¾sek ¾a, pasiskirsµciusi ¾a pagal �-stabilu¾ji¾d·esni¾S�(1; �; 0),
a 6= 1, atliekami tokie veiksmai [69]:
� generuojame atsitiktini¾dydi¾�, tolygiai pasiskirsµciusi¾ intervale (��=2; �=2);
� generuojame atsitiktini¾dydi¾W , pasiskirsµciusi¾pagal eksponentini¾d·esni¾, su vidurkiu 1;
� skaiµciuojame C = arctan

�
� tan

�
��
2

��
��1;

� skaiµciuojame D =
�
1 +

�
� tan

�
��
2

��2� 1
2a
;

� galiausiai gauname dydi¾pasiskirsµciusi¾pagal �-stabilu¾ji¾d·esni¾

Y = D
sin(� (� + C))

(cos (�))
1
�

�
cos (� � � (� + C))

W

� 1��
�

:

Algoritmas 3 Stabiliu¾ju¾atsitiktiniu¾dydµziu¾generavimas generavimas(par; n)
�Tikslas: sugeneruoti n ilgio stabiliu¾ju¾atsitiktiniu¾dydµziu¾, su parametrais par, sek ¾a.
I¾·ejimo parametrai : par (keturmatis realiu¾skaiµciu¾masyvas) stabilieji parametrai, n (sveikasis

skaiµcius) generuojamos sekos ilgis.
I�·ejimo parametrai: X (n matis realiu¾skaiµciu¾masyvas) �seka pasiskirsµciusi pagal �-stabilu¾ji¾

d·esni¾;
Naudojama atmintis: papildomos atminties nenaudoja (atmintis reikalinga tik paµciai sekai

saugoti);
Laiko s ¾anaudos: priklauso nuo duomenu¾ sekos ilgio n (yra atliktas tyrimas, kaip priklauso

laikas nuo n);
Apra�ymas:
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1. Kadangi generuojamas atsitiktinis dydis i�rei�kiamas per dvi konstantas C ir D kurios prik-
lauso tik nuo � = par[0] ir � = par[1], tai �ias konstantas pirmiausiai ir apskaiµciuojame

C = arctan � tan(��=2)
�

, D =
�
1 + (� tan(��=2))2

� 1
2� ;

2. Generuojame i-t ¾aji¾a.d. sekos nari¾X[i]:

2.1. generuojame du a.d., V �tolygiai pasiskirst¾es intervale (��=2;�=2) ir W �pasiskirst¾es
pagal eksponentini¾d·esni¾;

2.2. skaiµciuojame Y = D � sin(�(V+C))
cos

1
� (V )

�
�
cos(V��(V+C))

W

� 1��
�
;

2.3. gauname X[i]: X[i] = par[3]Y + par[2];

3. n kartu¾kartojame 2- ¾aji¾punkt ¾a;

Algoritmas:

1. C = arctan(b � tan(pi � a=2))=a;
2. D = (1 + (b � tan(pi � a=2))2)1=(2�a);
3. FOR i = 0 TO N DO

3.1. V = (RAND() � pi)� (pi=2);
3.2. W = � ln(RAND());
3.3. Y = jcos(V � a � (V + C))=W j(1�a)=a �D � sin(a � (V + C))= jcos(V )j(1=a);
3.4. X[i] = Y � par[3] + par[2];
3.5. i = i+ 1;

4. RETURN X;

�

3.2.3. Tikimybinio tankio skaiµciavimas

Integralai (3.2) ir (3.3) gali būti apskaiµciuojami matematiniu¾ programiniu¾ sistemu¾ MathCad,
MAPLE, MatLab priemon·emis. Beje, ju¾skaiµciavimui patogu taikyti Lagero ir Gauss�o kvadratūrines
formules, nes tai labai pagreitina skaiµciavimus, uµztikrina maµza skaiµciavimu¾paklaid ¾a (apie 10�6).
Geriausi rezultatai gaunami skaiµciuojant pagal formul¾e (3.3) su 96 mazgu¾Gauss�o kvadratūrine
formule (µzr. pav. 3.5).

Kai x ! 1 ir x ! 0 taikomos asimptotin·es formul·es [137]. Stabiliojo d·esnio tikimybinio
tankio funkcijos aproksimacijos esant i¾vairiems � ir � parametrams pateiktos 3.1-oje lentel·eje.

I�kyla klausimas: kada laikyti, kad x jau �pakankamai didelis�ar �pakankamai maµzas� ir
tanki¾ skaiµciuoti pagal asimptotines formules. Kai x ! �1 �perjungimo�ta�kas parenkamas i�
lygties p1(x0:001) = 0:001, kurios sprendinys randamas kirstiniu¾metodu. Kai x! �0 perjungimo
ta�kai randami pagal toki¾algoritm ¾a

x+0 = h � (q + u) � �3=2; (3.4)
x�0 = h � (�r � u) � �3=2:

Formul·ese (3.4) q, r, h ir u reik�m·es apskaiµciuojamos pagal 3.2 Lentel¾e.
Koe�cientai 3.2 Lentel·eje parinkti atlikus i�samius praktinius bandymus su tankio funkci-

jomis.
Galima pasteb·eti (µzr. pav. 3.6, 3.7 ir 3.8), kad atlikti patikslinimai duoda apµciuopiamai

geresnius rezultatus. Stabiliojo d·esnio tankiui ir pasiskirstymo funkcijai apskaiµciuoti buvo sudary-
tos paprogram·es (C++ ir JAVA kalbomis).
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3.1. Lentel·e. Stabiliojo d·esnio tikimybinio tankio funkcijos aproksimacijos esant i¾vairiems � ir � parametrams.

1 < � < 2

�1 < � 6 1, p1(x; �; �; �; �) =
1

�x

NX
n=1

anx
��n +O(x�(N+1)��1);

x� �
�

! +1 µcia an =
(�1)n�1�(n�+ 1)

n!

�
1 + �2 tan2

��
2
�
��n=2

� sin
h
n
��
2
�+ arctan

�
� � tan

��
2
�
���i

:

�1 6 � < 1, p1(x; �; �; �; �) =
1

�x

NP
n=1

an(�x)��n +O((�x)�(N+1)��1);

x� �
�

! �1 µcia an =
(�1)n�1�(n�+ 1)

n!

�
1 + �2 tan2

��
2
�
��n=2

� sin
h
n
��
2
�+ arctan

�
�� � tan

��
2
�
���i

�= 1, p1(x; �; �; �; �) = A(�)(�x)�1+
�(�)
2

�
1 +O

�
(�x)�

�(�)
2 +"

��
� exp

�
�B(�)(�x)�(�)

	
;

x� �
�

! �1 µcia A(�) =
�

�1
2(��1) �

��cos ���2 ��� 1
2(��1)p

2�(�� 1)
,

B(�) = (�� 1)
��
��1

���cos���
2

���� 1
��1

,

�(�) =
�

�� 1 :

�= �1, p1(x; �; �; �; �) = A(�)x
�1+�(�)

2

�
1 +O

�
x�

�(�)
2 +"

��
x� �
�

! +1 � exp
�
�B(�)x�(�)

	
x� �
�

! +0 p0(x; �; �; �; �) =
F1(�; �) + F2(�; �) �

�
x��
�

�
+ F3(�; �)

�
x��
�

�2
�

,

µcia F1(�; �) = D(�; �) � �
�
1

�

�
cos

�
arctan (C(�; �))

�

�
1

��
,

F2(�; �) = �D2(�; �) � �
�
2

�

�
sin

�
2 arctan (C(�; �))

�

�
1

��
,

F3(�; �) = �D3(�; �) � �
�
3
�

�
cos
�
3�arctan(C(�;�))

�

�
1
2��

C(�; �) = �� � tg
�
�
2�
�
, D(�; �) =

�
1 + C2(�; �)

�� 1
2� ,

x� �
�

! �0 p0(x; �; �; �; �) =
F1(�; �) + F2(�; �) �

��x+�
�

�
+ F3(�; �)

��x+�
�

�2
�

,

µcia C(�; �) = � � tg
��
2
�
�
:

3.2. Lentel·e. Perjungimo i¾aproksimacijas ta�kai, kai x maµzi.

� = 0 q = 0, r = 0, u = 0:45
� 6= 0 q = (0:75� 0:25�) j�j, r = (0:75 + 0:25�) j�j, u = 0:1 j�j+ 0:4
� 6 1:09 h = 1 + 2:5 j�j
� > 1:09 h = 1
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Stab ilaus a.d .  S 1,750(0.989 , 0.480 , 0) tankis
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Tankis

Lagero kvad.

G auso kvad.

Paveikslas 3.5: Stabilaus atsitiktinio dydµzio tankio, suskaiµciuoto skirtingais metodais, palyginimas.

Paveikslas 3.6: Tankio funkcijos logaritmas pagal (3.3) formul¾e ir pagal 3.1 bei 3.2 Lenteles, µcia S1:5(1; 0; 0)

46



Paveikslas 3.7: Tankio funkcijos logaritmas pagal (3.3) formul¾e ir pagal 3.1 bei 3.2 Lenteles, µcia S1:25(1; 1; 0)

Paveikslas 3.8: Tankio funkcijos logaritmas pagal (3.3) formul¾e ir pagal 3.1 bei 3.2 Lenteles, µcia S1:75(1;�0:5; 0)
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Algoritmas 4 Tankio funkcijos skaiµciavimas tankis(x; par;m; xb)
�Tikslas: Apskaiµciuoti tankio funkcijos reik�m¾e ta�ke x su parametrais par;
I¾·ejimo parametrai : x (realus skaiµcius) duotasis ta�kas, par (keturmatis realiu¾ skaiµciu¾masy-

vas) stabiliojo d·esnio parametru¾ vektorius, m (sveikasis skaiµcius) parametru¾ skaiµcius, x-su¾ per-
jungimo ta�ku¾ vektorius xb (keturmatis realiu¾ skaiµciu¾ masyvas, randami pagal algoritm ¾a 10 ir
formul¾e (3.8));

I�·ejimo parametrai : tank (realusis skaiµcius) tankio funkcijos reik�m·e;
Naudojama atmintis: atminties beveik nenaudoja;
Laiko s ¾anaudos: labai priklauso nuo kvadratūrin·es tankio funkcijos apskaiµciavimo;
Apra�ymas:

� q = 0, w = 0, r = 0, c = 1;
� centruojam ir normuojam x: x3 = (x� par[2])=par[3];
� jei x3 dideli, kirstiniu¾metodu apskaiµciuojami perjungimo ta�kai ir tankio funkcijos asimptotin·es
reik�m·es pagal aproks ir funkcija xdidelis(x; par; xb);

� jei x maµzi ((x3 � �)=� ! 0 arba x ! 0), tai pagal eq:xmazi ir tab:xmazi apskaiµciuojame h,
q, r, u reikalingus perjungimui, bei paµcius ta�kus bn ir bm. Priklausomai nuo x3 reik�m·es
bn ir bm atµzvilgiu atliekamas perjungimas i¾nulioapl(x; par;�1) arba tiesiogiai taikoma tankio
skaiµciavimo integralin·e formul·e (tankis2) ir funkcija pstable(x; par).

Algoritmas:

1. q = 0, w = 0, r = 0, c = 1;
2. x3 = (x� par[2])=par[3];
3. xmin = xb[0], xmax = xb[1], bmin = xb[2], bmax = xb[3];
4. IF(((x3 > xmax) AND (par[1] > 0:9999)) OR ((x3 < xmin) AND (par[1] < 0:9999)) OR

((x3 > bmax) AND (par[1] > 0:9999)) OR ((x3 > bmin) AND (par[1] < �0:9999))) THEN

4.1. tank = xdidelis(x; par; xb);

5. ELSE

5.1. IF (jpar[1]j < 0:0001) THEN

5.1.1. u = 0:45; q = 0; r = 0;

5.2. ELSE

5.2.1. q = (0:75� 0:25 � par[1]) � jpar[1]j;
5.2.2. r = (0:75 + 0:25 � par[1]) � jpar[1]j;
5.2.3. u = 0:1 � (jpar[1]j+ 4);

5.3. IF (par[0] < 1:09) THEN h = (1 + 2:5 � jpar[1]j);
5.4. bn = h � (q + u)=par[0]3=2

5.5. bm = h � (�r � u)=par[0]3=2

5.6. IF (((x3 < bn) AND (x3 >= 0)) OR ((x3 > bm)) AND (x3 < 0)) THEN

5.6.1. IF (x3 >= 0) THEN tank = nulioapl(X; par; 1);
5.6.2. ELSE

par[1] = �par[1];
tank = nulioapl(�X; par;�1);
par[1] = �par[1];

5.7. ELSE
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5.7.1. tank = pstable(X; par);

6. RETURN tank;�
Naudotos funkcijos ir papildomi algoritmai:

Algoritmas 5 nulioapl(X; par; z)
�Tikslas: Aproksimuoti tankio funkcij ¾a parabole, ta�ke X ! �0;
I¾·ejimo parametrai :X (realusis skaiµcius) duotasis ta�kas (centruotas ir normuotas), par (ketur-

matis realiu¾ skaiµciu¾masyvas) stabiliojo d·esnio parametru¾vektorius, z = �1 (jei x > � tai z = 1,
prie�ingu atveju z = �1);

I�·ejimo parametrai : y (realusis skaiµcius) aproksimuota tankio funkcijos reik�m·e ta�ke X;
Naudojama atmintis: atminties beveik nenaudoja;
Laiko s ¾anaudos: neµzinomos;
Apra�ymas:
Algoritmas:

� r = [1 + (par[1] � tan(pi � par[0]=2))2]�1=(2�par[0]);
� y0 = r � �(1=x[0]) � cos farctan(�par[1] � tan(pi � par[0]=2))=par[0]g =(pi � par[0]);
� y1 = �r2 � �(2=x[0]) � sin f2 � arctan(�par[1] � tan(pi � par[0]=2))=par[0]g =(pi � par[0]);
� y2 = �r3 � �(3=x[0]) � cos f3 � arctan(�par[1] � tan(pi � par[0]=2))=par[0]g =(2 � pi � par[0]);
� m = (X � par[2] � z)=par[3];
� y = (y0 + y1 �m+ y2 �m �m)=par[3];
� RETURN y;.

µcia �(x) yra gama funkcija.�

Algoritmas 6 double xdidelis(X,par, xb){
�Tikslas: Aproksimuoti tankio funkcij ¾a, kai X ! �1;
I¾·ejimo parametrai : X (realusis skaiµcius) duotasis ta�kas, par (keturmatis realiu¾skaiµciu¾masy-

vas) stabiliojo d·esnio parametru¾vektorius, x-su¾perjungimo ta�ku¾vektorius xb (keturmatis realiu¾
skaiµciu¾masyvas);

I�·ejimo parametrai : f (realusis skaiµcius) aproksimuota tankio funkcijos reik�m·e ta�ke X;
Naudojama atmintis: atminties beveik nenaudoja;
Laiko s ¾anaudos: neµzinomos;
Apra�ymas:
Algoritmas:

1. a = par[0], b = par[1], m = par[2], s = par[3];
2. xmin = xb[0], xmax = xb[1], bmin = xb[2], bmax = xb[3];
3. x3 = (X �m)=(s);� � � � � � � � � � � � � � � � � � � �centruojam ir normuojam X;
4. IF ((x3 > xmax) AND (b > �0:9999))

4.1. f = xdidx(x3; a; b; s);

5. IF ((x3 < bmax) AND (b > 0:9999))

5.1. f = xdidb(x3; a; s);

6. if ((x3 < xmin) AND (b < 0:9999))

6.1. f = xdidx(�x3; a;�b; s);

7. if ((x3 > bmin) AND (b < �0:9999))
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7.1. f = xdidb(�x3; a; s);

8. RETURN f ;

Comment :N

xdidb(x; a; s) = a�1=(2�(a�1))x�1+a=(2�(a�1)) � jcos(�a=2)j
1=(2(a�1))

s
p
2�(a� 1)

(3.5)

� exp
�
�(a� 1) � a�

a
a�1 �

���cos�a�
2

���� 1
a�1 � x

a
a�1

�
;

xdidx(x; a; b; s) =
1

� x s

5X
i=1

(�1)i�(a i+ 1)
�(i+ 1)

�
�
1 +

�
b tan

�a�
2

��2�i=2
(3.6)

�x�a i sin
h
i
�a�
2
+ arctan

�
b tan

�a�
2

���i
;

N�

Algoritmas 7 Tankio funkcijos skaiµciavimas kvadratūru¾pagalba pstable(x; par):
�Tikslas: Apskaiµciuoti tankio funkcijos reik�m¾e ta�ke x su parametrais par;
I¾·ejimo parametrai : x (realusis skaiµcius) duotasis ta�kas, par (keturmatis realiu¾skaiµciu¾masy-

vas) stabiliojo d·esnio parametru¾vektorius, m (sveikasis skaiµcius) parametru¾skaiµcius;
I�·ejimo parametrai : tank (realusis skaiµcius) tankio funkcijos reik�m·e;
Naudojama atmintis: atmintis reikalinga Gauss�o kvadratūros abscis·ems ir nuliams saugoti;
Laiko s ¾anaudos: neµzinomos;
Apra�ymas:

� centruojam ir normuojam x: x3 = (x� par[2])=(par[3] � si(par[0]; par[1]));
� panaudodami 98 Gauss�o kvadratūru¾ abscises xss[i] ir ordinates wss[i] skaiµciuojam integral ¾a
tankis1;

Algoritmas:

1. x3 = (x� par[2])=(par[3] � si(par[0]; par[1]));
2. c = �atan(par[1] � tan(pi � par[0]=2)) � (x3= jx3j � 2=(par[0] � pi);
3. d = 1; s1 = 0;
4. FOR i = 0 TO 96 DO

4.1. y = ((c+ d)=2) + (d� c) � xss[i]=2;
4.2. s1 = s1 + wss[i] � u(y;�c; par[0]) � exp(�(jx3j(par[0]=(par[0]�1))) � u(y;�c; par[0]));

5. tank = s1 � (par[3] � si(par[0]; par[1]))�1 � par[1] � jx3j1=(par[0]�1) � (d� c)=(4 � j1� par[0]j);
6. RETURN tank;

Comnent : NNaudotos funkcijos:

� si(a; b){

� RETURN ((1 + (b tan(�a=2))2)1=(2a);}

� u(y; cc; a) {

� u1 = sin(a � (y + cc) � pi=2);
� u2 = cos(y � pi=2);
� u3 = cos(((y � (a� 1) + a � cc) � pi=2));
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� RETURN (u3=u2) � (u1=u2)(a=(1�a));

}N�

3.2.4. Parametru¾vertinimo metodai

�iame skyrelyje aptariami stabiliu¾ju¾ d·esniu¾ parametru¾ vertinimo metodai. Nors yra µzinoma vir�
20 parametru¾vertinimo metodu¾darbe taikomi tik 3: didµziausio tik·etinumo, momentu¾ir regresijos
metodai.

3.2.4.1. Didµziausio Tik·etinumo Metodas

1971 metais DuMouchel pirmasis gavo apytikslius parametru¾� ir � didµziausio tik·etinumo metodo
i¾verµcius, laikydamas, kad � = 0 [36]. V·eliau jis i¾rod·e (su papildomomis prielaidomis � i¾verµciui ir
tik·etinumo funkcijai), kad gautieji i¾verµciai yra suderinti ir asimptoti�kai normalūs [37]. Taµciau
parametrams i¾vertinti buvo i¾d·eta pernelyg daug pastangu¾ ir sugai�ta labai daug kompiuterio
skaiµciavimo laiko.

Stabiliu¾ju¾modeliu¾parametrams i¾vertinti taikytinas didµziausio tik·etinumo metodas (MTM):

min
�;�;�;�

MTM (X;�; �; �; �)
1 < � 6 2;
�1 6 � 6 1;
� 2 R;
� > 0;

(3.7)

µcia X yra �nansiniu¾duomenu¾steb·ejimu¾(gr ¾aµzu¾) vektorius, o

MTM (X;�; �; �; �) = �
nX
i=1

ln[p(Xi; �; �; �; �)]

= �
nX
i=1

ln

�
��1p

�
Xi � �

�
; �; �; 0; 1

��
yra tik·etinumo funkcijos logaritmas ir p(Xi; �; �; �; �)�stabilaus atsitiktinio dydµzio tankio funkcija.

MTM realizavimo efektyvumas skaiµciuojamuoju poµziūriu labiausiai priklauso nuo tankio
funkcijos, kuri bendru atveju n·era i�rei�kiama elementariomis funkcijomis, skaiµciavimo būdo.
Nors tankio funkcijos skleidiniai laipsnin·emis eilut·emis yra gerai µzinomi (µzr. Zolotariov [156]),
MTM jie nelabai tinka d·el būtinumo sumuoti labai dideli¾ eilut·es nariu¾ skaiµciu¾, i¾vertinti paklaid ¾a
�pasiskirstymo galuose� ir pan. MTM buvo realizuotas panaudojant tankiui skaiµciuoti greit ¾aj ¾a
Furje transformacij ¾a (angl. Fast Furje Transformation: FFT) bei asimptotines aproksimacijas pa-
siskirstymo galuose (Mittnik, Rachev ir Doganoglu [105]). �iame darbe mes naudojome Zolotari-
ovo integralin¾e (3.2) formul¾e.

Metodo sud·etingumas slypi jo netrivialioje netiesin·eje optimizacijoje ie�kant minimumo.
Kaip parod·e praktiniai tyrimai, tikslo funkcija daµznai yra daugiaekstremalin·e ir vieno parametro
pakeitimas gana stipriai i¾takoja galutini¾ sprendini¾. Pasteb·eta, kad tikslo funkcijos reik�m¾e, o tuo
paµciu ir minimumo ta�k ¾a, stipriai i¾takoja parametrai � ir �, kita vertus MTM(:) funkcija yra
maµziau jautri parametru¾� ir � pokyµciams (µzr. 3.2.4.4).

Algoritmas 8 Stabiliojo d·esnio parametru¾vertinimas didµziausio tik·etinumo metodu
�Tikslas: didµziausio tik·etinumo metodu i¾vertinti stabiliojo atsitiktinio dydµzioX parametrus

par;
I¾·ejimo parametrai : X (n matis realiu¾skaiµciu¾masyvas) duomenu¾seka, n (sveikasis skaiµcius)

sekos ilgis, m (sveikasis skaiµcius) vertinamu¾parametru¾skaiµcius;
I�·ejimo parametrai : stabiliojo d·esnio parametru¾vektorius par (m matis realiu¾skaiµciu¾masy-
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vas);
Naudojama atmintis: atminties pagrinde reikia optimizavimo algoritmui;
Laiko s ¾anaudos: labai priklauso nuo sekos ilgio n ir optimizavimo (funkcijosmaksimizuoti(: : : ))

efektyvumo;
Apra�ymas:

� inicializuojamos pradin·es parametru¾ reik�m·es par0; jas galima parinkti bet kokias, bet norint
greitesnio skaiµciavimo galima sugeneruoti kelet ¾a parametru¾rinkiniu¾ir i�rinkti t ¾a kuris atitinka
maµziausi ¾a tikslo funkcijos reik�m¾e;

� skaiµciuojama pradin·e tikslo funkcijos reik�m·e f0 = mtm(X;n; par0;m);
� sprendµziamas optimizavimo uµzdavinys, maksimizuojant Log-tik·etinumo funkcij ¾amtm (parenkant
atitinkamus par). �is optimizavimo uµzdavinys yra sprendµziamas kintamos metrikos, nors tinka
ir kiti metodai;

� jei pavyksta rasti geresni¾ sprendini¾ par�nal nei pradinis par0 tai �i reik�m·e ir gr ¾aµzinama,
prie�ingu atveju gr ¾aµzinama pradin·e reik�m·e.

Algoritmas:

1. epsilon = 10e� 7; optimizavimo stabdymo s ¾alyga
2. ffinal = 10000;
3. par0 = (1:5; 0; 0; 1); pradin·es parametru¾reik�m·es gali būti parenkamos kitu būdu
4. f0 = mtm(X;n; par0;m); skaiµciuojam pradin¾e tikslo funkcijos reik�m¾e
5. parfinal = maksimizuoti(mtm;X; n; par0;m; epsilon);
6. ffinal = mtm(X;n; parfinal;m);
7. IF(f0 < ffinal)

7.1. par = parfinal;

8. ELSE

8.1. par = par0;

9. RETURN par; /* algoritmo 1.2 pabaiga*/

�

Algoritmas 9 Tik·etinumo funkcijos skaiµciavimas mtm(X;n; par;m)
�Tikslas: Apskaiµciuoti log-tik·etinumo funkcijos reik�m¾e sekai X su parametrais par;
I¾·ejimo parametrai : X (n matis realiu¾skaiµciu¾masyvas) duomenu¾seka, n (sveikasis skaiµcius)

sekos ilgis, par (mmatis realiu¾skaiµciu¾masyvas) stabiliojo d·esnio parametru¾vektorius,m (sveikasis
skaiµcius) vetinamu¾parametru¾skaiµcius;

I�·ejimo parametrai : f (realusis skaiµcius) log-tik·etinumo funkcijos reik�m·e;
Naudojama atmintis: atminties beveik nenaudoja;
Laiko s ¾anaudos: labai priklauso nuo sekos ilgio n ir tankio funkcijos (tankis(: : : )) apskaiµcia-

vimo;
Apra�ymas:

� apibr·eµziamas tankio funkcijos perjungimo lygmuo p1 = 0:001;
� sudaromas pagalbinis (x-su¾perjungimo ta�ku¾) vektorius xb (keturmatis realiu¾skaiµciu¾masyvas).
µCia xb0 ir xb1 (randami pagal formul¾e (3.8)) apibr·eµzia ta�kus kur perjungti i¾ tankio funkcijos
aproksimacij ¾a, atitinkamai kai 1 6 � < 1 ir x ! �1 bei 1 < � 6 1 ir x ! +1, o xb2 ir xb3
nurodo kitus perjungimo atvejus (x ! �1 ir x ! +1), kai skirtumas tarp aproksimuotos
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tankio funkcijos ir apskaiµciuotos kvadratūru¾pagalba pasidaro maµzesnis nei p1 (randami pagal
algoritm ¾a 10);

� skaiµciuojama log-tik·etinumo funkcija f = 1
n

Pn
i=0 ln [tankis (Xi; par;m; xb)];

Algoritmas:

1. p1 = 0:001;
2. xb[0] = xskai(par;�par[1]; p1;�1);
3. xb[1] = xskai(par; par[1]; p1; 1);
4. xb[2] = par[2]=par[3];
5. xb[3] = �par[2]=par[3];
6. IF (par[1] > 0:9999)

6.1. xb[3] = xskaib(par; p1; sign(par[1]));
6.2. xb[2] = �xb[3];

7. IF (par[1] < �0:9999)

7.1. xb[2] = xskaib(par; p1; sign(par[1]));
7.2. xb[3] = �xb[2];

8. f = 1
n

nP
i=0

ln [tankis (Xi; par;m; xb)]

9. RETURN f ;

�

Algoritmas 10 Perjungimo ta�ku¾apskaiµciavimas xskaib(par; p; z):
�Tikslas: Kirstiniu¾ metodu apskaiµciuoti tankio funkcijos perjungimo ta�kus kai � = 1,

x! �1 ir � = �1, x! +1;
I¾·ejimo parametrai : par (keturmatis realiu¾ skaiµciu¾ masyvas) stabiliojo d·esnio parametrai,

p realusis skaiµcius i� intervalo (0; :::; 1) tankio funkcijos perjungimo lygmuo, z = �1 (atitinka
sign(�));

I�·ejimo parametrai : xb (realusis skaiµcius) perjungimo ta�kas;
Naudojama atmintis: atminties beveik nenaudoja;
Laiko s ¾anaudos: neµzinomos;
Apra�ymas:
Kirstiniu¾metodu randamas ta�kas kuriame funkcija xdidb(x; a; s) � p:

1. parenkami du pradiniai ta�kai x0 ir x1 ir juose apskaiµciuojamos funkcijos reik�m·es y0 ir y1:
y = xdidb(x; a; s)� p;

2. per �iuos du ta�kus (x0, y0) ir (x1, y1) br·eµziama ties·e, kur ties·e kerta x a�i¾gaunamas pirmasis
iteracinis priart·ejimas (z0; yz), µcia yz = xdidb(z0; a; s)� p;

3. ie�komi nauji kirstin·es ta�kai, vienas galas lieka tas pats (daµzniausiai x0), o kitas parenkamas
taip: jei yz > 0 tai x0 = z0, prie�ingu atveju x1 = z0;

4. perskaiµciuojami kirstin·e ta�kai (x0, y0) ir (x1, y1) ir br·eµziama ties·e, kur ties·e kerta x a�i¾
gaunamas antrasis iteracinis priart·ejimas (z1; yz), µcia yz = xdidb(z1; a; s)� p;

Algoritmas

1. a = par[0]; b = par[1]; m = par[2]; s = par[3];
2. x0 = (m + bsa tan(�a=2));� � � � � � � �parenkamas pradinis iteraciju¾ ta�kas �ta�ko kur

tankis yra maksimalus
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3. x1 = x0 � z=s;� � � � � � � � � � parenkamas �iek tiek didesnis ta�kas (tolimesnis nuo
maksimumo)

4. y0 = xdidb((x0�m)=s; a; s)�p;� � � � ta�ke x0 skaiµciuojama funkcija, kuria bus aproksimuo-
jamas tankis formul·e (3.5)

5. y1 = xdidb((x1�m)=s; a; s)�p;� � � � ta�ke x1 skaiµciuojama funkcija, kuria bus aproksimuo-
jamas tankis

6. z0 = x0�y0 � (x1�x0)=(y1�y0);� � � � per ta�kus (x0,y0) ir (x1, y1) br·eµziama ties·e, ta�kas
z0 yra ten kur �i ties·e kerta x a�i¾.

7. yz = xdidb((z0�m)=s; a; s)�p;� � � � ta�ke z0 skaiµciuojama funkcija, kuria bus aproksimuo-
jamas tankis

8. IF (yz > 0) THEN � � � � � � � � � � �ie�komi nauji kirstin·es ta�kai, vienas galas lieka
tas pats, o kitas parenkamas

8.1. x0 = z0;

9. ELSE

9.1. x1 = z0;

10. y0 = xdidb((x0 �m)=s; a; s) � p;� � � � naujame ta�ke x0 skaiµciuojama funkcija, kuria bus
aproksimuojamas tankis

11. y1 = xdidb((x1 �m)=s; a; s) � p;� � � � naujame ta�ke x1 skaiµciuojama funkcija, kuria bus
aproksimuojamas tankis

12. z1 = x0�y0 � (x1�x0)=(y1�y0);� � � � per ta�kus (x0,y0) ir (x1, y1) br·eµziama ties·e, ta�kas
z1 yra ten kur �i nauja ties·e kerta x a�i¾.

13. WHILE ((jz0� z1j > 0:0001) AND (i < 1000)) DO � � � kai atstumas tarp dvieju¾ x a�ies
ta�ku¾ kur ties·es j ¾a kerta pasidaro maµzesnis nei 0.0001 iteracijos nutraukiamos ir nauji ta�kai
neie�komi

13.1.yz = xdidb((z1�m)=s; a; s)� p;� � � � naujame ta�ke z1 skaiµciuojama funkcija, kuria
bus aproksimuojamas tankis

13.2. IF (yz > 0) THEN

13.2.1. x0 = z1;

13.3.ELSE

13.3.1. x1 = z1;

13.4. i = i+ 1;� � � � � � � � � � � � � �ciklo kintamasis
13.5.y0 = xdidb((x0�m)=s; a; s)� p;
13.6.y1 = xdidb((x1�m)=s; a; s)� p;
13.7.z0 = z1;� � � � � � � � � � � � � � naujas ta�kas tampa senu
13.8.z1 = x0� y0 � (x1� x0)=(y1� y0);� � � �randamas naujas ta�kas

14. RETURN (z1�m)=s;� � � � � � � gr ¾aµzinamas ta�kas kuriame xdidb((xb�m)=s; a; s) = p

N

xskai(�; �; p; z) = z max

0@������(�+ 1)�p

r
1 +

�
� tan

�� �
2

��2
sin
h� �
2
+ arctan

�
� tan

�� �
2

��i�����
1

a+1

; 5

1A
(3.8)

N�
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3.2.4.2. Robastiniai metodai

I�robastiniu¾arba empiriniu¾kvantiliu¾metodu¾grup·es stabiliu¾ju¾d·esniu¾parametrams i¾vertinti ga-
lima taikyti McCulloch�o metod ¾a, leidµzianti¾gauti visu¾parametru¾suderintuosius i¾verµcius.

Tegul xp � p-tasis kvantilis ir x̂p� atitinkamas empirinis kvantilis, t.y. x̂p tenkina lygti¾
Fn(x̂p) = p. Tam, kad i�vengtu¾nuokrypiu¾baigtin·ese imtyse, McCulloch�as pasiūl·e patais ¾a: jei xi
surikiuoti did·ejimo tvarka, korekcija gali būti padaryta pakeiµciant x̂i i¾ x̂q(i), kur

q(i) =
2i� 1
2n

ir tiesi�kai interpoliuojant pagal p tarp dvieju¾gretimu¾q(i) reik�miu¾. Tada x̂p yra suderintasis xp,
p-tojo kvantilio i¾vertis.

Fama�Roll metodas Fama ir Roll [45,46] pasiūl·e simetriniu¾ (� = 0 ir � = 0) stabiliu¾ju¾d·esniu¾
parametru¾ i¾verµcius kai 1 < � 6 2. Jie pasiūl·e � i¾verti¾

�̂ =
x̂0:72 � x̂0:28
1:654

:

Stabilumo indeksas � gali būti i¾vertintas pagal skirstinio uodegos elgesi¾. Fama ir Roll pasiūl·e
� i¾verti¾ tenkinanti¾ s ¾alyg ¾a:

S�̂

�
x̂p � x̂1�p
2�̂

�
= p:

Jie nustat·e, kad geriausiai � i¾verµciui gauti tinka p = 0:95; 0:96 ir 0:97.

McCulloch metodas Pagal McCulloch�¾a [103] paµzym·ekime

�� =
x0:95 � x0:05
x0:75 � x0:25

;

nepriklausanti¾ nuo � ir �. Tuomet ji¾ atitinkanµci ¾a empirin¾e reik�m¾e paµzym·ekime �̂�. Tai yra
suderintasis �� i¾vertis. Apibr·eµzkime dydi¾

�� =
x0:95 + x0:05 � 2x0:5

x0:95 � x0:05
;

nepriklausanti¾nuo � bei �, ir ji¾atitinkanti¾ �̂� �suderint ¾aji¾empirini¾ i¾verti¾. �� ir �� yra funkcijos
priklausanµcios nuo � ir �. �is s ¾ary�is gali būti apverstas ir parametrai � ir � gali būti nagrin·ejami,
kaip funkcijos nuo �� ir ��.

� =  1(��; ��); � =  1(��; ��):

Pakeit¾e �� ir �� ju¾ empiriniais analogais, gauname ir i¾verµcius.  1 ir  2 funkcijos yra tabuliuotos
(McCulloch [103]). Parametru¾ ir i¾verµcius randame tiesin·es interpoliacijos būdu.

Apibr·eµzkime funkcij ¾a

�� =
x0:75 � x0:25

�
;

kuri priklauso tik nuo � ir �. Paµzym·ekime j ¾a �� =  3(�; �). Tuomet

�̂ =
x̂0:75 � x̂0:25

 3(�̂; �̂)
bus parametro � suderintasis i¾vertis.

Poslinkio parametr ¾a � tikslinga vertinti atsiµzvelgiant i¾ imties median ¾a, per standartizuot ¾a
sklaid ¾a (�� x0:5)=�, kuri yra � ir � funkcija, nepriklausanti nuo � ir �, nes jei X � S�(�; �; �),
tai (X � �)=� � S�(1; �; 0). McCulloch [103] siūlo (pagal Zolotariov ¾a [155]) atsisakyti �ios f-jos
trūkio ta�ke � = 1, pakeiµciant jos apibr·eµzim ¾a tokiu būdu

 4(�; �) =
(�� x0:5)

�
+ � tan

���
2

�
;

su

 4(1; �) =
(�� x0:5)

�
= lim

�!1
 4(�; �):
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I�i¾verµcio  ̂4 =  4(�̂; �̂) i�vedame � i¾verti¾

�̂ = x̂0:5 + �̂
h
 ̂4 � �̂ tan

���
2

�i
:

3.2.4.3. Empirin·es charakteringosios funkcijos metodai

I�empirin·es charakteringosios funkcijos metodu¾grup·es, galima i�skirti du metodus, kurie leidµzia
gauti visu¾ parametru¾ suderintuosius i¾verµcius. Pirmasis �momentu¾ metodas, antrasis �antrojo
vidurkio minimalaus atstumo metodas (angl. Minimum rth mean distance method), �ie abu
metodai buvo pasiūlyti Press�o [117].

Momentu¾ metodas Apibr·eµzkime empirin¾e charaktering ¾aj ¾a funkcij ¾a. Tegul x1; : : : ; xn neprik-
lausomu¾ vienodai pasiskirsµciusiu¾ atsitiktiniu¾ dydµziu¾ imtis, tuomet jos empirin·e charakteringoji
funkcija yra

�̂(t) =
1

n

nX
j=1

eitxj ;

µcia n imties dydis, �̂(t) yra charakteringosios funkcijos suderintasis i¾vertis.
I�stabilaus atsitiktinio dydµzio charakteringosios funkcijos apibr·eµzimo i�plaukia, kad visiems

� galioja
� ln j�(t)j = �� jtj� :

Laikysime, kad � 6= 1. Parinkime dvi nenulines t reik�mes t1 6= t2. Tuomet
� ln j�(tk)j = �� jtkj� ; k = 1; 2:

I�rei�kiant i��iu¾dvieju¾ lygµciu¾� ir �, bei pakeiµciant charaktering ¾aj ¾a funkcij ¾a empirine, gauname

�̂ =

ln
ln
����̂(t1)���

ln
����̂(t2)���

ln

����t1t2
���� ;

ir

ln �̂ =
ln jt1j ln

�
� ln

����̂(t2)����� ln jt2j ln�� ln ����̂(t1)����
ln

����t1t2
���� :

Norint i¾vertinti parametrus � ir � reikia i¾vesti funkcij ¾a
u(t) = Im (ln�(t)) :

Tuomet i�charakteringosios funkcijos apibr·eµzimo turime

u(t) = �t+ �� jtj� � sign(t) tan
���
2

�
:

Parinkime dvi nenulines t reik�mes t3 6= t4. Tuomet
u(tk)

tk
= �+ �

�
�� jtkj��1 tan

���
2

��
;

µcia k = 3; 4.
Atlik¾e pertvarkymus, gauname parametru¾� ir � i¾verµcius

�̂ =

�u(t4)

t4
� �u(t3)

t3�
jt4j�̂�1 � jt3j�̂�1

�
�̂�̂ tan

�
��̂

2

�
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ir

�̂ =
jt4j�̂�1

�u(t4)

t4
� jt3j�̂�1

�u(t3)

t3
jt4j�̂�1 � jt3j�̂�1

;

µcia

�u(t) = arctan

0BBBB@
nX
j=1

sin(txi)

nX
j=1

cos(txi)

1CCCCA :

Parenkame t1 = 0:2, t2 = 0:8, t3 = 0:1 ir t4 = 0:4 (pagal Koutrouvelis [81] pasiūlym ¾a).

Algoritmas 11 Parametru¾vertinimas momentu¾metodu
moment(X;n;m; vidurkis; dispersija)

�Tikslas: I¾vertinti sekos X stabilumo parametrus par momentu¾metodu;
I¾·ejimo parametrai : X (nmatis realiu¾skaiµciu¾masyvas) gr ¾aµzu¾seka, n (sveikasis skaiµcius) sekos

ilgis, m (sveikasis skaiµcius) parametru¾skaiµcius, vidurkis (realusis skaiµcius), dispersija (teigiamas
realusis skaiµcius);

I�·ejimo parametrai : par (m matis realiu¾ skaiµciu¾masyvas) stabiliojo d·esnio parametru¾vek-
torius;

Naudojama atmintis: naudoja maµzai;
Laiko s ¾anaudos: nedidel·es;
Apra�ymas:

� Parenkam charakteringosios funkcijos ta�kus t1 = 0:2, t2 = 0:8,t3 = 0:1, t4 = 0:4 (pagal
Koutrouvel�i¾);

� Skaiµciuojam � i¾verti¾;
� Skaiµciuojam � i¾verti¾;
� Skaiµciuojam � i¾verti¾;
� Skaiµciuojam � i¾verti¾;

Algoritmas:

1. t1 = 0:2, t2 = 0:8, t3 = 0:1, t4 = 0:4; /*Parenkam (pagal Koutrouvel�i¾) charakteringosios
funkcijos ta�kus*/

2. alfa = ln(ln(empchar(t1; X; n))= ln(empchar(t2; X; n)))= ln(jt1=t2j); /*Skaiµciuojam alfa*/
3. /*Skaiµciuojam sigma i¾verti¾*/

3.1. temp = ln(t1) � ln(� ln(empchar(t2; X; n)))� ln(t2) � ln(� ln(empchar(t1; X; n)));
3.2. sigma = exp(temp= ln(t1=t2));

4. beta = (Ut(t4; X; n)=t4� Ut(t3; X; n)=t3)=(t4alfa�1 � t3alfa�1) � sigmaalfa � (tan(pi � alfa=2)));
/*Skaiµciuojam beta i¾verti¾*/

5. /*Skaiµciuojam miu i¾verti¾:*/

5.1. mu1 = t4alfa�1 � Ut(t3; X; n)=t3� t3(alfa�1) � Ut(t4; X; n)=t4;
5.2. mu = mu1=(t4(alfa�1) � t3(alfa�1));

6. par[0] = alfa; par[1] = beta; par[2] = mu; par[3] = sigma;
7. RETURN par;

8. Comment NNaudotos papildomos funkcijos:
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� empchar(t; x; n) = 1
n

p
(sinsum(t; x; n))2 + (cossum(t; x; n))2;

� sinsum(t; x; n) =
Pn

i=0 sin(t � x[i]);
� cossum(t; x; n) =

Pn
i=0 cos(t � x[i]);

� Ut(t; x; n) = arctan
�
sinsum(t;x;n)
cossum(t;x;n)

�
;N�

2-ojo vidurkio minimalaus atstumo metodas (MAM) Apibr·eµzkime funkcij ¾a

h(�; �; �; �) =

1Z
�1

����(t)� �̂(t)
���2 e�t2 dt: (3.9)

su parametrais �̂, �̂, �̂ ir �̂ minimizuojanµciais funkcij ¾a h, kurie yra parametru¾ �, �, � ir �
suderintieji i¾verµciai. Funkcijos (3.9) minimizavimas gali būti atliktas taikant dvide�imties mazgu¾

Hermito kvadratūrin¾e formul¾e. Tai yra, jei paµzym·esime
����(t)� �̂(t)

���2 = �(t), tai
1Z
�1

�(t)e�t
2

dt =

20X
k=1

wk�(uk);

kur wk ir uk yra Hermito formul·es svoriai ir mazgai (Hermito polinomu¾nuliai).

Regresijos metodas �i¾ metod ¾a pasiūl·e Koutrouvelis [81, 82]. Siūlomasis i¾vertis yra pagri¾stas
tokiomis charakteristin·es funkcijos savyb·emis:
1. i�charakteringosios f-jos apibr·eµzimo galime nesunkiai gauti

ln
�
� ln j�(t)j2

�
= ln(2�2) + � ln jtj (3.10)

2. kai � 6= 1, tai
Re�(t) = exp (� j�tj�) cos

h
�t+ �� jtj� � sign(t) tan

���
2

�i
;

Im�(t) = exp (� j�tj�) sin
h
�t+ �� jtj� � sign(t) tan

���
2

�i
;

i��iu¾ formuliu¾gauname

arctan

�
Im�(t)

Re�(t)

�
= �t+ �� jtj� � sign(t) tan

���
2

�
(3.11)

(3.10) priklauso tik nuo � ir �, o tai rei�kia, kad galime i¾vertinti �iuos parametrus pagal regresini¾
modeli¾

yk = m+ �wk + "k; k = 1; 2; : : : ; K
kur yk = ln

�
� ln j�n(tk)j

2�, m = ln(2��) ir wk = ln jtkj, tk = �k
25
, o "k �paklaida. Skaiµciu¾K

Koutrouvelis [81] rekomenduoja parinkti tarp 9 ir 134, priklausomai nuo imties tūrio, bei �.
Tokiu būdu rastus � ir � i¾verµcius galime panaudoti kitu¾dvieju¾likusiu¾parametru¾vertinimui

pagal (3.11).
Tegul

gn(u) = Arctan

�
Im�n(t)

Re�n(t)

�
;

µcia Arctan(:) µzymi funkcijos arctan(:) pagrindin¾e reik�m¾e. Galime i¾vertinti � ir � i� regresinio
modelio

zl = �ul + � j�ulj� tan
���
2

�
sign(ul) + �l; l = 1; 2; : : : ; L;

arba
zl = �ui + �ql + �l; ql = j�ulj� tan

���
2

�
sign(ul);

kur zl = gn(ul) + �kn(ul), ul = �l
50
;L (pagal Koutrouvelis [81]), yra tarp 9 ir 70, priklausomai nuo

imties tūrio ir �, �l �paklaida, sveikasis skaiµcius kn(u) yra skirtas i¾vertinti nepagrindines arctan(:)
�akas.

58



Skaiµciavimus atliekant universalia programavimo kalba tikslinga pasinaudoti sekanµciu algo-
ritmu [11]:
(1) Nor·edami i¾vertinti � ir � parametrus skaiµciuojame tokias sumas:

s1 =
KX
k=1

ykwk; s2 =
KX
k=1

yk; s3 =
KX
k=1

wk; s3 =
KX
k=1

w2k;

tuomet

� =
Ks1 � s2s3
Ks4 � s23

; � = ~�

�
0:5 exp

�
s4s2 � s1s3
Ks4 � s23

��1=�
;

µcia K = 10, ~� �absoliutinis nuokrypis.
(2) Prie�pradedant vertinti � ir � parametrus reikia atlikti empiriniu¾ duomenu¾X centravim ¾a ir

normavim ¾a su ~� ir ~� (~� �empirinis vidurkis (jei egzistuoja)), bei atlikti toki¾poslinki¾h, kad
LX
l=1

sign(Re
h
�̂(ul; X + h�)

i
) = L;

t.y. empirin·e charakteringoji funkcija su visais ul turi būti teigiama.
(3) Atlikus poslinkius skaiµciuojame �tai tokias sumas:

s5 =
LX
l=1

u2l ; s6 =
LX
l=1

qlgn(ul); s7 =
LX
l=1

qlul; s8 =
LX
l=1

q2l ; s9 =
LX
l=1

ulgn(ul);

tuomet

� =
s5s6 � s7s9
s5s8 � s27

; � = ~�+ �

�
s9s8 � s7s6
s5s8 � s27

� h�

�
;

µcia L = 15.

Algoritmas 12 Postūmio duomenu¾sekoje atlikimas pataisa(X;LLL; n)
�Tikslas: Rasti toki¾duomenu¾sekos X postūmi¾h ��, kad realioji charakteringosios funkcijos

dalis ta�kuose t = 0:::15�=50 būtu¾tik teigiama;
I¾·ejimo parametrai : X (n matis realiu¾ skaiµciu¾ masyvas) gr ¾aµzu¾ seka, n (sveikasis skaiµcius)

sekos ilgis, LLL (sveikasis skaiµcius) ta�ku¾kuriose skaiµciuojama charakteringoji funkcija skaiµcius;
I�·ejimo parametrai : h (sveikasis skaiµcius) postūmio µzingsnis;
Naudojama atmintis: papildomos nenaudoja;
Laiko s ¾anaudos: nedidel·es;
Apra�ymas:

� Kol charakteringoji funkcija netampa teigiama visuose ta�kuose t = 0:::15�=50, didindami h
duomenyse atlikin·ejam postūmi¾h � pi: Y = X + h � pi;

� graµziname h reik�m¾e.

Algoritmas:

� 0.1. Y = X
0.2. WHILE(summ(Y; LLL; n) < LLL) DO

0.2.1. h++
0.2.2. FOR j = 0 TO n� 1 DO

0.2.2.1. Y [j] = X[j] + h � pi
0.2.2.2. j = j + 1

0.3. RETURN h

NNaudota papildoma funkcija:
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summ(x; LLL; n) =
���PLLL

i=0 sign
�
cossum(pi�(i+1)=50;x;n)

n

����;N�
Algoritmas 13 Stabilaus d·esnio parametru¾ vertinimas regresijos metodu
regress(X;n;m; vidurkis; dispersija)

�Tikslas: I¾vertinti sekos X stabilumo parametrus par regresijos metodu;
I¾·ejimo parametrai : X (nmatis realiu¾skaiµciu¾masyvas) gr ¾aµzu¾seka, n (sveikasis skaiµcius) sekos

ilgis, m (sveikasis skaiµcius) parametru¾skaiµcius, vidurkis (realusis skaiµcius), dispersija (teigiamas
realusis skaiµcius);

I�·ejimo parametrai : par (m matis realiu¾ skaiµciu¾masyvas) stabiliojo d·esnio parametru¾vek-
torius;

Naudojama atmintis: naudoja maµzai;
Laiko s ¾anaudos: nedidel·es;
Apra�ymas:

� Parenkam konstantas kk1 = 10 ir LLL = 15;
� Skaiµciuojam tarpines sumas s1, s2, s3, s4 ir parametr ¾a alfa;
� Skaiµciuojam sigma i¾verti¾;
� pradin¾e duomenu¾sek ¾a centruojam (pagal vidurki¾) ir normuojam (su parametru sigma);
� skaiµciuojam kokia reikalinga pataisa h ir atliekam postūmi¾sekoje X;
� Skaiµciuojam tarpines sumas s5, s6, s7, s8, s9 ir parametr ¾a beta;
� Skaiµciuojam miu i¾verti¾;

Algoritmas:

1. kk1 = 10, LLL = 15;
2. /*Skaiµciuojam tarpines sumas s1, s2, s3, s4 ir parametr ¾a alfa:*/

2.1. s1 = sumyw(kk1; X; n);
2.2. s2 = sumy(kk1; X; n);
2.3. s3 = sumw(kk1; X; n);
2.4. s4 = sumw2(kk1; X; n);
2.5. alfa = (kk1 � s1� s2 � s3)=(kk1 � s4� s3 � s3);

3. /*Skaiµciuojam sigma:*/

3.1. mm = (s4 � s2� s1 � s3)=(kk1 � s4� s3 � s3);
3.2. sigma = dispersija � j0:5 � exp(mm)j(1=alfa);

4. /*centruojam (pagal vidurki¾) ir normuojam (su parametru sigma) pradin¾e sek ¾a:*/

4.1. FOR i = 0 TO n� 1 DO

4.1.1. X[i] = (X[i]� vidurkis)=sigma;

5. h = pataisa(X;LLL; n);
6. IF (h > 0) THEN

6.1. FOR j = 0 TO n1� 1 DO

6.1.1. X[j] = X[j] + h � pi;
6.1.2. j = j + 1;

7. /*Skaiµciuojam tarpines sumas s5, s6, s7, s8, s9 ir parametr ¾a beta:*/
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7.1. s5 = sumu2(LLL);
7.2. s6 = sumzv(alfa; sigma; LLL;X; n);
7.3. s7 = sumuv(alfa; sigma; LLL);
7.4. s8 = sumv2(alfa; sigma; LLL);
7.5. s9 = sumzu(alfa; sigma; LLL;X; n);
7.6. beta = (s5 � s6� s9 � s7)=(s5 � s8� (s7 � s7));

8. /*skaiµciuojam miu:*/

8.1. mu1 = (s9 � s8� s7 � s6)=(s5 � s8� (s7 � s7));
8.2. miu = vidurkis+ sigma � (mu1� h � pi);

9. par[0] = alfa, par[1] = beta, par[2] = miu, par[3] = sigma;
10. RETURN par;

NPagalbin·es funkcijos:
� empchar(t; x; n) = 1

n

p
(sinsum(t; x; n))2 + (cossum(t; x; n))2;

� sinsum(t; x; n) =
Pn�1

i=0 sin(t � x[i]);
� cossum(t; x; n) =

Pn�1
i=0 cos(t � x[i]);

� sumyw(kk1; x; n) =
Pkk1

i=1 [ln(� ln(empchar(pi � i=25; x; n)2)) � ln(jpi � i=25j)];
� sumy(kk1; x; n) =

Pkk1
i=1 ln(� ln(empchar(pi � i=25; x; n)2));

� sumw(kk1; n) =
Pkk1

i=1 ln(jpi � i=25j);
� sumw2(kk1; n) =

Pkk1
i=1 [ln(jpi � i=25j)]

2;
� sumu2(LLL) =

PLLL
i=1 (pi � i=50)

2;

� sumv2(alfa; sigma; LLL) =
PLLL

i=1

�
sigmaalfa � tan(pi � alfa=2) � jpi � i=50jallfa

�2
;

� sumuv(alfa; sigma; LLL) =
PLLL

i=1

�
sigmaalfa � tan(pi � alfa=2) � jpi � i=50jallfa+1

�
;

� sumzv(alfa; sigma; LLL; x; n) =
PLLL

i=1 sigma
alfa � tan(pi � alfa=2) � jpi � i=50jallfa

� arctan
�
sinsum(pi�i=50;x;n)
cossum(pi�i=50;x;n)

�
;

� sumzu(alfa; sigma; LLL; x; n) =
PLLL

i=1 pi � i=50 � arctan
�
sinsum(pi�i=50;x;n)
cossum(pi�i=50;x;n)

�
;N�

3.2.4.4. Parametru¾vertinimas

Stabiliojo d·esnio parametru¾ vertinimo metodai yra apra�yti 3.2.4 skyrelyje. �iame skyrelyje
pateikiami praktiniai didµziausio tik·etinumo metodo taikymo pavyzdµziai. Bandymai buvo atlie-
kami su TEO (buvo �Lietuvos telekomas�) akciju¾ gr ¾aµzu¾ seka. Log-tik·etinumo (MTM) funkcijos
priklausomyb·e nuo stabiliojo d·esnio parametru¾pateikta paveiksluose 3.9�3.15.

Paveiksle 3.9 pateikta log-tik·etinumo funkcijos priklausomyb·e nuo parametro �, kai parame-
tras � yra skirtingas (1.05, 1.125, 1.225, 1.525 ir 2). Galima pasteb·eti, kad tik·etinumo funkcija
yra beveik simetri�ka parametro � atµzvilgiu, i�skyrus atveji¾, kai � ! 2 ir � ! �1, ir i¾gyja min-
imum ¾a kai � � 0. Kita vertus, kai � � 2 i� tankio funkcijos i�rai�kos (3.3) i�plaukia, kad MTM
funkcija beveik nebepriklauso nuo parametro �, taµciau praktikoje kai � � �1 �i teorin·e taisykl·e
negalioja ir gaunamas MTM funkcijos i�linkimas.

Log-tik·etinumo funkcijos priklausomyb·e nuo parametro � (pav. 3.10), kai parametras j�j � 1
pana�i i¾ hiperbol¾e, taµciau kai j�j ! 0 MTM funkcija yra i�gaubta ir minimum ¾a i¾gyja ta�ke
� = 1; 85 (µzr. pav. 3.11). Akivaizdu, kad ta�kas � = 2 yra ypatingas, tod·el �is atvejis visada yra
tiriamas atskirai, tai yra nagrin·ejamas atskiras �-stabiliu¾ju¾ d·esniu¾ atvejis �normalusis Gauss�o
d·esnis (� = 2). Kadangi Gauss�o d·esnis yra simetri�kas, tai laikoma, kad � = 0.
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Paveikslas 3.9: MTM priklausomyb·e nuo parametro �, kai � = 1.05, 1.125, 1.225, 1.525 ir 2.
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Paveikslas 3.10: MTM funkcijos priklausomyb·e nuo parametro �, kai j�j = 1, 0.35, 0.1 ir 0.
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Paveikslas 3.11: MTM funkcijos priklausomyb·e nuo parametro �, kai � = 0.
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Paveikslas 3.12: MTM funkcijos priklausomyb·e nuo parametro �, kai keiµciamas parametras � (0.0000026, 0.000082,
0.0013, 0.021 ir 0.6711), � = 0; 35.
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Paveiksle 3.12 pateikta MTM funkcijos priklausomyb·e nuo parametro �, kai keiµciamas para-
metras � (0.0000026, 0.000082, 0.0013, 0.021 ir 0.6711), �iuo atveju parametras � laikomas pas-
toviu ir yra lygus 0,35. I¾domu tai, kad esant labai maµzoms � reik�m·ems (� � 10�5) log-tik·etinumo
funkcija minumum ¾a i¾gyja, kai � � 1, o kai � did·eja (� > 10�2) minimumas pasiekiamas, kai � � 2.

Paveiksle 3.13 pateikta MTM funkcijos priklausomyb·e nuo parametro �, kai parametras
� yra skirtingas (1.05, 1.125, 1.225, 1.525 ir 2). Akivaizdu, kad �iuo atveju minimumas tikrai
egzistuoja ir yra nesunkiai randamas gradientiniais metodais. Minimali MTM funkcijos reik�m·e
gaunama, kai � � 1; 8, o � � 7 � 10�3.

Paveiksle 3.14 pateikta MTM funkcijos priklausomyb·e nuo parametro �, kai keiµciamas para-
metras � (0.0000026, 0.000082, 0.0013, 0.021 ir 0.6711), parametras � = 1; 5. Nesunku i¾sitikinti,
kad minimumas pasiekiamas kai � � 0 ir � � 0; 02. Reik·etu¾pamin·eti, kad kai � did·eja ekstremu-
mas tampa ne toks ry�kus.
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Paveikslas 3.13: MTM funkcijos priklausomyb·e nuo parametro �, kai parametras � yra skirtingas (1.05, 1.125,
1.225, 1.525 ir 2).

Paveiksle 3.15 pateikta MTM funkcijos priklausomyb·e nuo parametro �, kai keiµciamas para-
metras � (�1, �0:5, 0, 0.5 ir 1). Akivaizdu, kad ekstremumas pasiekiamas, kai � � 0 ir � � 7�10�3.
Reikia atkreipti d·emesi¾, kad �ios kreiv·es forma labai pana�i i¾pav. 3.13 pateiktos priklausomyb·es
form ¾a.

Reik·etu¾pasteb·eti, kad optimalūs �ios sekos parametru¾ i¾verµciai yra � = 1; 4791, � = 0; 0280,
� = 0; 0000 ir � = 0; 0079. Deja neparametrinis Andersono�Darlingo suderinamumo testas
nepatvirtino empirin·es sekos suderinamumo su stabilioju d·esniu (su nurodytais parametrais).
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Paveikslas 3.14: MTM funkcijos priklausomyb·e nuo parametro �, kai keiµciamas parametras � (0.0000026, 0.000082,
0.0013, 0.021 ir 0.6711), parametras � = 1; 5.
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Paveikslas 3.15: MTM funkcijos priklausomyb·e nuo parametro �, kai keiµciamas parametras � (�1, �0:5, 0, 0.5 ir
1).
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Metodu¾ palyginimas Buvo atlikta serija modeliavimo bandymu¾. Buvo generuojamos atsitik-
tin·es imtys naudojant 3.2 skyriuje apra�yt ¾a procedūr ¾a. Kiekvienam parametru¾ rinkiniui buvo
sugeneruotos po t = 500 imµciu¾ i�N = 1000 elementu¾. Parametru¾ i¾verµciai buvo gauti didµziau-
sio tik·etinumo, momentu¾ ir regresijos metodais. Vertinimo rezultatai pateikti lentel·ese A.4�A.12.
Eilut¾e �Tiksl. f-jos nuokrypis reik·etu¾suprasti kaip tikslo funkcijos reik�miu¾su i�·ejimo i�metodo ir
tikslo funkcijos su pradin·emis parametru¾ reik�m·emis skirtum ¾a. Neigiama eilut·es reik�m·e rei�kia,
kad metodas pagerino tikslo funkcij ¾a (ji sumaµz·ejo). Regresijos metode, kaip parametro � i¾vertis,
imamas empirinis vidurkis (� > 1).

Nors visi metodai duoda gana neblogus rezultatus, taµciau ju¾ efektyvumas yra labai skirtin-
gas. Kaip rodo eksperimentai, didµziausio tik·etinumo metodas duoda geriausius rezultatus (kaip
rodo neigiamos tikslo funkcijos vidutin·es reik�m·es ir Andersono�Darlingo suderinamumo testu¾
rezultatai), nors skaiµciavimo laiko atµzvilgiu jis n·era labai greitas.

3.2.5. Wiener�io proceso modeliai

Nagrin·ekime toki¾atsitiktini¾klaidµziojim ¾a (proces ¾a) kai per laiko vienet ¾a su vienoda tikimybe pa-
judama per vienetini¾ atstum ¾a i¾ kair¾e arba de�in¾e [149] pi;i+1 = pi;i�1 =

1
2
;µcia pi;j yra tikimyb·e i�

būsenos i pereiti i¾ būsen ¾a j; (i; j = 0; 1; 2; :::). Gra��kai toks klaidµziojimas atrodo taip (µzr. 3.16
pav.)

pi,i-1 pi,i+1

i i+1i-1

Paveikslas 3.16: Per·ejimo būsenos

Tarkime, per laik ¾a�t su vienoda tikimybe i�tam tikro ta�koX(t) pajudame per atstum ¾a�x
pajudame i¾kair¾e arba de�in¾e. Tada pra·ejus laikui t > 0 gausimeX(t) = �x(X1+X2+: : :+X[t=�t]).
Yra laikoma, kad Xi �nepriklausomi ir vienodai pasiskirst¾e atsitiktiniai dydµziai. Be to,

Xi =

�
1; jei i-tajame µzingsnyje pajudame i¾de�in¾e,
�1; jei i-tajame µzingsnyje pajudame i¾kair¾e.

Atsitiktinio dydµzio Xi vidurkis E[Xi] = 0, o dispersija D[Xi] = 1. Kadangi Xi �nepriklau-
somi ir vienodai pasiskirst¾e atsitiktiniai dydµziai, tai pagal Centrin¾e ribin¾e teorem ¾a (CRT) �ksuotu
laiko momentu t procesas X(t) bus pasiskirst¾es pagal normalu¾ji¾ d·esni¾. Sakoma, kad procesas
fX(t); t > 0g yra Brown�o procesas su trendo koe�cientu � ir dispersija �, jei tenkina tris s ¾a-
lygas: 1) X(0) = 0; 2) Procesas fX(t); t > 0g turi nepriklausomus ir stacionarius pokyµcius;
3) Visiems t > 0 atsitiktinis dydis X(t) turi normalu¾ji¾ skirstini¾ su vidurkiu �t ir dispersija �2t
(t.y. N(�t; �2t)). Galima para�yti X(t) = �t + �B(t), µcia B(t) �standartinis Brown�o procesas.
Tarkime, turime anksµciau apibr·eµzt ¾a proces ¾a X(t) tuomet procesas

�
Y (t) = eX(t); t > 0

	
yra va-

dinamas Geometriniu Brown�o judesiu. Geometriniu Vinerio procesu yra apra�omas akciju¾kainu¾
kitimas nearbitraµzin·eje akciju¾rinkoje. Jei paµzym·esime St akcijos kain ¾a laiko momentu t tai akcijos
kitimo procesas bus uµzra�omas stochastine diferencialine lygtimi

dSt = �Stdt+ �StdWt;

µcia {Wt} yra Vinerio procesas su poslinkiu � ir kintamumu �. �i lygtis turi sprendini¾, kuris
gaunamas i�Ito lemos:

St = S0 expf(�� �2=2)t+ �Wtg;
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µcia S0 yra pradin·e aktyvo kaina. Atsitiktinis dydis ln(St=S0) yra pasiskirst¾es pagal Gauss�o d·esni¾
su vidurkiu (�� �2=2)t ir dispersija �2t.

3.2.6. Stabilieji procesai

Stochastinis procesas fX(t);8t 2 Tg yra stabilus, jei visi baigtiniamaµciai skirstiniai yra stabilūs.
Jis yra grieµztai stabilus arba simetri�kai stabilus, jei visi baigtinio matavimo skirstiniai yra,
atitinkamai, grieµztai stabilūs arba simetri�kai stabilūs. fX(t);8t 2 Tg yra �-stabilus tada ir tik
tada jei visos tiesin·es kombinacijos

dX
k=1

bkX(tk);

yra �-stabilios, µcia d > 1; t1; t2; : : : ; td 2 T; b1; b2; : : : ; bd �realūs skaiµciai. �-stabiliojo proceso
pavyzdµziu gal·etu¾būti Lévy judesys. Stochastinis procesas fX(t);8t 2 Tg yra vadinamas �-stabiliu
Lévy judesiu jei:
� X(0) = 0 (beveik tikrai),
� X turi nepriklausomus pokyµcius.
� X(t)�X(s) � S�((t� s)1=�; �; 0), visiems 0 6 s < t <1 ir 0 < � 6 2 , �1 6 � 6 1.

Galima pasteb·eti, kad procesas X turi ir stacionarius pokyµcius.
Remiantis [69], galima uµzra�yti, kad aktyvo kaina bus procesas fY�(t) : t 2 [0; T ]g, tenki-

nantis stochastin¾e diferencialin¾e lygti¾:
dY�(t) = � � Y�(t) dt+ � � Y�(t) dL�(t);

su pradine s ¾alyga Y�(0) = Y0, o L�(t) �Lévy judesys. �is procesas dar vadinamas geometriniu
Lévy procesu.

3.3. Multifraktali�kumo ir savastingumo tyrimo metodai

3.3.1. Baigtin·es dispersijos metodas

Norint i¾rodyti, kad procesas yra stabilusis, kartais pakanka parodyti, kad jis priklauso stabiliu¾ju¾
d·esniu¾ traukos zonai. Kaip µzinoma, stabilieji ne Gauss�o d·esniai turi begalini¾ antr ¾aji¾ moment ¾a
(dispersij ¾a). Granger [60] ir Nikias [107] pasiūl·e konverguojanµcios dispersijos metod ¾a. Jie teigia,
kad atsitiktinio dydµzio X su begaline dispersija empiriniu¾dispersiju¾seka S2

n
diverguoja ([60]).

Tegul x1; : : : xn yra nepriklausomu¾ ir vienodai pasiskirsµciusiu¾atsitiktiniu¾dydµziu¾ seka. Beto
n 6 N <1 ir �xn yra pirmu¾ju¾n steb·ejimu¾empirinis vidurkis (jei egzistuoja), tuomet

S2n =
1

n

nX
i=1

(xi � �xn)2; 1 6 n 6 N: (3.12)

Jei tikimybinis d·esnis turi baigtin¾e dispersij ¾a, tuomet egzistuoja tokia baigtin·e konstanta c <1,
kad

1

n

nX
i=1

(xi � �xn)2 ! c (beveik tikrai),

kai n!1. Ir prie�ingai, jei seka yra pasiskirsµciusi pagal stabilu¾ji¾ne Gauss�o d·esni¾, tai dispersiju¾
seka S2

n
diverguoja. Fofack [51] remdamasis �iais teiginiais generavo sekas su baigtine dispersija

(standartini¾normalu¾ji¾, Gamma) ir su begaline dispersija (Ko�i ir asimetrini¾ stabilu¾ji¾). Pirmuoju
atveju, dispersiju¾seka konvergavo labai greitai, o antruoju atveju seka osciliavo su didele amplitude
kai n ! 1. Fofack ir Nolan [50] pritaik·e �i¾metod ¾a tirdami Kenijos �ilingo ir Maroko dirhamo
keitimo kursus juodojoje rinkoje. Ju¾tyrimo rezultatai parod·e, kad valiutu¾keitimo kursai juodojoje
rinkoje kinta su begaline dispersija ir dar daugiau �autoriai tvirtina, kad kai kuriu¾valiutu¾keitimo
kursu¾empiriniai d·esniai neturi net pirmojo momento! T.y. stabiliuoju atveju � yra maµzesnis uµz 1.
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Kaip pavyzdi¾akciju¾rinkoje galima pateikti Microsoft korporacijos akciju¾gr ¾aµzas (pav. 3.17).
Stulpeliai gra�ke 3.17 rodo Microsoft korporacijos akciju¾ gr ¾aµzu¾ dispersij ¾a skirtingais laiko

intervalais, o vientisa kreiv·e atitinka dispersiju¾ sekos S2
n
elementus atitinkamu laiko momentu.

Akivaizdu, kad (kai n!1), empiriniu¾dispersiju¾seka S2
n
ne tik, kad diverguoja, bet ir osciliuoja

su gana didele amplitude. Pana�iai kaip Microsoft elgiasi ir kitu¾kompaniju¾akciju¾gr ¾aµzu¾sekos.

Algoritmas 14 Baigtin·es dispersijos metodas
�Tikslas: nustatyti ar seka turi baigtin¾e dispersij ¾a;
I¾·ejimo parametrai: Y (n matis realiu¾ skaiµciu¾masyvas) duomenu¾seka (skaitoma i�failo, µcia

n = rows(duom)), h (sveikasis skaiµcius) dispersijos skaiµciavimo µzingsnis (dienu¾skaiµcius);
I�·ejimo parametrai: agreguotos dispersijos gra�kas;
Naudojama atmintis: papildomos atminties nenaudoja;
Laiko s ¾anaudos: priklauso nuo duomenu¾sekos ilgio n;
Apra�ymas:

� duomenys (akciju¾kainos Y ) transformuojami i¾gr ¾aµzas (Z);
� skaiµciuojama dispersija intervaluose su µzingsniu h (dienu¾skaiµcius) SEKA = Infin(Z; h);
� skaiµciuojama sumin·e dispersija iki konkretaus laiko momento, su µzingsniu h (dienu¾ skaiµcius)
seka1 = Infin1(Z; h);

Algoritmas:
Y :=

nuskaitomi duomenys
risk a( ) n rows a( ) 2−←

si ln
ai 1+

ai







←

i 0 n..∈for

s

:=

Z risk Y( ):= duomenys Y transformuojami i¾gr ¾aµzas Z
rows Z( ) 1564= duomenu¾skaiµcius
Infin Y h,( ) n rows Y( ) 1−←

t 0←

u 0←

bu Yj←

u u 1+←

j i i h+..∈for

t t 1+←

u 0←

REt var b( )←

i 0 h, n h−..∈for

RE

:=

Infin1 Y h,( ) n rows Y( ) 1−←

t 0←

b j Yj←

j 0 i..∈for

t t 1+←

REt var b( )←

i 0 h, n..∈for

RE

:=

SEKA Infin Z 3,( ):= skaiµciuojama dispersija intervaluose
seka1 Infin1 Z 3,( ):= skaiµciuojama dispersija iki tam tikro laiko momento
�

68



Paveikslas 3.17: Microsoft korporacijos empiriniu¾dispersiju¾ seka (13-03-86 �27-05-05)
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Paveikslas 3.18: Momentu¾ logaritmu¾ ir agregacijos lygio logaritmo priklausomyb·e (kair·eje), bei Hurst�o indekso
priklausomyb·e nuo momento (de�neje).
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3.3.2. Savastingumo ir multifraktali�kumo nustatymas

Savastingumas daµznai yra tiriamas ne nagrin·ejant lygybes pasiskirstymo prasme kaip min·eta i¾vade
(skyrelis 2.5), bet tiriant absoliutiniu¾momentu¾ elgesi¾ ([144]). Tarkime, kad X(m) yra agreguota
seka, gauta dalinant pradin¾e sek ¾a, kurios ilgis N , i¾ blokus, kuriu¾ kiekvieno ilgis m, ir sudarant
sek ¾a suvidurkint ¾a kiekvieno bloko ribose.

X(m)(k) =
1

m

kmX
i=(k�1)m+1

Xi; (3.13)

µcia k = 1; 2 : : : [N=m].
Tarkime

AM (m)(q) = E

����� 1m
mX
i=1

X(i)

�����
q

=
1

m

mX
k=1

��X(m)(k)� �X
��q :

Jei X yra savastingas, tai AM (m)(q) yra proporcingas m�(q), o tai rei�kia, kad lnAM (m)(q) yra
tiesinis lnm atµzvilgiu, kai q yra �ksuotas:

lnAM (m)(q) = �(q) lnm+ C(q): (3.14)

Be to, eksponent·e �(q) yra tiesin·e q atµzvilgiu. Kadangi X(m)(i)
d
= m1�HX(i), tai gauname

�(q) = q(H � 1): (3.15)
Taigi, savastingam procesui turi galioti momentu¾tiesi�kumas (3.14) ir turi būti tenkinama (3.15)
s ¾alyga. �is savastingo proceso apibr·eµzimas gali būti apibendrintas multifraktaliniams proce-
sams. Neneigiamas procesas X(t) vadinamas multifraktaliniu, jei absoliutiniu¾ momentu¾ logar-
itmas yra tiesinis agregacijos lygio m atµzvilgiu ([40]). Bendru atveju tolydaus laiko procesas
Y = fY (t); t 2 Tg yra multifraktalinis, jei jis tenkina s ¾alyg ¾a:

Y (at)
d
=M(a)Y (t); 8t 2 T; 8a > 0;

kur lygyb·e d
= suprantama pasiskirstymo funkciju¾prasme.

Norint nustatyti ar procesas yra savastingas ar multifraktalinis, nepakanka i�tirti antrojo
momento elgesi¾, taip pat reikia analizuoti ir auk�tesnius momentus.

Pav. 3.18 pateikti KNF1L (�Klaip·edos nafta� vir�uje) ir LTK1L (�Lietuvos telekomas�
apaµcioje) gra�kai rodo, kad KNF1L n·era nei multifraktali�kas nei savastingas, tuo tarpu LTK1L
yra savastingas.

Algoritmas 15 Multifraktali�kumo ir savastingumo nustatymas
�Tikslas: gra�niu būdu nustatyti ar duotasis procesas, apra�omas duomenu¾seka, yra mul-

tifraktalinis ir savastingas;
I¾·ejimo parametrai: Y (n matis realiu¾ skaiµciu¾masyvas) duomenu¾seka (skaitoma i�failo, µcia

n = rows(duom));
I�·ejimo parametrai: absoliutinio momento logaritmo priklausomyb·es nuo sumavimo bloku¾

ilgio logaritmo gra�kas, Hurst indekso H priklausomyb·es nuo momento q gra�kas;
Naudojama atmintis: papildomos atminties nenaudoja;
Laiko s ¾anaudos: priklauso nuo duomenu¾sekos ilgio n;
Apra�ymas:

� duomenys (akciju¾kainos Y ) transformuojami i¾gr ¾aµzas (X = risk(Y ));
� skaiµciuojamas q-tasis absoliutinis momentas, vidurkinant po m sekos elementu¾:

� pagal (3.13) sudaromos agreguota seka ZZ, sumuojant po m elementu¾;
� randamas agreguotos sekos vidurkis;
� skaiµciuojamas absoliutinis agreguotos sekos momentas;
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� parenkant skirtingus momento laipsnius q braiµzoma priklausomyb·e tarp absoliutinio momento
logaritmo ir agregacijos lygmens m;

� pagal (3.15) apra�oma Hurst indekso H priklausomyb·e H(q) nuo momento laipsnio q;
� braiµzomi atitinkami gra�kai.

Algoritmas:
Y :=

risk a( ) n rows a( ) 2−←

si ln
ai 1+

ai







←

i 0 n..∈for

s

:=

X risk Y( ):= duomenys transformuojami i¾gr ¾aµzas
N rows X( ):= N 10555= duomenu¾kiekis
dalis Y m,( ) n rows Y( )←

Xk
1
m

k m⋅

k 1+( ) m( )⋅ 1−

i

Yi∑
=

⋅←

k 0 trunc
n
m







1−..∈for

X

:=

skaiµciuojamos dalin·es sumos ir vidurkiai
mom Y m, q,( ) ZZ dalis Y m,( )←

mm mean Y( )←

1
rows ZZ( )

0

rows ZZ( ) 1−

k

ZZk mm−( )q∑
=

⋅

:=

skaiµciuojamas q-tasis absoliutinis mo-
mentas, vidurkinant po m sekos elementu¾� �

� � parenkant skirtingus momento laipsnius q braiµzoma priklausomyb·e tarp absoliutinio
momento logaritmo ir agregacijos lygmens m �

m 1 148.4..:=

Z X1:=
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ER1 n a,( )

xi ln i 1+( )←

i 0 min 200 N 0.75⋅,( )..∈for a 0if

xi ln mom Z i 1+, n,( )( )←

i 0 min 200 N,( )..∈for a 1if

x

:=

H n( )
slope ER1 n 0,( ) ER1 n 1,( ),( )

n
1+:=

� � � � apra�oma Hurst indekso H priklausomyb·e H(q) nuo momento laipsnio q� � �
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H(q)=1+b(q)/q
H(q)
H(q)=1+b(q)/q

q

H
(q

)

CV n( ) corr ER2 n 0,( ) ER2 n 1,( ),( ):= correlat ion CV h( ):=

�

Hurst�o indeksas Finansin·es sekos daµznai n·era adekvaµciai apra�omos Vinerio procesu. Tod·el
daµznai i�keliama fraktali�kumo arba savastingumo (angl. self-similarity) hipotez·e. Fraktali�ku-
mui charakterizuoti naudojamas Hurst rodiklis arba eksponent·e. Hurst�o rodiklio reik�m·e 1

2

atitinka Brown�o judesi¾, kai dispersija b·egant laikui kinta
p
t greiµciu, deja tiriant realius duome-

nis paai�k·eja, kad augimo tempas (Hurst rodiklis) yra didesnis. Kai rodiklis 0:5 < h 6 1 sakoma,
kad procesas yra su ilga atmintimi, o kai 0 6 h < 0:5 s ¾alygojamos ergodin·es laiko eilut·es, o tai
taip pat rei�kia, kad egzistuoja pastovus proceso vidurkis.

�iam rodikliui i¾vertinti yra nemaµzai būdu¾, taµciau daµzniausiai literatūroje yra minimi �ie
([72]):
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1. vertinimo metodai pagri¾sti laiko analize (angl. time domain estimators),
2. metodai paremti daµznin·emis/bangin·emis savyb·emis.

Pirmojo tipo parametru¾vertinimui priskiriami �ie metodai:
� absoliutiniu¾ reik�miu¾metodas (angl. Absolute Value) arba absoliutiniu¾momentu¾ (angl. Ab-
solute Moments)[143�145],

� dispersijos metodas (angl. Variance) arba agreguotos dispersijos (angl. Aggregate Variance)[141,
143,145],

� R/S (angl. rescaled adjusted range) metodas yra vienas i� daµzniausiai naudojamu¾ [96�98,
143, 145]. �i¾ metod ¾a sugalvojo Mandelbrot 1969 metais. R/S metodui yra sukurta keletas
modi�kaciju¾, taµciau viena i�geriausiai µzinomu¾yra Lo �R/S [90,145],

� modelio liekanu¾dispersijos metodas (angl. Variance of Residuals) [113,145]
Modeliai pagri¾sti laiko analize pasiµzymi tuo, kad µcia tiriama laipsnin·e priklausomyb·e tarp

vienos ar kitos laiko sekos charakteristikos ir specialaus bloko dydµzio m.
I�antrojo tipo arba metodu¾paremtu¾daµznin·emis/bangin·emis sekos savyb·emis galima i�skirti

�iuos:
� Periodogramos metodas [54,143,145]. �io metodo modi�kaciju¾galima rasti darbe [142].
� Whittle metodas [52, 145]. Yra sukurta keletas robastiniu¾�io metodo modi�kaciju¾, tokiu¾ kaip
agreguotas Whittle (angl. Aggregated Whittle) [76] ar lokalus Whittle (angl. Local Whittle)
[126] metodai;

� Abry�Veitch (pagal autoriu¾pavardes) [1,72].
�io tipo metodai operuoja daµznin·emis vilneliu¾(angl. wavelet) savyb·emis.
Minimi metodai [72] yra realizuoti programa SELFIS ([134]), kuri yra laisvai platinama. �i

programa leidµzia ne tik i¾vertinti Hurst indeks ¾a absoliutiniu¾momentu¾, dispersijos, R/S ir modelio
liekanu¾ dispersijos metodais, bet ir pateikia koreliacijos koe�cient ¾a, o kartu su Periodogramos,
Whittle bei Abry�Veitch i¾verµciais gaunami ir pasikliautinieji intervalai.

3.3.3. Pradin·es ir agreguotos seku¾homogeni�kumo nustatymas

Tarkime turime pradin¾e �nansin¾e sek ¾a (gr ¾aµzas ar kainu¾pokyµcio logaritmus) X1; X2; : : : ; Xn. Ap-
skaiµciuojame pradin·es sekos daliniu¾sumu¾sek ¾a Y1; Y2; : : : ; Y[n=d], kur

Yk =

k(d+1)X
i=kd

Xi; k = 1 : : : [n=d]; (3.16)

µcia d �sumos dedamu¾ju¾ skaiµcius. Pradiniu¾ ir i�vestiniu¾ sumu¾ homogeni�kumo nustatymui buvo
naudojami Smirnovo ir Andersono (!2) metodai.

Andersono statistika apskaiµciuojama pagal formul¾e:

T =
1

n1n2(n1 + n2)

"
n1

n1X
i=1

(r1;i � i)2 + n2

n2X
j=1

(r2;j � j)2

#
� 4n1n2 � 1
6(n1 + n2)

;

µcia n1 �pirmosios imties tūris, n2 �antrosios imties tūris, r1;i ir r2;j �atitinkamai pirmosios ir
antrosios rū�iuotu¾imµciu¾elementu¾rangai bendroje variacin·eje sekoje. �i statistika, kai n1n2 !1
(n1 > 50, n2 > 50) ir n1=n2 = const yra asimptoti�kai pasiskirsµciusi pagal a1(x) = n!2 d·esni¾.

Smirnovo statistika
Dn1;n2 = max(D

+
n1;n2

; D�
n1;n2

);
µcia n1 6 n2,

D+
n1;n2

= max
16r6n1

�
r

n1
� Fn2(x(r))

�
ir D�

n1;n2
= max

16i6n1

�
Fn2(x(r))�

r � 1
n1

�
;

o Fn � imties empirin·e pasiskirstymo funkcija. �i statistika, kai n1n2 ! 1 sutampa su Kol-
mogorovo pasiskirstymu.
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3.4. Pasyvumo efekto besivystanµciose rinkose tyrimas

Kaip jau buvo min·eta, tiek Baltijos tiek ir kitu¾ Centrin·es ir Rytu¾ Europos �aliu¾ �nansu¾ rinkos
yra palyginti naujos, tod·el jos yra vis dar besivystanµcios, o kai kurie �nansiniai instrumentai yra
maµzai likvidūs. Neretai besivystanµciose rinkose yra stebimas stagnacijos efektas. Buvo pasteb·eta,
kad gr ¾aµzu¾ sekose yra stebimos gana ilgos nuliu¾ serijos. Tai rei�kia, kad praktikoje yra gana ilgi
laikotarpiai kai akcijos kaina nesikeiµcia. Vadinamu¾ju¾ nuliniu¾ gr ¾aµzu¾ skaiµcius tokiais atvejais gali
siekti 89% visu¾ steb·ejimu¾. �i problema gal·etu¾ būti i�spr¾esta, pakeiµciant tolydµziuosius modelius
mi�riaisiais � tolydµziu¾ju¾ ir diskreµciu¾ju¾ d·esniu¾ mi�iniu. Tai pat i�kyla svarbi problema apie �iu¾
nuliu¾ seriju¾ ilgiu¾ pasiskirstym ¾a. Kod·el? Pavyzdµziu gal·etu¾ būti portfelio vert·es pastovumo (sta-
bilumo) problema. Tarkime, turime tam tikr ¾a vertybiniu¾ popieriu¾ portfeli¾. Norime i�tirti kiek
laiko (dienomis) �io portfelio vert·e nesikeis, d·el komponentu¾verµciu¾nesikeitimo.

Konferenciju¾prane�imuose medµziagose buvo pristatyta nemaµzai i¾vairiu¾patobulinimu¾, patiks-
linimu¾ir apibendrinimu¾. Bene svarbiausias i�ju¾yra �mi�riojo modelio apra�ymas ir tyrimas [13].
Buvo atliktas klasikinio Brown�o klaidµziojimo modelio papildymas, viena papildoma būsena: su
tam tikra tikimybe procesas lieka toje būsenoje kurioje jis buvo prie�tai (µzr. pav. 3.19).

pi,i-1 pi,i+1pi,i

i i+1i-1

Paveikslas 3.19: Per·ejimo būsenos

Trinominio klaidµziojimo modelio id·eja n·era nauja, taµciau literatūroje ji n·era m·egstama, nes
toks klaidµziojimas asimptoti�kai nekonverguoja i¾ Brown�o judesi¾. Toks klaidµziojimas vadinamas
apibendrintu Brown�o judesiu arba Lévy judesiu ir daµzniausiai aproksimuojamas klasikiniu pro-
cesu, nes vien ¾a kart ¾a pa·ej¾e i¾ kair¾e pus¾e, o kitame µzingsnyje gri¾µz¾e atgal, mes vis tiek pateksime i¾
pradin¾e būsena ir asimptoti�kai apibendrinimo gal·esime i�vengti. Deja, praktikoje toks aproksi-
mavimas n·era tikslus ir tai ypaµc i�ry�k·eja besivystanµciose rinkose [13], kai pasilikimo būsenoje
i statistin·e tikimyb·e i�auga iki 89%. Tod·el disertacijoje tiriamas statistinis nuliniu¾ gr ¾aµzu¾ seriju¾
pasiskirstymas.

Su pana�iomis problemomis yra susiduriama kompiuteriniuose tinkluose, kai modeliuoja-
mas informacijos praradimas perdavimo metu [24]. Vietoje klasikinio geometrinio modelio [24]
buvo pasiūlytas logaritminis ir parodyta, kad empiri�kai jis geriau apra�o informacijos vienetu¾
praradim ¾a.

3.4.1. Nuliniu¾gr ¾aµzu¾problema (NGP)

Imkime a.d. N empirini¾skirstini¾, kur N yra nuliniu¾būsenu¾procentas sekoje, kiekvien ¾a �nansin¾e
sek ¾a i�nagrin·ejamo s ¾ara�o (µzr. priedu¾lenteles 2.1, 2.2 ir 2.3) laikome �io a.d. realizacija. Paveiksle
3.20 yra pateikta �io a.d. histograma. Nuliniu¾būsenu¾ skaiµcius svyruoja tarp 13% ir 80% ir kaip
matome i�histogramos yra sukoncentruotas tarp 25% ir 60%, o vidutini�kai nulin·es būsenos sudaro
yra apie 50% visos sekos.

I�pradµziu¾nagrin·ekime mi�ru¾ji¾modeli¾kai �nuliniu¾�gr ¾aµzu¾pasirodymai nepriklauso nuo paµciu¾
gr ¾aµzu¾kitimo ir yra atsitiktiniai.
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Paveikslas 3.20: Nuliniu¾būsenu¾ santykinis daµznis 60 seku¾.

3.4.2. Mi�rusis stabilusis modelis

Tegul atsitiktiniai dydµziai Y � B(1; p) ir X � S�(�; �; �) yra tarpusavyje nepriklausomi. Tuomet
mi�rusis stabilusis a.d. Z i¾gyja reik�m¾e 0 su tikimybe 1, jei Y = 0, prie�ingu atveju Y = 1
ir Z = X. Tuomet pagal pilnosios tikimyb·es formul¾e uµzra�ome mi�riojo d·esnio pasiskirstymo
funkcij ¾a:

P (Z < z) = P (Y = 0)P (Z < zjY = 0) + P (Y = 1)P (Z < zjY = 1)
= p"(z) + (1� p)S�(z);

kur

"(x) =

�
0; x 6 0;
1; x > 0;

yra i�sigimusio skirstinio pasiskirstymo funkcija. Tuomet mi�riojo atsitiktinio dydµzio tankio
funkcija yra

f(x) = p�(x) + (1� p)p�(x);
kur �(x) yra Dirako delta funkcija.

3.4.2.1. Mi�riojo d·esnio parametru¾vertinimas ir pasiskirstymo, tikimybinio tankio
bei charakteristin·es funkcijos

Duotajai akciju¾ kainu¾ gr ¾aµzu¾ sekai fx1; x2; � � � ; xng sudarykime nenuliniu¾ gr ¾aµzu¾ sek ¾a f�x1; �x2; � � � ;
�xn�kg, kurios ilgis n� k (k �nuliniu¾gr ¾aµzu¾skaiµcius). Tuomet tik·etinumo funkcija uµzra�oma taip

L(�x; �; p) � (1� p)kpn�k
n�kY
i=1

p�(�xi; �);

kur � yra parametru¾ vektorius � = (�; �; �; �) (stabiliuoju atveju). Funkcija (1 � p)kpn�k yra
nesunkiai optimizuojama:

pmax =
n� k

n
;
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Paveikslas 3.21: I¾vairios pasiskirstymo funkcijos (ZMP1L).

tod·el pasiskirstymo funkcija uµzra�oma

F (z) =
n� k

n
S�(z; �max) +

k

n
"(z);

kur �max nenuliniu¾gr ¾aµzu¾sekos parametru¾i¾verµciu¾vektorius, o �ios funkcijos gra�kas yra pateiktas
3.21 paveiksle.

Tuomet tikimybiniu¾tankio funkcija yra

p(z) =
n� k

n
p�(z; �max) +

k

n
�(z)

(�ios funkcijos gra�kas pateiktas pav. 3.22) ir galiausiai mi�riojo d·esnio charakteristin·e funkcija
(pav. 3.23) yra

�mix(t) =
n� k

n
�(t) +

k

n
:

Deja, praktiniai tyrimai rodo, kad tokio modelio prielaidos apie atsitiktiniu¾ dydµziu¾Y ir X
nepriklausomum ¾a yra netikslūs. Tod·el yra siūlomas kitas patobulintas modelis.

Algoritmas 16 Mi�riojo stabiliojo pasiskirstymo funkcija FF (x; p1; par)
�Tikslas: Mi�riojo stabiliojo pasiskirstymo funkcijos P (Z < z) = p1 � epsilon(z) + (1� p1) �

pasiskirstymas(z; par) reik�m·es apskaiµciavimas ta�ke x, su tikimybe p1 ir parametrais par;
I¾·ejimo parametrai: x (realusis skaiµcius) ta�kas kuriame skaiµciuojama pasiskirstymo funkcijos

reik�m·e, p1 (realusis skaiµcius i�intervalo [0; :::; 1]) tikimyb·e i¾gyti nenulin¾e reik�m¾e, par (keturmatis
realiu¾skaiµciu¾masyvas) stabiliojo d·esnio parametru¾rinkinys;

I�·ejimo parametrai: z (realusis skaiµcius) mi�riojo stabiliojo pasiskirstymo funkcijos reik�m·e;
Naudojama atmintis: papildomos atminties nenaudoja;
Laiko s ¾anaudos: priklauso nuo kvadratūriniu¾ formuliu¾apskaiµciavimo;
Apra�ymas:

� Skaiµciuojama i�sigimusio d·esnio pasiskirstymo funkcija epsilon(x) = 0; kai x 6 0 ir lygu 1; kai
x > 0;

� Skaiµciuojama stabiliojo d·esnio pasiskirstymo funkcija pasiskirstymas(x; xc);
� Apskaiµciuojama mi�riojo stabiliojo d·esnio pasiskirstymo funkcija z = pasiskirstymas(x; xc) �
p1 + (1� p1) � epsilon(x);
Algoritmas: nepateikiamas�
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Paveikslas 3.22: Tikimybinio tankio funkcijos ir empirin·e histograma (ZMP1L).
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Paveikslas 3.23: Empirin·e, Gauso, stabilioji-mi�rioji ir tolydi stabilioji charakteringosios funkcijos (ZMP1L).
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3.4.2.2. Mi�riojo-stabiliojo modelio adekvatumas

I¾vertin¾e �nansiniu¾seku¾stabiliuosius parametrus (µzr. 2.2 ir 2.3 bei A.14 ir A.15 lenteles), turime
patikrinti neparametrines suderinamumo hipotezes. Klasikiniu atveju gr ¾aµzos yra tolydieji a.d.
ir suderinamumo testai (Kolmogorovo�Smirnovo ir Andersono�Darlingo) puikiai tinka. Taµciau
mi�rusis modelis negali būti priskiriamas prie tolydµziu¾ju¾. Tod·el yra taikomas Koutrouvelio krite-
rijus, paremtas empirine charakteristine funkcija [80], bei modi�kuotas �2 (Romanovskio) meto-
das [75] (µzr. 3.4.2.3 pried ¾a).

Abieju¾ metodu¾ patikimumas dar nebuvo i�tirtas stabiliesiems asimetriniams modeliams.
Lentel·eje 3.3 pateikta dirbtiniu¾imµciu¾(sugeneruotu¾) ir teoriniu¾skirstiniu¾su i¾vertintais parametrais
suderinamumo hipoteziu¾ patikimumo testu¾ rezultatai (N = 10000 pakartojimu¾), gauti generuo-
jant mi�rias stabili ¾asias sekas (sekos ilgis n = 10000) su skirtingais stabilumo parametrais � ir
skirtingu �nuliu¾�skaiµciumi, o kitus parametrus �ksuojant (� = �0:05; � = �0:01; � = 0:01).

3.3. Lentel·e. Suderinamumo testu¾patikimumo testavimo rezultatai (hipotez·es neatmetimo procentai).

Nuliu¾, % Modi�kuotas �2, % Koutrouvelis, %
� = 1:25 1:50 1:75 1:25 1:50 1:75

10 41.14 64.00 73.40 33.08 72.32 81.47
20 56.57 67.09 75.60 52.08 76.24 82.38
30 49.52 70.73 77.90 40.74 75.76 82.44
40 57.48 73.37 79.21 47.11 77.68 82.79
50 75.58 75.79 82.05 58.79 77.69 83.03
60 70.37 78.43 83.71 59.69 79.63 84.27
70 73.84 81.64 86.02 61.17 81.10 84.23
80 81.40 84.25 87.24 70.64 82.43 85.55
90 86.89 88.13 88.69 78.97 86.48 85.55
Vidutini�kai 56.50 76.70 80.90 53.80 79.30 83.30

Reik·etu¾atkreipti d·emesi¾, kad did·ejant tiek stabilumo parametrui �, tiek nuliu¾skaiµciui, abieju¾
testu¾ patikimumas did·eja. Atlikus analogi�k ¾a eksperiment ¾a su tolygiai intervale [0; 1] pasiskirs-
µciusiomis sekomis, buvo nustatyta, kad abu metodai vienodai atmeta suderinamumo hipotezes, o
rezultatai yra trivialūs. Tuo tarpu literatūroje daµznai minimas Brown�o ir Saliu [20] pasiūlytas
charakteristin·es funkcijos metodas yra netinkamas i�principo, nes skirtas tik simetriniams skirs-
tiniams. Nauju¾metodu¾skirtu¾asimetriniams d·esniams sukūrimas pastūm·etu¾�i ¾a sriti¾ i¾prieki¾.

3.4.2.3. Suderinamumo testu¾patikimumas

Pateikiami suderinamumo testu¾paremtu¾empirine charakteristine funkcija [80,83], bei modi�kuoto
�2testo (Romanovskio [75]) realizavimo algoritmai.

Algoritmas 17 Modi�kuotas chi kvadratu testas (Romanovskio testas)
romanovski(p1; x5; ns1; xc0)

�Tikslas: naudojant modi�kuot ¾a chi kvadratu test ¾a nustatyti ar duotoji seka x5 yra pa-
siskirsµciusi pagal mi�ru¾ji¾ stabilu¾ji¾d·esni¾ su parametrais xc0 ir nenulin·es gr ¾aµzos tikimybe p1;

I¾·ejimo parametrai: p1 (realusis skaiµcius i�intervalo [0; :::; 1]) tikimyb·e i¾gyti nenulin¾e reik�m¾e,
x5 (ns1 matis realiu¾ skaiµciu¾ masyvas) seka kurios suderinamumas tikrinamas, ns1 (sveikasis
skaiµcius) sekos ilgis, xc0 (keturmatis realiu¾skaiµciu¾masyvas) stabiliojo d·esnio parametru¾rinkinys;

I�·ejimo parametrai: gr ¾aµzinamas tik testo rezultatas (0 � suderinamumo hipotez·e atmesta
arba 1 �suderinamumo hipotez·e neatmesta);

Naudojama atmintis: papildoma atmintis reikalinga patekimu¾ i¾ konkretu¾ interval ¾a skaiµciui
ir teorin·ems �iu¾patekimu¾tikimyb·ems saugoti;

Laiko s ¾anaudos: priklauso nuo intervalu¾skaiµciaus ir sekos ilgio;
Apra�ymas:
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� H0: Fn(x) = F (x), µcia Fn(x) � empirin·e pasiskirstymo funkcija, F (x) � hipotetetin·e pa-
siskirstymo funkcija;

� surū�iuot ¾a sek ¾a x5 sudaliname i¾inte vienodu¾intervalu¾ir i�skiriame vidurini¾interval ¾a (tikimyb·es
i¾gyti reik�m¾e 0);

� nustatome kiek i¾kiekvien ¾a interval ¾a patenka sekos reik�miu¾(sudaromas vektorius M []);
� nustatome teorines (laikant, kad seka yra pasiskirsµciusi pagal stabilu¾ji¾mi�ru¾ji¾d·esni¾) patekimo
i¾kiekvien ¾a interval ¾a tikimybes (sudaromas vektorius pp[i] = F (xi+1)� F (xi));

� skaiµciuojama empirin·e statistikos reik�m·e �2empirine =
Pinte

i=1
(M [i]�ns1�pp[i])2

ns1�pp[i] ;

� jei
�2empirine�inte+1p

2(inte�1)
< 3 tai su pasikliovimo lygmeniu 0.05 negalima atmesti hipotez·es, kad duotoji

seka x5 yra pasiskirsµciusi pagal mi�ru¾ji¾ stabilu¾ji¾ d·esni¾ su parametrais xc0 ir nenulin·es gr ¾aµzos
tikimybe p1;

Algoritmas:

1. inte = 7;
2. minD = minmin(x5; ns1);� � � � � � � � � � randama minimali duomenu¾reik�m·e� � �
3. maxD = maxmax(x5; ns1);� � � � � � � � � randama maksimali duomenu¾reik�m·e� � �
4. psum = 0:0, Msum = 0:0;
5. FOR j = 0 TO inte DO

5.1. M [j] = 0;
5.2. pp[j] = 0:0;
5.3. j = j + 1;

6. h1 = 2 � (�eps�minD)=(inte� 1);� � � � � � � � � � �intervalo ilgis neigiamoje dalyje�
7. h2 = 2 � (�eps+maxD)=(inte� 1);� � � � � � � � � � �intervalo ilgis teigiamoje dalyje�
8. FOR i = 0 TO ns1� � � tikrinam i¾kuri¾ interval ¾a patenka x5[i] , t.y. sudarom vektoriu¾M�

8.1. IF (x5[i] < �eps) THEN� � � � � � � � jei neigiamas skaiµcius� � � � �

8.1.1. FOR j = 0 TO (inte� 3)=2 DO

8.1.1.1. intz = minD + j � h1
8.1.1.2. intz_1 = minD + (j + 1) � h1
8.1.1.3. IF ((intz =< x5[i]) AND (intz_1 > x5[i])) THEN
8.1.1.4. M [j] =M [j] + 1;
8.1.1.5. BREAK;� � � � � � nutraukiam cikl ¾a pagal j� � � �
8.1.1.6. j = j + 1

8.2. ELSE{

8.2.1. IF (x5[i] >= eps) THEN� � � � � � � -jei teigiamas skaiµcius� � � �

8.2.1.1. FOR j = (inte+ 1)=2 TO inte DO
8.2.1.2. intj = eps+ h2 � (j � (inte+ 1)=2);
8.2.1.3. intj_1 = eps+ h2 � (j + 1� (inte+ 1)=2);
8.2.1.4. IF ((intj < x5[i]) AND (intj_1 >= x5[i])) THEN
8.2.1.5. M [j] =M [j] + 1;
8.2.1.6. BREAK;� � � � � � nutraukiam cikl ¾a pagal j� � � �
8.2.1.7. j = j + 1;

8.2.2. ELSE� � � � � � � � jei vidurinis intervalas, t.y. x5[i] = 0� � �
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8.2.2.1. M [(inte� 1)=2] =M [(inte� 1)=2] + 1;

8.3. i = i+ 1

9. FOR j = 1 TO (inte� 3)=2 DO� skaiµciuojam teorines tikimybes, t.y. sudarom vektoriu¾pp �

9.1. pp[j] = FF (minD + h1 � (j + 1); p1; xc0; 0)� FF (minD + h1 � j; p1; xc0; 0);
9.2. j = j + 1

10. FOR j = (inte+ 1)=2 TO inte� 1 DO

10.1.pp[j] = FF (eps + h2 � (j + 1 � (inte + 1)=2); p1; xc0; 0) � FF (eps + h2 � (j � (inte +
1)=2); p1; xc0; 0);

10.2.j = j + 1

11. pp[(inte� 1)=2] = FF (eps; p1; xc0; 0)� FF (�eps; p1; xc0; 0);
12. pp[0] = FF (minD + h1; p1; xc0; 0);
13. pp[inte� 1] = 1� FF (maxD � h2; p1; xc0; 0);� teoriniu¾tikimybiu¾skaiµciavimo pabaiga�
14. chis = 0;� � � � � � � � � � � � � � �skaiµciuojam �2empirine�
15. FOR i = 0 TO inte DO

15.1.chis+ = (M [i]� ns1 � pp[i])2=(ns1 � pp[i]);
15.2. i = i+ 1

16. IF ((chis� inte+ 1)=sqrt(2 � (inte� 1)) < 3)

16.1.RETURN 1.0;

17. ELSE

17.1.RETURN 0.0. �

Algoritmas 18 Koutrouvelis suderinamumo testas koutrouvelis(p1; x5; ns1; x1; kt)
�Tikslas: naudojant Koutrouvelis suderinamumo test ¾a nustatyti ar duotoji seka x5 yra

pasiskirsµciusi pagal mi�ru¾ji¾ stabilu¾ji¾d·esni¾ su parametrais x1 ir nenulin·es gr ¾aµzos tikimybe p1;
I¾·ejimo parametrai: p1 (realusis skaiµcius i�intervalo [0; :::; 1]) tikimyb·e i¾gyti nenulin¾e reik�m¾e,

x5 (ns1 matis realiu¾ skaiµciu¾ masyvas) seka kurios suderinamumas tikrinamas, ns1 (sveikasis
skaiµcius) sekos ilgis, x1 (keturmatis realiu¾ skaiµciu¾masyvas) stabiliojo d·esnio parametru¾ rinkinys,
kt (sveikasis skaiµcius) �nenaudojamas;

I�·ejimo parametrai: gr ¾aµzinamas tik testo rezultatas (0 � suderinamumo hipotez·e atmesta
arba 1 �suderinamumo hipotez·e ne atmesta);

Naudojama atmintis: papildoma atmintis reikalinga saugoti tarpiniams rezultatams (naudo-
jama speciali klas·e Matrix): m ilgio realiu¾skaiµciu¾masyvas, trys 2 �m ilgio realiu¾skaiµciu¾masyvai,
ir dvi realiu¾skaiµciu¾matricos 2m� 2m;

Laiko s ¾anaudos: priklauso nuo intervalu¾skaiµciaus ir sekos ilgio;
Apra�ymas:

� naudojama speciali klas·e Matrix i�bibliotekos m_inverse.cpp rastos per google.
� Metodui realizuoti formuluojamos hipotez·es: H0: seka turi charaktering ¾aj ¾a funkcij ¾a �0(t) =
�mix(t; p; �), su alternatyvia hipoteze: seka turi charaktering ¾aj ¾a funkcij ¾a �1(t) = �(t; �), o
�2(t) = �̂(t;X) = 1

n

Pn
j=1 e

itXj yra empirin·e charakteringoji funkcija.
� skaiµciuojamos mi�riojo d·esnio charakteringosios funkcijos menamoji ir realioji dalys ta�kuose
t1 = 0:05, t2 = 0:07 ir t3 = 0:1 ir sujungiamos i¾vien ¾a vektoriu¾ksi = �00 = fC0(t1); C0(t2); C0(t3);
S0(t1); S0(t2); S0(t3)g µcia C0(t) = Re(�0(t)) ir S0(t) = Im(�0(t));
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� skaiµciuojamos empirin·es charakteringosios funkcijos menamoji ir realioji dalys ta�kuose t1 =
0:05, t2 = 0:07 ir t3 = 0:1 ir sujungiamos i¾ vien ¾a vektoriu¾ ksin = �02 = fC2(t1); C2(t2); C2(t3);
S2(t1); S2(t2); S2(t3)g µcia C2(t) = Re(�2(t)) ir S2(t) = Im(�2(t));

� skaiµciuojamas skirtumas kZ = (�2 � �0) = ksin� ksi ir kZT = (�2 � �0)
0 = Transp(kZ)

� sudaroma matrica Om = 
0, µcia 
l = (!ljk) ir

!ljk =

8<: Cl(tj + tk) + Cl(tj � tk)� 2Cl(tj)Cl(tk) (1 � j; k � m)
Cl(tj � tk)� Cl(tj + tk)� 2Sl(tj)Sl(tk) (m+ 1 � j; k � 2m)
Sl(tj + tk)� Sl(tj � tk)� 2Cl(tj)Sl(tk) (1 � j � m;m+ 1 � k � 2m):

� randama Om atvirk�tin·e matrica Om_1 (panaudojama speciali funkcija inv(Om;Om_1));
� sudauginant vektorius ir atvirk�tin¾e matric ¾a gaunama statistikos reik�m·e Q02 = ZZZ = 2n(�2�
�0)

0
�10 (�2 � �0) = 2 � ns1 � (Transp(kZ) �Om_1 � kZ)(1; 1);
� jei Q02 > �2�;2m tai hipotez·e H0 atmetama, µcia �

2
�;2m yra �

2
2m d·esnio (1� �) kvantilis.

Algoritmas:

1. m = 3; //� � � � � �ta�ku¾kuriuose skaiµciuojama charakteringoji funkcija skaiµcius
2. T:setv(0:05; 0); T:setv(0:07; 1); T:setv(0:1; 2);� � � � � � formuojamas vektorius T
3. ks(T; x5; ns1; x1; p1;&ksi; 1); � � � � � � � � �formuojamas vektorius ksi
4. ks(T; x5; ns1; x1; p1;&ksin; 0); � � � � � � � � �formuojamas vektorius ksin
5. omega(T; p1; x1;&Om);� � � � � � � � � sudaroma matrica Om
6. kZ = ksin� ksi;� � � � � � � � � skaiµciuojamas skirtumas kZ
7. det = inv(Om;Om_1);� � � � � � � � � � �randama Om atvirk�tin·e matrica Om_1
8. ZZZ = 2 � ns1 � (Transp(kZ) �Om_1 � kZ)(1; 1);� � � � statistikos reik�m·e
9. chis = crit_chisq(2 �m; 0:95);� � � � �randama kritin·e reik�m·e
10. IF (ZZZ > chis)

10.1.RETURN 0.0;

11. ELSE

11.1.RETURN 1.0. �

Algoritmas 19 Mi�riojo modelio patikimumo tyrimas
�Tikslas: naudojant Koutrouvelis suderinamumo test ¾a nustatyti ar duotoji seka x5 yra

pasiskirsµciusi pagal mi�ru¾ji¾ stabilu¾ji¾d·esni¾ su parametrais x1 ir nenulin·es gr ¾aµzos tikimybe p1;
I¾·ejimo parametrai: p1 (realusis skaiµcius i�intervalo [0; :::; 1]) tikimyb·e i¾gyti nenulin¾e reik�m¾e,

x5 (ns1 matis realiu¾ skaiµciu¾ masyvas) seka kurios suderinamumas tikrinamas, ns1 (sveikasis
skaiµcius) sekos ilgis, x1 (keturmatis realiu¾ skaiµciu¾masyvas) stabiliojo d·esnio parametru¾ rinkinys,
kt (sveikasis skaiµcius) �nenaudojamas;

I�·ejimo parametrai: gr ¾aµzinamas tik testo rezultatas (0 � suderinamumo hipotez·e atmesta
arba 1 �suderinamumo hipotez·e neatmesta);

Naudojama atmintis: papildoma atmintis reikalinga saugoti tarpiniams rezultatams (naudo-
jama speciali klas·e Matrix): m ilgio realiu¾skaiµciu¾masyvas, trys 2m ilgio realiu¾skaiµciu¾masyvai ir
dvi realiu¾skaiµciu¾matricos 2m� 2m;

Laiko s ¾anaudos: priklauso nuo intervalu¾skaiµciaus ir sekos ilgio;
Apra�ymas:

� skaitom parametru vektoriu¾xc ir tikimybe p1;
� x5 = generavimas(xc; nn1; p1);
� rusiuojam x5 = bubbleSort(x5; nn1);
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� skaiµciuoju romanovskio ir koutrouvelio testus su pradiniais parametrais xc:

� krit0[3] = romanovski(1:0; x5; nn1; xc);
� krit0[4] = koutrouvelis(1:0; x5; nn1; xc; 1);

� parenkam pradinius optimizavimo ta�kus xc1;
� surandam optimalius parametrus xmtm = kintmetr(xc1; x5; nn; nn1);
� skaiµciuoju romanovskio ir koutrouvelio testus pilnai sekai su i¾vertintais parametrais xmtm:

� krit4[3] = romanovski(1:0; x5; nn1; xmtm);
� krit4[4] = koutrouvelis(1:0; x5; nn1; xmtm; 1);

� �alinam i�sekos nulius xx5 = nuliu_salinimas(x5; nn1; ntp);
� skaiµciuoju romanovskio ir koutrouvelio testus sekai be nuliu su i¾vertintais parametrais xmtm:

� krit2[3] = romanovski(nul=nn1; x5; nn1; xc);
� krit2[4] = koutrouvelis(nul=nn1; x5; nn1; xc; 1);

� parenkam pradinius optimizavimo ta�kus xboot;
� surandam optimalius parametrus xmom = kintmetr(xboot; x5; nn; nn1);
� skaiµciuoju romanovskio ir koutrouvelio testus sekai be nuliu su i¾vertintais parametrais xmom:

� krit1[3] = romanovski(nul=nn1; x5; nn1; xmom);
� krit1[4] = koutrouvelis(nul=nn1; x5; nn1; xmom; 1);

� savirankos metodu tikriname kiek kartu i�bandymus romanovskio ir koutrouvelio testai atpaµzi¾sta
mi�ri ¾asias sekas:

� FOR i = 0 TO bandymus DO

� xboot = generavimas(xmom; nn1; (double)nul=nn1);
� chi+ = romanovski((double)nul=nn1; xboot; nn1; xmom);
� chis+ = romanovski(1:0; xboot; nn1; xmtm);
� koutr+ = koutrouvelis((double)nul=nn1; xboot; nn1; xmom; 1);
� koutr1+ = koutrouvelis(1:0; xboot; nn1; xmtm; 1);

Algoritmas: nepateikiamas. �

3.4.3. Mi�rusis modelis esant priklausomoms gr ¾aµzu¾būsenoms

I¾vesdami mi�ru¾ji¾modeli¾mes laik·eme, kad gr ¾aµza yra nulin·e su tikimybe p ir nenulin·e (stabilioji,
Gauss�o ir t.t.) su tikimybe 1 � p. Nenulin¾e būsen ¾a indukuoja vienetin·e reik�m·e Xi = 1, o jos
tikimyb·e yra 1� p. Akivaizdu, kad atsitiktinis dydis X yra pasiskirst¾es pagal binarini¾d·esni¾. Kai
bendroji seka yra binarin·e, tai nuliniu¾ būsenu¾ seku¾ ilgiai yra pasiskirst¾e pagal geometrini¾ d·esni¾.
Deja, praktikoje viskas yra gerokai sud·etingiau.

Analiz·es metu akciju¾kainas keiµciame ne gr ¾aµzomis, o tam tikru būsenos indikatoriumi (diskre-
tus a.d.):

Xi =

�
0, jei Pi+1 = Pi;
1, jei Pi+1 6= Pi;

kur fPig yra akciju¾kainu¾seka.
Apibr·eµzimas. Serija laikoma nuliuku¾(vienetuku¾) seka tarp dvieju¾vienetuku¾(nuliuku¾). Pir-

moji serija � tai nuliuku¾ (vienetuku¾) seka iki pirmojo vienetuko (nuliuko), o paskutinioji � po
paskutinio. Serijos ilgis tai nuliuku¾(vienetuku¾) skaiµcius tarp dvieju¾vienetuku¾(nuliuku¾). Jei tarp
dvieju¾vienetuku¾(nuliuku¾) n·era nuliuku¾(vienetuku¾) tai tokia tu�µcia serija yra nulinio ilgio.
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01001110101110001101

0,00,Ø,Ø,0,0,Ø,Ø,000,Ø,0

1,2,0,0,1,1,0,0,3,0,1

sen  seka

Nulini  b sen  posekiai

Nulini  b sen  poseki  ilgi
seka

Paveikslas 3.24: Nuliniu¾būsenu¾posekiu¾ ilgiu¾ sekos sudarymo schema

Paveiksle 3.24 pateikta duomenu¾transformavimo i�būsenu¾indikatoriu¾i¾nuliniu¾(vienetiniu¾)
būsenu¾ posekiu¾ ilgiu¾ sek ¾a schema. Tam i�būsenu¾ sekos (pvz. 01001110101110001101. . . ) buvo
i�skirtos nuliniu¾ (vienetiniu¾) būsenu¾ serijos (pvz. 0,00,0,0,000,0. . . ) ir sudarytos �iu¾ seriju¾ ilgiu¾
sekos (1 2 0 0 1 1 0 0 3 0 1 . . . ). Tuomet vertiname �iu¾ seku¾parametrus, reikalingus kiekvienam
i� toliau minimu¾ d·esniu¾ apibūdinti ir tikriname neparametrin¾e �2 suderinamumo hipotez¾e apie
pasiskirstymo d·esni¾ su atitinkama pasiskirstymo funkcija.

Toliau pateikiamas disertacijoje naudotu¾diskreµciu¾ju¾d·esniu¾apra�ymas ir ju¾parametru¾i¾verµciai
arba metodai kaip juos rasti.

Geometrinis skirstinys �io d·esnio tikimyb·es apskaiµciuojamos pagal formul¾e
P (� = k) = (1� p) pk;

µcia k = 1; 2; 3; : : :, 0 < p < 1. Parametro p i¾verti¾ randame i� p̂ = M�
M�+1

, µcia M� �a.d. � vidurkis.

Apibendrintas logaritminis skirstinys �io d·esnio tikimyb·es apskaiµciuojamos pagal formul¾e

P (� = k) = cp;m �
pk

k +m
;

µcia cp;m =

� 1P
i=0

pi

i+m

��1
, k = 1; 2; 3; : : : ; 0 < p < 1. Parametrai p ir m randami didµziausio

tik·etinumo metodu.

Puasono skirstinys �io d·esnio tikimyb·es apskaiµciuojamos pagal formul¾e

P (� = k) =
�k

k!
e��;

µcia k = 1; 2; 3; : : : ; � > 0. Parametro � i¾verti¾ randame i� �̂ =M�, µcia M� �a.d. � vidurkis.

Apibendrintas Puasono skirstinys �io d·esnio tikimyb·es apskaiµciuojamos pagal formul¾e

P (� = k) = b�;m
�k

� (k + �+ 1)
;

µcia b�;m =

� 1P
i=0

�i

�(i+�+1)

��1
, k = 1; 2; 3; : : :, 0 < � < 1, � > 1. Parametrai � ir � randami

didµziausio tik·etinumo metodu.

Hurwitz dzeta skirstinys �io d·esnio tikimyb·es apskaiµciuojamos pagal formul¾e

P (� = k) = �s;q
1

(k + q)s
;
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µcia , �s;q =
� 1P
i=0

1
(i+q)s

��1
, k = 1; 2; 3; : : :, q > �1. Parametrai s ir q randami didµziausio tik·etinumo

metodu.

Apibendrintas Hurwitz dzeta skirstinys �io d·esnio tikimyb·es apskaiµciuojamos pagal formul¾e

P (� = k) = d�;s;q
�k

(k + q)s
;

µcia d�;s;q =
� 1P
i=0

�i

(i+q)s

��1
, k = 1; 2; 3; : : :, q > �1, 0 < � < 1. Parametrai �, s ir q randami

didµziausio tik·etinumo metodu.

Diskretus stabilusis skirstinys Yra pasiūlytas [27] ir yra gana i¾domus savo savyb·emis. �io d·esnio
tikimyb·es apskaiµciuojamos pagal formul¾e

P (� = k) = (�1)k e��
kX

m=0

mX
j=0

�
m

j

��
j

k

�
(�1)j �

m

m!
;

µcia k = 1; 2; 3; : : :,  2 [0; 1). Parametrai � ir  randami didµziausio tik·etinumo metodu.
3.4.3.1. Teorinis suderinamumo testu¾patikimumo nustatymas

Kad i¾sitikinti ar �2 testas atskiria geometrini¾d·esni¾nuo kitu¾buvo atliktas teorinis tyrimas. Buvo
generuojamos binomin·es sekos (n = 2000 ilgio) su skirtingomis i¾vykio pasirodymo tikimyb·emis
(0:1 � 0:9). I� pradµziu¾ vertinome parametrus reikalingus apra�yti duomenis pagal 3.4 skyrelyje
minimus pasiskirstymo d·esnius ir tikrinome neparametrin¾e �2 suderinamumo hipotez¾e. Lentel·ese
3.4 ir 3.5 pateikiami �io eksperimento rezultatai (su atitinkamais pasikliovimo lygmenis 0.025 ir
0.05) suvidurkinti pagal atitinkam ¾a būsenos pasirodymo tikimyb¾e.

3.4. Lentel·e. �2 testo patikimumo tyrimas (pasikliovimo lygmuo 0.025)

Nenulin·es
būsenos
tikimyb·es

Hurwitz Hurwitz
apiben-
drintas

log Apibend-
rintas
log

Diskretusis
stabilus

Puason Apibend-
rintas
Puason

Geometrinis

0.1 1 1 0 1 0 0 0.7 1
0.2 1 1 0 1 0.1 0 1 1
0.3 1 1 0 1 0.1 0 1 1
0.4 0.8 0.9 0.3 0.8 0.2 0 0.9 1
0.5 1 0.8 0.6 1 0.4 0 0.9 1
0.6 1 0.9 0.7 1 0.8 0 1 1
0.7 0.9 0.9 1 0.9 0.8 0.4 0.9 0.9
0.8 1 1 1 1 1 0.8 1 1
0.9 1 1 1 1 1 1 1 1
Vidurkis 96.67% 94.44% 51.11% 96.67% 48.89% 24.44% 93.33% 98.89%
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3.5. Lentel·e. �2 testo patikimumo tyrimas (pasikliovimo lygmuo 0.05)

Nenulin·es
būsenos
tikimyb·es

Hurwitz Hurwitz
apiben-
drintas

log Apibend-
rintas
log

Diskretusis
stabilus

Puason Apibend-
rintas
Puason

Geometrinis

0.1 0.9 0.9 0 0.9 0 0 0.6 0.9
0.2 1 0.9 0 0.9 0 0 1 1
0.3 0.9 1 0 0.9 0.1 0 1 1
0.4 0.8 0.8 0.3 0.8 0 0 0.9 0.8
0.5 0.8 0.8 0.4 0.8 0.4 0 0.8 1
0.6 0.8 0.8 0.6 0.8 0.7 0 0.9 1
0.7 0.9 0.9 1 0.9 0.8 0.3 0.9 0.9
0.8 1 1 1 1 1 0.8 1 1
0.9 1 1 1 1 1 1 1 1
Vidurkis 90.00% 90.00% 47.78% 88.89% 44.44% 23.33% 90.00% 95.56%

Galima pasteb·eti, kad geometrinis modelis akivaizdµziai atskiriamas geriausiai. �io eksperi-
mento rezultatai parod·e, kad �2 suderinamumo hipotez·e yra tinkama ir patikimai atskiria diskreµci-
uosius d·esnius vien ¾a nuo kito.

3.4.3.2. Mi�riojo stabiliojo modelio sudarymas, esant priklausomoms būsenoms

Jei statistiniais metodais nustatoma, kad būsenu¾ (0;1) sekos n·era atsitiktin·es (priedas B.3) tai
gali būti, kad tikimyb·e būti būsenoje i priklauso nuo to kurioje sekos vietoje ji yra. Jei būsenu¾
seku¾ilgiai yra pasiskirst¾e pagal Hurwitz dzeta d·esni¾(tai patvirtina empiriniai tyrimai), tai būsenu¾
tikimyb·es gali būti apskaiµciuojamos pagal formul¾e:

P (Xn = 1j : : : ; Xn�k�1 = 1; Xn�k = 0; : : : ; Xn�1 = 0) =
pk

1�
Pk�1

j=0 pj
;

n 2 N; k 2 Z0;
P (Xn = 1j : : : ) = 1� P (Xn = 0j : : : ); n; k 2 Z0;

µcia pk yra Hurwitz d·esnio tikimyb·es, o P (X0 = 1) = p0.

0 1 0 2 3 0 0 1 0 0 0 1 0 1

1 0 1 1 0 0 1 0 0 0 1 1 1 0 1 1 1 1 0 1 1 0

-0.01 0 1.05 0.20 0 0 -0.10 0 0 0 0.02 0.90 -0.01 0 0.03 0.50 0.32 -1.90 0 -0.02 0.55 0

sen  seka

Gr  seka

Nulini sen
poseki  ilgi  seka

Paveikslas 3.25: Mi�riojo d·esnio realizacijos modeliavimo schema.

µZinodami būsenu¾ tikimybes ir nenuliniu¾ gr ¾aµzu¾ pasiskirstymo d·esni¾, jau galime generuoti
gr ¾aµzu¾sekas homogeni�kas su pradin·emis sekomis (pakeisdami būsenu¾sekos vienetukus stabiliaisiais
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a.d.). Generavimo pavyzdµziu gali būti schema (pav. 3.25). Taigi stabiliojo mi�riojo modelio su
priklausomomis būsenomis sudarymas yra bendresnis ir platesnis nei stabilusis mi�rusis (Bernulio
tipo) modelis. �iuo atveju reikia i¾vertinti tiek stabiliojo (�; �; �; �) tiek ir Hurwitz dzeta (q, s)
d·esniu¾parametrus.

Algoritmas 20 Stabiliu¾ju¾ mi�riu¾ju¾ atsitiktiniu¾ dydµziu¾ generavimas
generavimas2(par; n; p)

�Tikslas: sugeneruoti n ilgio stabiliu¾ju¾ atsitiktiniu¾ dydµziu¾, su parametrais par, sek ¾a, kai
tikimyb·e i¾gyti nulin¾e reik�m¾e lygi¾p.

I¾·ejimo parametrai : par (keturmatis realiu¾skaiµciu¾masyvas) �stabilieji parametrai, n (sveika-
sis skaiµcius) generuojamos sekos ilgis, p (realusis skaiµcius i�intervalo [0; :::; 1]) tikimyb·e a.d. i¾gyti
nulin¾e reik�m¾e

I�·ejimo parametrai: X (n matis realiu¾skaiµciu¾masyvas) �stabilioji mi�rioji seka;
Naudojama atmintis: papildomos atminties nenaudoja (atmintis reikalinga tik paµciai sekai

saugoti);
Laiko s ¾anaudos: priklauso nuo duomenu¾ sekos ilgio n (yra atliktas tyrimas, kaip priklauso

laikas nuo n);
Apra�ymas:

1. Kadangi generuojamas atsitiktinis dydis i�rei�kiamas per dvi konstantas C ir D kurios prik-
lauso tik nuo � = par[0] ir � = par[1], tai �ias konstantas pirmiausiai ir apskaiµciuojame

C = arctan b tan(��=2)
�

, D =
�
1 + (� tan(��=2))2

� 1
2� ;

2. Generuojame i-t ¾aji¾a.d. sekos nari¾X[i]:

2.1. Generuojame tolygiai intervale (0; 1) pasiskirsµciusi¾a.d. pm, jei pm > p, tai X[i] = 0;
2.2. Prie�ingu atveju (pm < p), tai

2.2.1. generuojame du a.d., V �tolygiai pasiskirst¾es intervale (��=2;�=2) ir W �pa-
siskirst¾es pagal eksponentini¾d·esni¾;

2.2.2. skaiµciuojame Y = D � sin(�(V+C))
cos

1
� (V )

�
�
cos(V��(V+C))

W

� 1��
�
;

2.2.3. gauname X[i]: X[i] = par[3]Y + par[2];

3. n kartu¾kartojame 2- ¾aji¾punkt ¾a;

Algoritmas:

1. C = arctan(b � tan(pi � a=2))=a;
2. D = (1 + (b � tan(pi � a=2))2)1=(2�a);
3. FOR i = 0 TO N DO

3.1. pm = RAND();
3.2. IF (pm<p) THEN

3.2.1. V = (RAND() � pi)� (pi=2);
3.2.2. W = � ln(RAND());
3.2.3. Y = jcos(V � a � (V + C))=W j(1�a)=a �D � sin(a � (V + C))= jcos(V )j(1=a);
3.2.4. X[i] = Y � par[3] + par[2];

3.3. ELSE y[i] = 0:0;
3.4. i++;

4. RETURN X; �
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3.5. Daugiamaµciai �nansiniu¾seku¾modeliai

3.5.1. Ry�io tarp atskiru¾akciju¾gr ¾aµzu¾nustatymas

Ry�io tarp atskiru¾ akciju¾ gr ¾aµzu¾ nustatymas yra viena i� esminiu¾ problemu¾ kylanµciu¾ formuojant
vertybiniu¾popieriu¾portfeli¾. Klasikin·eje ekonomikoje ir statistikoje (kai empiriniai duomenys turi
pirm ¾aji¾ ir antr ¾aji¾ momentus) ry�i¾ tarp dvieju¾ atsitiktiniu¾ dydµziu¾ (gr ¾aµzu¾) apibr·eµzia kovariacija
arba koreliacija. Laikantis akciju¾ gr ¾aµzu¾ (a.d.) stabilumo prielaidos kovariacijos ir koreliacijos
(Pirsono koreliacijos koe�cientas) skaiµciuoti negalima, kai stabilumo parametras � atitinkamai
maµzesnis uµz 1 ir uµz 2, nes tuomet atitinkamai neegzistuoja vidurkis ir dispersija. Tokiais atvejais
tur·etu¾ tikti ranginiai koreliacijos koe�cientai (pvz. Spirmeno, Kendalo ir pan. [85]) arba taip
vadinamas kontingencijos ([74, 75],p.175) koe�cientas, kuris parodo ar sekos elgiasi pana�iai ar
ne. Nors ry�i¾ tarp atskiru¾ gr ¾aµzu¾ seku¾ jie apibūdina gana neblogai, bet deja portfelio teorijoje jie
maµzai naudingi. Samorodnitsky ir Taqqu [133] siūlo neblog ¾a alternatyv ¾a, kai neegzistuoja pirmieji
momentai (vidurkis, dispersija). Jie i¾veda du kovariacijos (angl. covariance) pakaitalus kovarian-
ti�kum ¾a (angl. covariation), kodiferencij ¾a (angl. codi¤erence). Jei X1 ir X2 yra simetriniai
stabilieji a.d. su vienodais parametrais �, tai kovarianti�kumas apibr·eµziama taip

[X1; X2]� =

Z
S2

s1s
h��1i
2 � (ds) : (3.17)

Tuomet a.d. X1 skal·es parametras ��X1apskaiµciuojamas i�formul·es
[X1; X1]� = ��X1 ;

µcia � > 1, yh�i = jyj� sign (�), � �atsitiktinio vektoriaus (X1; X2) spektrinis tankis. Kaip � = 2
[X1; X2]2 =

1
2
Cov (X1; X2)

ir [X1; X1]2 = �2X1yra a.d. X1 dispersija. Tuomet galime apibr·eµzti tam tikr ¾a atsitiktiniu¾ dydµziu¾
X 2 S� (� > 1) kovarianti�kumo norm ¾a

kXk = ([X;X]�)
1=� (3.18)

ir, jei X � S� (�; 0; 0), tai norma sutampa su skal·es parametru kXk� = �. Tuo tarpu kodiferencija
(angl. codi¤erence) bendru atveju apibr·eµziama per charakteristines funkcijas [108]:

codX;Y = ln (E exp i(X � Y ))� ln (E exp iX)� ln (E exp(�iY )) (19)

= ln

�
E exp(i(X � Y ))

E exp(iX) � E exp(�iY )

�
= ln

�
�X�Y

�X � ��Y

�
;

bei empirines charakteristines funkcijas

codX;Y = ln

0BB@
n �

nP
j=1

ei(Xj�Yj)

nP
j=1

eiXj �
nP
j=1

e�iYj

1CCA :

Dvieju¾ simetriniu¾ (S�S) a.d. X ir Y (0 < � 6 2) kodiferencija yra apibr·eµziama remiantis skal·es
parametrais

codX;Y = kXk�� + kY k
�
� � kX � Y k�� : (3.20)

Kai � = 2, tai codX;Y = Cov (X; Y ). Samorodnitsky ir Taqqu [133] parodo, kad galioja�
1� 2��1

�
(kXk�� + kY k

�
�) 6 codX;Y 6 kXk

�
� + kY k

�
� ;

µcia 1 6 � 6 2, tuomet sunormav¾e abi puses (padalin¾e i� kXk�� + kY k
�
�), gausime koreliacijos

koe�cient ¾a �
1� 2��1

�
6 corrX;Y 6 1:
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Bendru atveju�
1� 2��1

�
ln

�
1

E exp(iX) � E exp(�iY )

�
6 codX;Y = ln

�
E exp(i(X � Y ))

E exp(iX) � E exp(�iY )

�
(3.21)

6 ln

�
1

E exp(iX) � E exp(�iY )

�
;

tuomet sunormav¾e gausime, kad koreliacija tenkina sistem ¾a�
1� 2��1

�
6 corrX;Y = ln

�
E exp(iX) � E exp(�iY )
E exp(i(X � Y ))

�
= ln (E exp(iX) � E exp(�iY )) 6 1: (3.22)

Kai � = 2; � = 0, tuomet
�1 6 corrX;Y = �X;Y 6 1

sutampa su Pirsono koreliacijos koe�cientu, o kai 0 < � 6 1, tai �is koreliacijos koe�cientas gali
būti tik neneigiamas.

3.5.2. Apibendrintos kovariacijos reik�mingumas

N·era sukurta testu¾, kurie leistu¾ patikrinti hipotez¾e apie normuotos kodiferencijos lygyb¾e nuliui,
tad hipotezei tikrinti taikome savirankos (angl. bootstrap method) metod ¾a (vien ¾a i�Monte Karlo
tipo metodu¾)[62].

Nor·edami nustatyti, ar Pirsono koreliacijos koe�cientas lygus nuliui, naudojame Fi�erio
skirstini¾, Spirmeno �atitinkamai Stjudento [75], o Kendalo [74] � statistik ¾a, kuri pasiskirsµciusi
pagal Gauss�o d·esni¾[85]. Tikrinant hipotez¾e apie normuotos kodiferencijos ar apibendrintos kore-
liacijos koe�ciento lygyb¾e nuliui i�kyla teoriniu¾problemu¾. Tod·el siūlomas toks algoritmas:
1. i¾vertiname visu¾ empiriniu¾ seku¾ stabiliojo d·esnio parametrus (�, �, � and �) ir stagnavimo

tikimyb¾e p;
2. sudarome atitinkamo (normuotos kodiferencijos ar kovarianti�kumo) ry�io matric ¾a �, kiekvienai

i�akciju¾poru¾;
3. butstapo metodu tikriname hipotez¾e apie �i;j lygyb¾e nuliui:

3.1. poromis i ir j generuojame sekas (su i¾vertintais parametrais), pereiname i¾paskesni¾punkt ¾a;
3.2. k-t ¾aji¾kart ¾a i¾vertiname ry�io koe�cient ¾a �ki;j, tarp seku¾ i ir j;
3.3. gri¾µztame i¾prie�tai buvusi punkt ¾a 3.1 ir 3.2, ir kartojame k = 1::: N (pvz. 10000) kartu¾;
3.4. sudarome gautu¾ i¾verµciu¾variacin¾e eilut¾e �(k)i;j ;

3.5. jei �([N �0;025])i;j � �i;j � �
([N �0;975])
i;j , tai hipotez·es apie �i;j lygyb¾e nuliui atmesti negalime su

pasikliovimo lygmeniu 0,05, t.y. sakoma, kad �i;j = 0.
3.6. kiekvienai akciju¾seku¾porai i ir j kartojame 3.1�3.5 µzingnius.

3.6. Portfelio parinkimas

Sudarykime vertybiniu¾popieriu¾portfeli¾i�n akciju¾. Kiekvienos akcijos svoriui i¾vertinti sprendµzia-
me optimizavimo uµzdavini¾ (Barami [8], Krokhmal, Palmquist, Uryasev [86]):

minimizuoti �
nX
i=1

nX
j=1

$i$j�ij � (1� �)

nX
i

$i�i (23)

pagal $i; i = 1; : : : ; n;

su salygomis:
nX
i

$i = 1; $i > 0; i = 1; : : : ; n;

µcia $i i-tosios akcijos svoris portfelyje, �i � i-osios akcijos gr ¾aµzu¾ sekos vidurkis (�-stabiliuoju
atveju parametras �), �ij �kovariacija tarp i-osios ir j-osios akcijos gr ¾aµzu¾ (�-stabiliuoju atveju
kovariacijos atitikmuo �kodiferencija), � 2 [0; 1] yra optimizavimo konstanta (parenkame 1=2).
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Pirmoji tikslo funkcijos dedamoji charakterizuoja rizik ¾a, o antroji tik·etin ¾a gr ¾aµz ¾a.
Kadangi �-stabilaus modelio atveju neegzistuoja nei dispersija, nei standartinis nuokrypis,

taip pat ir kovariacija (i�skyrus � = 2), portfelio svoriams optimizuoti gali būti naudojama ir
tokia tikslo funkcija (Rachev, Tokat, Schwartz [125]):

F (w) = c �
 
1

N

NX
j=1

�����
nX
i=1

wi (Xj;i � �i)

�����
!1=

�
nX
i=1

wi�i;

µcia  = min(�i), c = 1=, �i � atitinkamu¾ vertybiniu¾ popieriu¾ vidutin·es pelno normos (�-
stabiliuoju atveju parametras �), Xj;i �i-ojo vertybinio popieriaus pelno norma j-uoju momentu.
Toliau sprendµziamas optimizavimo uµzdavinys:

minimizuoti F (w) (24)
pagal wi; i = 1; : : : ; n;

su salygomis
nX
i=1

wi = 1; wi > 0; i = 1; : : : ; n:

I¾ lygµciu¾sistemas (3.23) ir (3.24) i¾traukus papildom ¾a s ¾alyg ¾a
nX
i=1

wi � �i = �P ;

galima rasti optimalu¾portfeli¾ su norima gr ¾aµza �P .
Sprendµziant (3.23) sistem ¾a dideliu¾optimizavimo problemu¾nei�kyla, net esant n>10 akciju¾,

taµciau (3.24) sistemos optimizavimas yra sud·etingas, net esant nedideliam akciju¾ skaiµciui. Kartu
su svoriu¾optimizavimu svarbu nagrin·eti ir portfelio diversi�kavimo uµzdavini¾, nes portfelyje esant
daugiau (n > 2) akciju¾neretai svoriai tampa nykstamai maµzi ir investicija i¾ tokias akcijas tampa
beprasm·e, o kartais ir nei¾manoma (reikia i¾sigyti pus¾e akcijos ir pan.).

3.7. 3-o skyriaus i�vados

1. Sudaryti statistiniai vienmaµciu¾atliktiniu¾ seku¾ tyrimo algoritmai leidµzia apskaiµciuoti stabiliojo
d·esnio tankio funkcij ¾a (naudojant aproksimacijas), generuoti atsitiktiniu¾dydµziu¾sekas, i¾vertinti
stabiliu¾ju¾ seku¾ parametrus didµziausio tik·etinumo, robastiniais ir empirin·es charakteringosios
funkcijos metodais.

2. Vertinant stabiliu¾ju¾seku¾parametrus didµziausio tik·etinumo metodu pasteb·eta, kad tikslo funkci-
jos (MTM) reik�m¾e, o tuo paµciu ir minimumo ta�k ¾a, stipriai i¾takoja parametru¾� ir � pokyµciai,
kita vertus MTM(:) funkcija yra maµziau jautri parametru¾� ir � pokyµciams.

3. Atlikti modeliavimai su sugeneruotomis sekomis, parod·e, kad parametru¾i¾verµciai gauti didµziau-
sio tik·etinumo, momentu¾ir regresijos metodais esant didel·ems imtims beveik nesiskiria. Taµciau
ju¾ efektyvumas yra labai skirtingas. Kaip rodo eksperimentai, didµziausio tik·etinumo meto-
das duoda geriausius rezultatus (tai patvirtina Andersono�Darlingo suderinamumo testu¾rezul-
tatai), nors skaiµciavimo laiko atµzvilgiu jis n·era labai greitas.

4. Pasauliniu¾ kompaniju¾ ar indeksu¾ sekos yra ilgos ir labai ilgos, tod·el joms galima taikyti visus
statistinius analiz·es metodus:
4.1. parametru¾vertinim ¾a didµziausio tik·etinumo ir robastiniais metodais;
4.2. stabilumo savybiu¾tyrim ¾a pagal stabiliu¾ju¾d·esniu¾ fundamentali ¾aj ¾a teorem ¾a;
4.3. visus savastingumo nustatymo metodus.

5. Finansiniu¾seku¾multifraktali�kumo ir savastingumo nustatymui siūloma taikyti �iuose metodus:
5.1. baigtin·es dispersijos metod ¾a;
5.2. tiriant pradin·es ir agreguotos seku¾homogeni�kum ¾a;
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5.3. tiriant absoliutiniu¾momentu¾elgesi¾.
6. Sudarytas mi�rusis stabilusis modelis leidµzia tirti pasyvumo efekt ¾a besivystanµciose rinkose.

I¾vestos �io modelio tikimybinio tankio, pasiskirstymo bei charakteringosios funkcijos. Pasiūlyti
metodai leidµzia i¾vertinti mi�riojo modelio parametrus esant priklausomoms ir nepriklausomoms
gr ¾aµzu¾būsenoms. Laukimu¾ trukm¾e tarp dvieju¾akcijos kainos pasikeitimu¾ (nuliniu¾gr ¾aµzu¾ seriju¾
ilgiu¾pasiskirstym ¾a) siūloma modeliuoti ne binominiu, bet Hurwitz dzeta d·esniu.

7. Apra�ytieji ry�io tarp atskiru¾ akciju¾ gr ¾aµzu¾nustatymo metodai leidµzia ry�i¾ tarp seku¾nustatyti
netgi tuo atveju kai neegzistuoja vieno ar kito atsitiktinio dydµzio dispersija. Tam siūloma nau-
doti kovarianti�kumo (simetriniams a.d.) ir kodiferencijos matus, kuriu¾ reik�mingum ¾a galima
nustatyti savirankos metodu.

8. Vertybiniu¾ popieriu¾ portfeliui sudaryti yra µzinoma daug metodu¾, taµciau darbe, kai duomenys
yra i� stabiliosios imties, siūloma naudoti modi�kuot ¾a Markowitzo modeli¾. �iame modelyje
vietoje kovariaciju¾matricos siūloma naudoti kodiferenciju¾arba kovarianti�kumo matricas, o tai
gerokai supaprastina skaiµciuojamuosius procesus.
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4. Finansiniu¾ instrumentu¾analiz·es rezultatai

4.1. Duomenu¾parinkimas ir empirin·es charakteristikos

Darbe nagrin·ejamos i¾vairiu¾birµzu¾�nansin·es sekos (Baltijos �aliu¾�visas o�cialus ir visas einamasis
s ¾ara�ai, i�viso 64 sekos ir tarptautiniu¾kompaniju¾�i�viso 27 sekos). Duomenys analizei gaunami
2.7 Skyriuje apra�ytais metodais. Pasauliniu¾ kompaniju¾ ar indeksu¾ sekos yra ilgos ir labai ilgos
(µzr. 2.1 Lentel¾e), tod·el joms galima taikyti visus statistinius analiz·es metodus:
� parametru¾vertinim ¾a didµziausio tik·etinumo ir robastiniais metodais;
� stabilumo savybiu¾tyrim ¾a pagal stabiliu¾ju¾d·esniu¾ fundamentali ¾aj ¾a teorem ¾a;
� visus savastingumo nustatymo metodus.

Galima pasteb·eti, kad tarptautiniu¾ kompaniju¾ ir indeksu¾ seku¾ ilgiai yra labai skirtingi:
pradedant 1566 (6 metai, NASDAQ) ir baigiant 29296 (107 metai, DJTA). Norint pasteb·eti
d·esningumus arba juos eliminuoti buvo pasirinktos i¾mon·es uµzsiimanµcios labai skirtinga veikla.
Taipogi jose yra labai nedaug nuliniu¾ gr ¾aµzu¾, o tai supaprastina suderinamumo ir kitu¾ testu¾nau-
dojim ¾a.

Tuo tarpu Baltijos �aliu¾ rinkos yra palyginti jaunos, o duomeu¾ sekos yra trumpos (10�12
metu¾), i�kuriu¾tik 1500�2000 steb·ejimu¾yra tinkami analizei (µzr. 2.2 ir 2.3 Lenteles).

Panagrin·ekime konkretu¾ atveji¾ ir kaip pavyzdi¾ paimkime vien ¾a sek ¾a i�Baltijos �aliu¾ akciju¾
rinkos. �ios akcijos kainos kitimo gra�kas pavaizduotas 4.1 paveiksle.
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Paveikslas 4.1: Akcijos kainos kitimas priklausomai nuo steb·ejimo.

Tuomet atlik¾e duomenu¾ transformacij ¾a (µzr. 2.7.3 skyriu¾) sudarome sek ¾a, kurios savybes
tiriame. Kadangi nagrin·ejamas besivystanµcios rinkos �nansinis instrumentas tai būtina atsiµzvelgti
i¾nuliniu¾gr ¾aµzu¾i¾tak ¾a. Sudaroma ne viena, kaip būtu¾i�sivysµciusios rinkos atveju, o dvi sekos (pilna
seka ir seka kai pa�alintos nulin·es gr ¾aµzos). Pirmoji (pav. 4.2) yra ilgesn·e, o antroji (pav. 4.3)
trumpesn·e, d·el i¾ra�u¾skaiµciaus skirtumo.
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Paveikslas 4.2: Nagrin·ejamo aktyvo kainu¾gr ¾aµzu¾kitimas (pilna seka).
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Paveikslas 4.3: Nagrin·ejamo aktyvo kainu¾gr ¾aµzu¾kitimas (seka kai pa�alintos nulin·es gr ¾aµzos).

Visoms �ioms sekoms i¾vertiname empirines charakteristikas: vidurki¾, dispersij ¾a, asimetrij ¾a ir
eksces ¾a (µzr. A.1, A.2 ir A.3 Lenteles), kitaip tariant skaiµciuojame pirmus keturis momentus. Taip
pat �iame etape tikrinamos ir hipotez·es apie duomenu¾pasiskirstymo suderinamum ¾a su normaliuoju
Gauss�o d·esniu. Tam skaiµciuojamos Andersono�Darlingo statistikos reik�m·es.

Dauguma seku¾ yra stipriai asimetri�kos (0:1 < j1j < 30), o empirinis ekscesas (2 6= 0)
rodo, kad sekos empirin·e tankio funkcija yra smailiavir�̄uni�ken·e uµz Gauss�o tankio funkcij ¾a (µzr.
4.4 ir 4.5 paveikslus ir A.1, A.2 bei A.3 Lenteles). Vien d·el �iu¾prieµzasµciu¾galima atmesti hipotez¾e,
kad akciju¾kainu¾gr ¾aµzu¾sekos pasiskirst¾e pagal normalu¾ji¾Gauss�o d·esni¾.

�i ¾a prielaid ¾a sustiprina ir pagrindµzia Andersono�Darlingo bei Kolmogorovo�Smirnovo sude-
rinamumo testu¾, apra�ytu¾priede B.1, rezultatai (µzr. A.1, A.2 ir A.3 Lenteliu¾paskutini¾ stulpeli¾�
�AD krit.�).

4.1.1. Realiu¾duomenu¾paramertu¾ i¾verµciai

Stabiliu¾ju¾seku¾parametru¾i¾verµciai pateikti lentel·ese A.13, A.14 ir A.15, kuriose tai pat pateikiamos
ir Anderson�Darling kriterijaus statistikos reik�m·es (tikrinant stabilum ¾a).
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Paveikslas 4.4: Empirin·e histograma ir sek ¾a atitinkanti Gauso d·esnio tankio funkcija (i�Baltijos �aliu¾birµzos, pilna
seka).
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Paveikslas 4.5: Empirin·e histograma ir sek ¾a atitinkanti Gauso d·esnio tankio funkcija (i�Baltijos �aliu¾birµzos, seka
kai pa�alintos nulin·es gr ¾aµzos).
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Paveikslas 4.6: Stabilumo parametro � ir asimetrijos koe�ciento � i�sibarstymas, tarptautiniu¾kompaniju¾ rinkoje.

-1

-0,8

-0,6

-0,4

-0,2

0

0,2

0,4

0,6

0,8

1

1 1,1 1,2 1,3 1,4 1,5 1,6

alfa

be
ta

A-D criterion rejected

Paveikslas 4.7: Stabilumo parametro � ir asimetrijos koe�ciento � i�sibarstymas, Baltijos �aliu¾ rinkoje, kai na-
grin·ejamos pilnos sekos.
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Tarptautiniu¾ kompaniju¾ �nansiniu¾ seku¾ parametru¾� ir � i¾verµciu¾ i�sibarstymo gra�kas 4.6
rodo, kad � daµzniausiai yra vir�1,5 ir visada maµzesnis uµz 2. Parametras � �iuo atveju n·era didelis,
taµciau daµzniau i¾gyja neigiamas reik�mes, o tai signalizuoja apie galimus nedidelius nuostolius.

Baltijos �aliu¾ �nansiniu¾ seku¾ (kai i�nagrin·ejama pilna seka) parametru¾� ir � i¾verµciu¾ i�si-
barstymo gra�kas 4.7 rodo, kad � yra maµzesnis uµz 1,5 ir neretai i¾gyja reik�mes artimas 1, o
parametras � i¾gyja labai skirtingas reik�mes tod·el jokiu¾tendenciju¾nepastebima.
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Paveikslas 4.8: Stabilumo parametro � ir asimetrijos koe�ciento � i�sibarstymas, Baltijos �aliu¾ rinkoje, kai i�seku¾
pa�alintos nulin·es gr ¾aµzos.

Tuo tarpu Baltijos �aliu¾ �nansiniu¾ seku¾ (kai i� seku¾ pa�alintos nulin·es gr ¾aµzos) parametru¾
� ir � i¾verµciu¾ i�sibarstymo gra�kas 4.8 rodo, kad � yra i�sibarst¾es apie 1,5, taµciau neretai gali
i¾gyti reik�mes artimas 1 ar 2. Parametras � �iuo atveju daµzniau i¾gyja palyginti maµzas teigiamas
reik�mes, taµciau kai kuriais atvejais gali i�augti iki kritiniu¾reik�miu¾(> 0; 5) o tai signalizuoja apie
didelius nuokrypius tiek i¾ teigiam ¾a tiek i¾neigiam ¾a pus¾e.

4.2. Savastingumas

Savastingumui nustati yra nemaµzai būdu¾, keletas i�ju¾yra apra�yti 3.3 skyriuje. Taµciau praktikoje
ne visi jie yra taikytini. Baigtin·es dispersijos metodas yra būtent toks, nes yra sud·etinga parodyti,
kad seka (3.12) konverguoja (ypaµc kai duomenu¾yra nedaug). �iame darbe savastingumui, o tuo
paµciu ir multifraktali�kumui nustatyti buvo taikomi �ie metodai:
1. agreguotu¾ seku¾ ir visos sekos homogeni�kumo nustatymas (netaikomas Baltijos �aliu¾ akciju¾

gr ¾aµzu¾sekoms, µzr. tolesni¾ skyreli¾4.2.1);
2. absoliutiniu¾momentu¾elgesio tyrimas.

Kadangi tarptautin·es rinkos ir Baltijos �aliu¾ rinka labai skiriasi savo duomenu¾ kiekiais ir
struktūra, tai savastingumas ir mulfraktali�kumas �iose rinkose buvo nagrin·ejamas atskirai.

4.2.1. Seku¾homogeni�kumo testu¾patikimumo tyrimas

Homogeni�kumo testu¾apra�ytu¾skyrelyje B.2 patikimumas buvo testuojamas (algoritmai 26 ir 27)
modeliuojant �ktyvias �nansines sekas, kurios buvo pasiskirst¾e pagal tolygu¾ji¾R(�1; 1), Gauss�o
N(0; 1=

p
3), Ko�i C(0; 1) ir stabilu¾ji¾S1:75(1; 0:25; 0) d·esnius. Dalin·es sumos (3.16) buvo normuo-

jamos atitinkamai su
p
d,
p
d, d, d1=1:75. Testas buvo pakartotas 100 kartu¾. �iu¾ eksperimentu¾

apibendrinti rezultatai pateikti lentel·ese 4.1�4.8.
Tolygaus d·esnio atveju atsitiktiniai dydµziai X (tikroji seka) ir Y (daliniu¾sumu¾seka) yra pa-
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siskirst¾e pagal skirtingus d·esnius, t.y. jie n·era homogeni�ki. Akivaizdu (µzr. lenteles 4.1 ir 4.2), kad
Smirnovo metodas �iuo atveju nehomogeni�kas sekas atskiria geriau nei Andersono. Visais kitais
atvejais (µzr. lenteles 4.3�4.8) atsitiktiniai dydµzia X ir Y teori�kai turi būti pasiskirst¾e pagal t ¾a
pati¾tikimybini¾d·esni¾(atitinkamai sucentravus ir sunormavus). I�lenteliu¾4.3�4.8 galima pasteb·eti,
kad Andersono kriterijus vidutini�kai homogeni�kumas sekas atpaµzi¾sta geriau nei Smirnovo, o tai
rei�kia, kad Andersono kriterijus (su pasikliovimo lygmenimis (0.01, 0.05, 0.1)) yra galingesnis uµz
Smirnovo kriteriju¾su atitinkamu pasikliovimo lygmeniu. D·el �ios prieµzasties Andersono kriterijus
v·elesniuose tyrimuose buvo naudojamas homogeni�kumui nustatyti.

Reikia pamin·eti, kad �ie abu kriterijai reikalauja gana dideliu¾ imµciu¾ (pradin·es imties tūris
tur·etu¾ būti nemaµzesnis nei 200), tod·el pradin·es gr ¾aµzu¾ sekos turi būti dar ilgesn·es. Geriausia
parinkti tokias sekas, kuriu¾ ilgis n ir tokius agregacijos lygis d, tenkina s ¾alyg ¾a n=d > 200.

4.2.1.1. Seku¾homogeni�kumo testu¾patikimumo eksperimentas

Paµzym·ejimu¾ lentel·ese 4.1�4.8 paai�kiminai:
h �parodo po kiek tikrosios sekos elementu¾sumuojama sudarant agreguot ¾a sek ¾a;
T �imties tūris (tikrosios sekos);
d = [T=h] �dalin·es sumos ilgis;
max �maksimali reik�m·e lentel·eje;
min �minimali reik�m·e lentel·eje;
vid �vidutinis testo homogeni�kumas.
Skaiµciai lentel·eje rodo kiek kartu¾ i�100 tikrosios sekos ir agreguotos sekos homogeni�kumo

hipotez·es atmesti negalima. Pasikliovimo lygmuo visais atvejais p = 0:05.

4.1. Lentel·e. Andersono kriterijaus patikimumo tyrimo rezulatai, kai tikroji seka pasiskirsµciusi pagal tolygu¾ji¾d·esni¾
R(�1; 1)

hnT 300 400 500 600 700 800 900 1000
5 62 52 28 9 5 2 1 0
10 1 0 0 0 0 0 min 0
15 0 0 0 max 62
20 0 vid 8,89

4.2. Lentel·e. Smirnovo kriterijaus patikimumo tyrimo rezulatai, kai tikroji seka pasiskirsµciusi pagal tolygu¾ji¾ d·esni¾
R(�1; 1)

hnT 300 400 500 600 700 800 900 1000
5 0 0 0 0 0 0 0 0
10 0 0 0 0 0 0 min 0
15 0 0 0 max 0
20 0 vid 0

4.3. Lentel·e. Andersono kriterijaus patikimumo tyrimo rezulatai, kai tikroji seka pasiskirsµciusi pagal Ko�i d·esni¾
C(0; 1)

hnT 300 400 500 600 700 800 900 1000
5 100 100 100 99 100 99 100 100
10 99 96 97 95 98 100 min 95
15 100 97 98 max 100
20 95 vid 98,5
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4.4. Lentel·e. Smirnovo kriterijaus patikimumo tyrimo rezulatai, kai tikroji seka pasiskirsµciusi pagal Ko�i d·esni¾
C(0; 1)

hnT 300 400 500 600 700 800 900 1000
5 99 97 100 98 99 93 96 97
10 96 97 95 99 96 98 min 93
15 96 95 96 max 100
20 97 vid 96,89

4.5. Lentel·e. Andersono kriterijaus patikimumo tyrimo rezulatai, kai tikroji seka pasiskirsµciusi pagal Gauso d·esni¾
N(0; 1=

p
3)

hnT 300 400 500 600 700 800 900 1000
5 100 100 100 100 100 99 100 100
10 100 100 100 98 100 100 min 97
15 100 100 97 max 100
20 99 vid 99,61

4.6. Lentel·e. Smirnovo kriterijaus patikimumo tyrimo rezulatai, kai tikroji seka pasiskirsµciusi pagal Gauso d·esni¾
N(0; 1=

p
3)

hnT 300 400 500 600 700 800 900 1000
5 100 100 100 99 100 100 100 100
10 97 98 95 98 99 98 min 93
15 98 100 96 max 100
20 93 vid 98,4

4.7. Lentel·e. Andersono kriterijaus patikimumo tyrimo rezulatai, kai tikroji seka pasiskirsµciusi pagal stabilu¾ji¾d·esni¾
S1:25(1; 0:5; 0)

hnT 300 400 500 600 700 800 900 1000
5 100 100 100 100 100 100 100 100
10 100 96 97 97 98 97 min 96
15 96 98 100 max 100
20 99 vid 98,78

4.8. Lentel·e. Smirnovo kriterijaus patikimumo tyrimo rezulatai, kai tikroji seka pasiskirsµciusi pagal stabilu¾ji¾d·esni¾
S1:25(1; 0:5; 0)

hnT 300 400 500 600 700 800 900 1000
5 100 95 99 99 100 98 99 98
10 95 99 100 99 100 97 min 95
15 96 98 96 max 100
20 96 vid 98
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Kai kurie langeliai lentel·ese 4.1�4.8 specialiai yra tu�ti. Taip yra tod·el, kad tiek Andersono
tiek ir Smirnovo kriterijai reikalauja, kad sekos ilgis būtu¾nemaµzesnis uµz 50.

4.2.2. Savastingumas i�sivysµciusiose �nansin·ese rinkose

I� pradµziu¾ patikrinsime ar tarptautiniu¾ rinku¾ sekos yra homogeni�kos su ju¾ dalin·emiu¾ sumu¾
sekomis. Tam taikome 26 algoritm ¾a ir sumuodami po m1 = 10 ir m2 = 15 sekos elementu¾,
pagal Andersono kriteriju¾ tikriname homogeni�kum ¾a, bei gauname rezultatus pateiktus lentel·eje
A.16.

I� lentel·es A.16 galima pasteb·eti, kad sumuojant po m1 = 10 nariu¾ nehomogoneni�kos yra
tik 5 sekos, o sumuojant po m2 = 15 nehomogoneni�kos taip pat yra 5 sekos, i�kuriu¾4 sutampa ir
po vien ¾a nesutampa. Kitaip sakant 21 tarptautin·e seka priklauso taip vadinamai stabiliu¾ju¾d·esniu¾
traukos zonai ir yra savastingos.

Toliau tikriname savastingum ¾a, pagal skyrelyje 3.3.2 pateikt ¾a algoritm ¾a 15, t.y. tiriame
ar tenkinamos (3.14) ir (3.15) s ¾alygos. Pasinaudodami straipsnyje [12] (49�55 psl.) pateiktais
br·eµziniais sudarome A.17 lentel¾e.

I� lentel·es A.17 galima daryti toki¾ apibendrinim ¾a: tik 9 sekos i� 26 yra savastingos ISPX,
AMEX, FCHI, GDAXI, DJC, DJ, DJTA, NIKKEI ir S&P. Visos kitos 17 seku¾yra multifraktalin·es.

Lentel·eje A.18 pateiktos skirtingais metodais apskaiµciuotos Hurst indekso reik�m·es (apra�y-
mai pateikti 3.3.2 skyriuje). Koreliacijos koe�cientas �alia indekso parodo indekso patikimum ¾a,
taigi patikimiausiais metodais reik·etu¾ laikyti R/S ir modelio liekanu¾dispersijos metodus.

µZinodami, kad savastingiems procesams stabilumo indeksas � ir Hurst�o eksponent·e H tenk-
ina s ¾alyg ¾a � = 1=H (formul·e (2.1)), sudarykime lentel¾e A.19 su tokiais stulpeliais: R/S metodu
(µzr. 3.3.2 skyreli¾ ir [72, 98, 143] literatūros �altinius) apskaiµciuotas Hurst indeksas H, 1=H, sta-
bilumo parametras �. Patikrinkime ar tikrai tenkinama formul·e (2.1). Galima pasteb·eti (µzr. A.19

1,5

1,55

1,6

1,65

1,7

1,75

1,8

1,85

1,9

1,95

2

1,5 1,55 1,6 1,65 1,7 1,75 1,8 1,85 1,9 1,95 2
1/Hurst

al
fa

Paveikslas 4.9: Priklausomyb·e tarp 1=H ir stabilumo parametro � (pasaulin·es rinkos)

lentel¾e), kad indeksai treµciame ir ketvirtame stulpeliuose yra pana�̄us (teori�kai jie tur·etu¾ būti
lygūs). Vidutinis absoliutinis skirtumas tarp � ir 1=H yra lygus 0,132 (minimumalus 0,004, o
maksimalus 0,27). Neatitikimas tarp teorijos ir praktikos ypaµc i�ry�k·eja paµzvelgus i¾4.9 paveiksl ¾a.
Teori�kai lentel·eje A.19 pateikti ta�kai tur·etu¾būti i�sibarst¾e apie ties¾e y = x, taµciau kaip matome
taip n·era, o tai rei�kia, kad tarptautiniu¾ indeksu¾sekos n·era grieµztai stabiliosios (jos n·era S�S).
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4.2.3. Savastingumas Baltijos �aliu¾rinkose

I�pradµziu¾patikrinsime ar Baltijos �aliu¾sekos yra homogeni�kos su ju¾daliniu¾sumu¾sekomis i�skir-
dami atvejus kai pa�alintos nulin·es gr ¾aµzos ir tirdami pilnas sekas. Tam taikome 26 algoritm ¾a ir
sumuodami po m = 10 sekos elementu¾, pagal Andersono kriteriju¾ tikriname homogeni�kum ¾a, bei
gauname rezultatus pateiktus lentel·eje A.20.

I� lentel·es A.20 matyti, kad abejais atvejais (kai pa�alintos nulin·es gr ¾aµzos ir tiriamos pil-
nos sekos) tik i� ETLAT ir LFO1L pa�alinus nulines gr ¾aµzas, ju¾ akciju¾ sekos yra homogeni�kos
su agreguotomis sekomis (sumuojant po m = 10). Visais kitais atvejais dalin·es sekos n·era ho-
mogeni�kos su pilnomis sekomis, tod·el prielaida, kad jos yra stabiliosios yra labai abejotina.

Toliau tikriname savastingum ¾a, pagal skyrelyje 3.3.2 pateikt ¾a algoritm ¾a 15, t.y. tiriame
ar Baltijos �aliu¾ sekos tenkina (3.14) ir (3.15) s ¾alygas. Sudarome A.21 ir A.22 lenteles atskirai
i�skirdami atvejus kai i�seku¾pa�alintos nulin·es gr ¾aµzos ir kai tiriamos pilnos sekos.

Taµciau apibendrinant.daliniu¾ seku¾ ir visos sekos homogeni�kumo ir absoliutiniu¾ momentu¾
tyrimu¾rezultatus reikia pasteb·eti, kad savastingu¾seku¾Baltijos �aliu¾rinkose i�vis n·era, o i�sekos
pa�alinus nulines gr ¾aµzas yra tik viena multifraktalin·e seka, visos kitos sekos netenkina reikalavimu¾
keliamu¾nei savastingoms nei multifraktalin·ems sekoms.

µZinodami, kad savastingiems procesams stabilumo indeksas � ir Hurst�o eksponent·e H tenk-
ina s ¾alyg ¾a � = 1=H (formul·e (2.1)), i�skirdami sekas kai pa�alintos nulin·es gr ¾aµzos ir tirdami pilnas
sekas,.sudarykime lenteles A.23 ir A.24 su tokiais stulpeliais: R/S metodu (µzr. 3.3.2 skyreli¾ ir
[72, 98, 143] literatūros �altinius) apskaiµciuotas Hurst indeksas H, 1=H, stabilumo parametras �.
Patikrinkime ar tikrai tenkinama formul·e (2.1).

1

1,1

1,2

1,3

1,4

1,5

1,6

1,7

1,8

1,9

2

1 1,2 1,4 1,6 1,8 2 2,2 2,4
1/Hurst

al
fa

Paveikslas 4.10: Priklausomyb·e tarp 1=H ir stabilumo parametro � (Baltijos �aliu¾ rinkos, sekos be nuliniu¾gr ¾aµzu¾)
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1

1,1

1,2

1,3

1,4

1,5

1,6

1,7

1,8

1,9

2

1 1,2 1,4 1,6 1,8 2 2,2 2,4
1/Hurst

al
fa

Paveikslas 4.11: Priklausomyb·e tarp 1=H ir stabilumo parametro � (Baltijos �aliu¾ rinkos, pilnos sekos)

Teori�kai paveiksluose 4.10 ir 4.11 pateikti ta�kai tur·etu¾ būti i�sibarst¾e apie ties¾e y = x,
taµciau kaip matome taip n·era, o tai rei�kia, kad sekos n·era grieµztai stabiliosios (jos n·era S�S).
Galima pasteb·eti (lentel·es A.23 ir A.24, pav. 4.10 ir 4.11), kad atitikimas tarp stabilumo indekso
� ir Hurst indekso 1=H yra tik kai i�seku¾pa�alinamos nulin·es gr ¾aµzos.

4.3. Mi�riojo-stabiliojo modelio taikymas

I¾vertin¾e �nansiniu¾seku¾stabiliuosius parametrus (µzr. 2.2 ir 2.3 bei A.14 ir A.15 lenteles), turime
patikrinti neparametrines suderinamumo hipotezes. Klasikiniu atveju gr ¾aµzos yra tolydieji a.d.
ir suderinamumo testai (Kolmogorovo�Smirnovo ir Andersono�Darlingo) puikiai tinka. Taµciau
mi�rusis modelis negali būti priskiriamas prie tolydµziu¾ju¾. Tod·el yra taikomas Koutrouvelio krite-
rijus, paremtas empirine charakteristine funkcija [80], bei modi�kuotas �2 (Romanovskio) meto-
das [75] (µzr. 3.4.2.3 pried ¾a).

Analizuojant mi�riojo skirstinio ir empiriniu¾duomenu¾ suderinamum ¾a Baltijos �aliu¾ rinkoje
tikrintos hipotez·es: ar empiriniai duomenys atitinka teorini¾pasiskirstym ¾a (Gauss�o, mi�ru¾ji¾Gauss�o,
stabilu¾ji¾ ir mi�ru¾ji¾stabilu¾ji¾) su 5% pasikliovimo lygmeniu. Suderinamumas tikrintas trimis meto-
dais, o gauti rezultatai pateikti lentel·eje 4.9.

4.9. Lentel·e. Modeliu¾adekvatumo tikrinimo rezultatai (neatmestini/atmestini atvejai su 0.05 pasikliovimo lygme-
niu).

Metodas / Modelis Gauso mi�rusis Gauso stabilusis mi�rusis stabilusis
Modi�kuotas �2 0/64 7/57 0/64 52/12
Koutrouvelio 0/64 39/25 46/18 63/1
Andersono�Darlingo 0/64 netaikomas 0/64 netaikomas

Lentel·eje 4.10 pateikiami detalesni stabiliojo mi�riojo modelio suderinamumo testu¾ rezul-
tatai.

Galima pasteb·eti, kad kai nuliniu¾ gr ¾aµzu¾ skaiµcius did·eja, mi�rusis modelis geriau atitinka
empirinius duomenis.
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4.10. Lentel·e. Mi�riojo modelio adekvatumo priklausomybe nuo nuliniu¾ gr ¾aµzu¾ skaiµciaus (suderinamumo hipotez·es
neatmetimo procentai).

Nuliniu¾ gr ¾aµzu¾ seku¾ skaiµcius modi�kuotas �2 Koutrouvelis
0,1�0,2 2 100 100
0,2�0,3 2 100 100
0,3�0,4 8 25,00 25,00
0,4�0,5 17 64,71 94,12
0,5�0,6 14 71,43 100
0,6�0,7 15 86,67 100
0,7�0,8 4 100 100
0,8�0,9 2 100 100

4.4. Nuliniu¾būsenu¾seriju¾ ilgiu¾pasiskirstymas

Schemoje 3.24 pateikta duomenu¾ transformavimo i� būsenu¾ indikatoriu¾ i¾ nuliniu¾ (vienetiniu¾)
būsenu¾ posekiu¾ ilgiu¾ sek ¾a schema. Pagal �i ¾a schem ¾a sudarykime nuliuku¾ ilgiu¾ sek ¾a. Kaip jau
buvo min·eta anksµciau, teori�kai, �i seka tur·etu¾būti pasiskirsµciusiu¾pagal geometrini¾d·esni¾, taµciau
i�lentel·es 4.11 ir pav. 4.12 pastebime, kad kiti d·esniai mūsu¾duomenis (57 sekas) apra�o geriau.

4.11. Lentel·e. Nuliuku¾ seku¾ ilgiu¾pasiskirstymas duomenu¾ sekose

Pasikliovimo
lygmuo

Hurwitz Hurwitz
apibend

Apibendrintas
logaritminis

Diskretus
stabilus

Puasono Apibendrintas
Puasono

Geometrinis

0,01 94,74% 96,49% 63,16% 26,32% 0,00% 1,75% 1,75%
0,025 91,23% 91,23% 50,88% 22,81% 0,00% 1,75% 1,75%
0,05 87,72% 84,21% 42,11% 17,54% 0,00% 1,75% 1,75%
0,1 80,70% 78,95% 31,58% 12,28% 0,00% 1,75% 1,75%

Tyrimas parod·e, kad empirinius duomenis geriausiai apra�o Hurwitz�o dzeta d·esnis (tiko 81�
95%). �is rezultatas leidµzia kelti hipotez¾e, kad nuliniu¾bei vienetiniu¾būsenu¾pasiskirstymai n·era
atsitiktiniai, o tai rei�kia, kad realios nuliniu¾(vienetiniu¾) būsenu¾sekos n·era pasiskirsµciusios pagal
binomini¾d·esni¾. Atliktas Wald-Wolfowitz µzenklu¾kriterijaus testas parod·e, kad beveik visos Baltijos
�aliu¾sekos (i�skyrus ETLAT) n·era grynai atsitiktin·es, su pasikliovimu lygmenimis (0.008,. . . , 0.1).
Tai leidµzia teigti, kad būsenu¾indikatoriu¾sekos n·era grynai atsitiktin·es ir tokiu atveju i�kyla svarbus
priklausomyb·es pobūdµzio klausimas.

4.4.1. Markovo tipo priklausomyb·es sekose nustatymas

Patikrinti ar seka sudaro m-tosios (m = 0; 1; : : : ) eil·es Markovo grandin¾e buvo taikytas Hoelio
[64] pasiūlytas kriterijus. Norint patikrinti hipotez¾e Hm:m+10 : seka sudaro m-tosios (m = 0; 1; : : : )
eil·es Markovo grandin¾e, su alternatyvia hipoteze Hm:m+11 : seka sudaro (m+1)-tosios eil·es Markovo
grandin¾e, skaiµciuojama statistika

L = 2
X
i;:::;l

nij:::kl

�
ln
nij:::kl
nij:::k�

� ln n�j:::k
n�j:::k�

�
; (4.1)

kuri yra pasiskirsµciusi pagal �2 d·esni¾su sm�1(s�1)2 laisv·es laipsniais, µcia s yra Markovo grandin·es
būsenu¾skaiµcius, skaiµcius nij:::kl rodo kiek kartu¾sistema pateko i¾būsen ¾a ij : : : kl, � parodo indeks ¾a
pagal kuri¾ atliekamas sumavimas (n�j:::kl- sumuojama pagal pirm ¾aji¾ indeks ¾a, nij:::k�- sumuojama
pagal paskutini¾ji¾indeks ¾a, n�j:::k�- sumuojama pagal pirm ¾aji¾ir paskutini¾ji¾indeksus). Priklausomai
nuo eil·es m būsenu¾indeksu¾(ij : : : kl) skaiµcius yra lygus m+1. Tikrinant ar seka yra nulin·es eil·es
Markovo grandin·e (H0:10 ), galima nustatyti ar ji yra Bernulio schemos sugeneruota seka, t.y. ar ji
yra atsitiktin·e. �iame darbe tikrintos 5 hipotez·es: H0:10 , H

1:2
0 , H

2:3
0 , H

3:4
0 , H

4:5
0 . �iu¾testu¾rezultatai

esant skirtingiems pasikliovimo lygmenims pateikti Lentel·eje 4.12.
Skaiµciai lentel·eje rodo kiek kartu¾ i� 60 akciju¾ atitinkama hipotez·e nebuvo atmesta. Ne-
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hurwitz apib-hurwitz apibendr log diskret stabilus puason apibendr puason geom

Paveikslas 4.12: Nuliuku¾ seku¾ ilgiu¾pasiskirstymo duomenu¾ sekose priklausomyb·e nuo pasikliovimo lygmens
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8
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s

q

Paveikslas 4.13: Hurwitz d·esnio parametru¾ i�sibarstymas
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4.12. Lentel·e. Hipoteziu¾H0:10 , H1:20 , H2:30 , H3:40 , H4:50 testu¾ rezultatai priklausomai nuo pasikliovimo lygmens.

 H0:10 H1:20 H2:30 H3:40 H4:50 atmesta
0:1 1 4 12 21 34 25
0:05 1 4 13 26 41 18
0:01 2 9 22 38 50 9
0:001 3 11 28 44 56 3

sunkiai galima pasteb·eti, kad nulin·es eil·es Markovo grandiniu¾arba kitaip sakant Bernulio schem ¾a
atitinkanµciu¾seku¾prakti�kai n·era. Esant  = 10% pasikliovimo lygmeniui 4 eil·es Markovo grandiniu¾
yra apie 50%, tuo tarpu esant  = 0:1% pasikliovimo lygmeniui tokiu¾seku¾ jau yra 95%.

Algoritmas 21 Markovo grandin·es eil·es nustatymas markov(x; nn1)
�Tikslas: nustatyti kelintos eil·es Markovo grandin·e yra duotoji nuliuku¾vienetuku¾seka x;
I¾·ejimo parametrai: x (nn1 matis nuliuku¾-vienetuku¾ skaiµciu¾ masyvas) duomenu¾ seka, nn1

(sveikasis skaiµcius) sekos ilgis;
I�·ejimo parametrai: L (�e�iamatis realiu¾skaiµciu¾masyvas) statistikos L reik�m·e, esant skirtin-

goms Markovo grandin·es eil·ems m;
Naudojama atmintis: papildomos atminties reikia elementu¾ saugojimui nij:::kl (kiek kartu¾

sistema pateko i¾būsen ¾a ij : : : kl), tad reikia po vien ¾a 22, 23, 24, 25, 26 ir 27 dydµzio sveiku¾ skaiµciu¾
matric ¾a;

Laiko s ¾anaudos: priklauso nuo sekos ilgio nn1;
Apra�ymas: Hipotez·es Hm:m+10 tikrinimas: seka sudaro m-tosios (m = 0; 1; : : : ) eil·es Markovo

grandin¾e, su alternatyvia hipoteze Hm:m+11 : seka sudaro (m + 1)-osios eil·es Markovo grandin¾e,

skaiµciuojama statistika L = 2
P
i;:::;l

nij:::kl

�
ln

nij:::kl
nij:::k�

� ln n�j:::k
n�j:::k�

�
, kuri yra pasiskirsµciusiu¾ pagal �2

d·esni¾ su sm�1(s � 1)2 laisv·es laipsniais, µcia s yra Markovo grandin·es būsenu¾ skaiµcius, skaiµcius
nij:::kl rodo kiek kartu¾sistema pateko i¾būsen ¾a ij : : : kl, o � parodo indeks ¾a pagal kuri¾atliekamas
sumavimas (n�j:::kl � sumuojama pagal pirm ¾aji¾ indeks ¾a, nij:::k� � sumuojama pagal paskutini¾ji¾
indeks ¾a, n�j:::k� �sumuojama pagal pirm ¾aji¾ ir paskutini¾ji¾ indeksus). Priklausomai nuo eil·es m
būsenu¾ indeksu¾(ij : : : kl) skaiµcius yra lygus m+ 1

� Sukuriama tu�µcia per·ejimu¾tarp būsenu¾matrica x3[] : : : [] = 0 ;
� Suskaiµciuojamas per·ejimu¾tarp būsenu¾skaiµcius x3 (toliau dirbama tik su �ia matrica);
� Skaiµciuojamos sumos S1 = n�j:::kl, S2 = nij:::k� ir S3 = n�j:::k�;
� Skaiµciuojama statistika L (4.1).

Algoritmas://� � -hipoteze nulis pries viena m=0� � � � -//

1. FOR i = 0 TO 1 DO

1.1. FOR j = 0 TO 1 DO

1.1.1. x3[i][j] = 0;
1.1.2. j = j + 1;

1.2. i = i+ 1;

2. FOR i = 0 TO nn1� 2 DO

2.1. j = i+ 1;
2.2. x3[x[i]][x[j]] = x3[x[i]][x[j]] + 1;
2.3. i = i+ 1;

3. S3 = 0;
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4. FOR i = 0 TO 1 DO

4.1. FOR j = 0 TO 1 DO

4.1.1. S3 = S3 + x3[i][j];
4.1.2. j = j + 1;

4.2. i = i+ 1;

5. L[m� 1] = 0;
6. FOR i = 0 TO 1 DO

6.1. S1 = 0;
6.2. FOR j = 0 TO 1 DO

6.2.1. S1 = S1 + x3[i][j];
6.2.2. j = j + 1;

6.3. FOR k = 0 TO 1 DO

6.3.1. S2 = 0;
6.3.2. FOR l = 0 TO 1 DO

6.3.2.1. S2 = S2 + x3[l][k];
6.3.2.2. l = l + 1;

6.3.3. L[0] = L[0] + x3[i][k] � (ln(x3[i][k]=S1)� ln(S2=S3));
6.3.4. k = k + 1;

6.4. i = i+ 1;

7. L[0] = 2 � L[0]; /*� trumpumo deliai pateikiu tik aukstesnes eiles skaiµciavimus� *//

/� � � � � � � � � � � �trys pries keturis m=3� � � � � -//
8. FOR i = 0 TO 1 DO

8.1. FOR j = 0 TO 1 DO
8.1.1. FOR k = 0 TO 1 DO

8.1.1.1. FOR l = 0 TO1 DO
8.1.1.1.1. FOR k1 = 0 TO 1 DO

8.1.1.1.1.1. x6[i][j][k][l][k1] = 0;
8.1.1.1.1.2. k1 = k1 + 1;

8.1.1.1.2. l = l + 1;
8.1.1.2. k = k + 1;

8.1.2. j = j + 1;
8.2. i = i+ 1;

9. FOR i = 0 TO nn1� (m+ 1) DO
9.1. j = i+ 1;
9.2. k = i+ 2;
9.3. l = i+ 3;
9.4. k1 = i+ 4;
9.5. x6[x[i]][x[j]][x[k]][x[l]][x[k1]] = x6[x[i]][x[j]][x[k]][x[l]][x[k1]] + 1;
9.6. i = i+ 1;

10. L[3] = 0;
11. FOR i = 0 TO 1 DO

11.1. FOR j = 0 TO 1 DO
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11.1.1. FOR k = 0 TO 1 DO
11.1.1.1. FOR l = 0 TO 1 DO

11.1.1.1.1. S1 = 0;
11.1.1.1.2. S3 = 0;
11.1.1.1.3. FOR k1 = 0 TO 1 DO

11.1.1.1.3.1. S1 = S1 + x6[i][j][k][l][k1];
11.1.1.1.3.2. FOR z = 0 TO 1 DO

11.1.1.1.3.2.1. S3 = S3 + x6[z][j][k][l][k1];
11.1.1.1.3.2.2. z = z + 1;

11.1.1.1.3.3. k1 = k1 + 1;
11.1.1.1.4. FOR k1 = 0 TO 1 DO

11.1.1.1.4.1. S2 = 0;
11.1.1.1.4.2. FOR z = 0 TO 1 DO

11.1.1.1.4.2.1. S2 = S2 + x6[z][j][k][l][k1];
11.1.1.1.4.2.2. z = z + 1;

11.1.1.1.4.3. L[3] = L[3] + x6[i][j][k][l][k1] � (ln(x6[i][j][k][l][k1]=S1) �
ln(S2=S3));

11.1.1.1.4.4. k1 = k1 + 1;
11.1.1.1.5. l = l + 1;

11.1.1.2. k = k + 1;
11.1.2. j= j + 1;

11.2. i = i+ 1;
12. L[3] = 2 � L[3];

Analogi�kai pridedant po vien ¾a papildom ¾a matavim ¾a galima skaiµciuoti L statistik ¾a ir auk�tesn·es
eil·es Markovo grandin·ems (palyginti algoritm ¾a nuo 1 iki 7 su nuo 8 iki 12 eilut·emis). �

4.5. Vertybiniu¾popieriu¾portfelio sudarymas

Prie�sudarydami vertybiniu¾popieriu¾portfeli¾, didµziausio tik·etinumo metodu i¾vertiname pasirinktu¾
seku¾(MNF1L, LDJ1L, VNF1R, NRM1T, MKO1T, GZE1R, ETLAT, VNG1L, SNG1L, TEO1L)
stabiliojo d·esnio parametrus: �, �, �, �. Gauti rezultatai pateikiami 4.13 lentel·eje.

4.13. Lentel·e. Stabiliu¾ju¾ seku¾parametru¾ i¾verµciai

Akcija � � � �
ETLAT 1,5309 -0,0649 0,0004 0,0067
GZE1R 1,2656 0,0559 0,0019 0,0091
LDJ1L 1,6094 0,1585 0,0019 0,0133
MKO1T 1,6313 0,1252 0,0030 0,0118
MNF1L 1,6283 0,1310 0,0020 0,0162
NRM1T 1,6158 0,0171 0,0008 0,0071
SNG1L 1,2872 0,3317 0,0059 0,0093
TEO1L 1,7832 0,0354 0,0000 0,0107
VNF1R 1,6789 0,2737 0,0028 0,0161
VNG1L 1,5384 0,1209 0,0025 0,0133

4.5.1. Ry�iu¾tarp seku¾nustatymas

Apskaiµciuokime kovarianti�kum ¾a pagal (3.18) ir kodiferencij ¾a pagal (3.21) de�imµciai ilgiausias sekas
turinµciu¾akciju¾ ir sudarykime koreliaciju¾ (4.14 ir 4.15 lentel·es) lenteles (seku¾ ilgiai suvienodinti ir
yra 1427).
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4.14. Lentel·e. Apibendrintas koreliacijos koe�cientas (simetrinis)�

TEO1L SNG1L VNG1L ETLAT GZE1R MKO1T NRM1T VNF1R LDJ1L MNF1L
TEO1L 1 0,104 0,1466 0,3269 0,1344 0,4468 0,1613 0,2519 0,1522 0,1351
SNG1L 0,104 1 0,157 0,1269 0,1442 0,1219 0,1471 0,1271 0,1784 0,1322
VNG1L 0,1466 0,157 1 0,1587 0,2365 0,1599 0,1951 0,2277 0,1648 0,2056
ETLAT 0,3269 0,1269 0,1587 1 0,1583 0,3423 0,17 0,179 0,1544 0,1556
GZE1R 0,1344 0,1442 0,2365 0,1583 1 0,1464 0,1862 0,2013 0,1546 0,1874
MKO1T 0,4468 0,1219 0,1599 0,3423 0,1464 1 0,1681 0,1873 0,1333 0,1512
NRM1T 0,1613 0,1471 0,1951 0,17c 0,1862 0,1681 1 0,2054 0,1943 0,1962
VNF1R 0,2519 0,1271 0,2277 0,179 0,2013 0,1873 0,2054 1 0,1584 0,1701
LDJ1L 0,1522 0,1784 0,1648 0,1544 0,1546 0,1333 0,1943 0,1584 1 0,18
MNF1L 0,1351 0,1322 0,2056 0,1556 0,1874 0,1512 0,1962 0,1701 0,18 1

�visi reik�mingi su pasikliovimo lygmeniu, didesniu uµz 0,006.

4.15. Lentel·e. Kodiferencijos normos koe�cientas (visi reik�mingi).

TEO1L SNG1L VNG1L ETLAT GZE1R MKO1T NRM1T VNF1R LDJ1L MNF1L
TEO1L 1 0,0065 0,0088 0,34 0,011 0,8072 0,0081 0,0569 0,0155 0,0024
SNG1L 0,0065 1 0,0396 0,0021 0,0299 0,001 0,0042 0,0044 0,0033 0,0044
VNG1L 0,0088 0,0396 1 0,0115 0,1016 0,0172 0,0312 0,0442 0,0174 0,0848
ETLAT 0,34 0,0021 0,0115 1 0,019 0,3744 0,0136 0,02 0,0092 0,0082
GZE1R 0,011 0,0299 0,1016 0,019 1 0,0185 0,0246 0,0266 0,0085 0,0296
MKO1T 0,8072 0,001 0,0172 0,3744 0,0185 1 0,015 0,0267 0,0078 0,0111
NRM1T 0,0081 0,0042 0,0312 0,0136 0,0246 0,015 1 0,0231 0,0281 0,0447
VNF1R 0,0569 0,0044 0,0442 0,02 0,0266 0,026 0,0231 1 0,0017 0,0151
LDJ1L 0,0155 0,0033 0,0174 0,0092 0,0085 0,0078 0,0281 0,0017 1 0,0307
MNF1L 0,0024 0,0044 0,0848 0,0082 0,0296 0,0111 0,0447 0,0151 0,0307 1

Kita vertus, portfelio teorijoje reikalinga kovariacija arba jos atitikmuo, tod·el pateikiame ir
apibendintu¾kovariaciju¾ lenteles ( 4.16 ir 4.17 lentel·es)

4.16. Lentel·e. Kovarianti�kumo koe�cientas

TEO1L SNG1L VNG1L ETLAT GZE1R MKO1T NRM1T VNF1R LDJ1L MNF1L
TEO1L 0,0031 0,0008 0,0012 0,0028 0,0013 0,0029 0,0013 0,0017 0,0014 0,0011
SNG1L 0,0008 0,0084 0,0014 0,0012 0,0015 0,0009 0,0014 0,001 0,0017 0,0012
VNG1L 0,0012 0,0014 0,0091 0,0016 0,0026 0,0012 0,0019 0,0018 0,0017 0,0019
ETLAT 0,0028 0,0012 0,0016 0,0103 0,0018 0,0028 0,0018 0,0016 0,0017 0,0015
GZE1R 0,0013 0,0015 0,0026 0,0018 0,0125 0,0014 0,0021 0,002 0,0018 0,002
MKO1T 0,0029 0,0009 0,0012 0,0028 0,0014 0,0063 0,0013 0,0013 0,0012 0,0012
NRM1T 0,0013 0,0014 0,0019 0,0018 0,0021 0,0013 0,0088 0,0017 0,0021 0,0019
VNF1R 0,0017 0,001 0,0018 0,0016 0,002 0,0013 0,0017 0,0071 0,0014 0,0014
LDJ1L 0,0014 0,0017 0,0017 0,0017 0,0018 0,0012 0,0021 0,0014 0,011 0,0018
MNF1L 0,0011 0,0012 0,0019 0,0015 0,002 0,0012 0,0019 0,0014 0,0018 0,0091

Pavyzdµziui, i�duotu¾ju¾akciju¾ galima sudaryti portfelius (pagal (3.23) ir (3.24) sistemas) su
tokiais optimaliais svoriais (µzr. 4.18 lentel¾e).
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4.17. Lentel·e. Kodiferencijos koe�cientas

TEO1L SNG1L VNG1L ETLAT GZE1R MKO1T NRM1T VNF1R LDJ1L MNF1L
TEO1L 7,4E-04 1,1E-05 1,3E-05 6,0E-04 2,1E-05 6,0E-04 1,1E-05 3,5E-05 2,6E-05 3,0E-06
SNG1L 1,1E-05 4,2E-04 2,0E-05 1,6E-06 1,7E-05 1,6E-06 2,1E-06 5,7E-06 1,6E-06 2,9E-06
VNG1L 1,3E-05 2,0E-05 4,0E-04 8,7E-06 7,2E-05 2,2E-05 1,2E-05 4,4E-05 9,1E-06 3,9E-05
ETLAT 6,0E-04 1,6E-06 8,7E-06 1,1E-03 1,7E-05 6,0E-04 1,0E-05 2,6E-05 7,3E-06 6,9E-06
GZE1R 2,1E-05 1,7E-05 7,2E-05 1,7E-05 6,4E-04 3,3E-05 1,7E-05 4,0E-05 5,3E-06 2,6E-05
MKO1T 6,0E-04 1,6E-06 2,2E-05 6,0E-04 3,3E-05 7,2E-04 1,9E-05 1,4E-05 1,2E-05 1,2E-05
NRM1T 1,1E-05 2,1E-06 1,2E-05 1,0E-05 1,7E-05 1,9E-05 3,4E-04 2,2E-05 1,4E-05 1,9E-05
VNF1R 3,5E-05 5,7E-06 4,4E-05 2,6E-05 4,0E-05 1,4E-05 2,2E-05 2,4E-04 2,1E-06 1,2E-05
LDJ1L 2,6E-05 1,6E-06 9,1E-06 7,3E-06 5,3E-06 1,2E-05 1,4E-05 2,1E-06 5,2E-04 2,0E-05
MNF1L 3,0E-06 2,9E-06 3,9E-05 6,9E-06 2,6E-05 1,2E-05 1,9E-05 1,2E-05 2,0E-05 4,0E-04

4.18. Lentel·e. Optimalūs vertybiniu¾popieriu¾portfelio svoriai i�sprendus (3.23) ir (3.24) sistemas.

(3.23) (3.24)
TEO1L 0.01931127121831664739 0.00000458324159077873
SNG1L 0.14748791669745869859 0.20832600703143941412
VNG1L 0.06520432421240375531 0.07441099228178453540
ETLAT 0.02316874195215026799 0.00877015050036948456
GZE1R 0.06396124707815362131 0.26926385550778603184
MKO1T 0.00856555150906847772 0.12372356319707422667
NRM1T 0.13592436635025012537 0.04210572877402151554
VNF1R 0.28168613842527678859 0.11068516003731768138
LDJ1L 0.11707050740499311270 0.07642465720903288129
MNF1L 0.13761993515192852411 0.08628530221958331803

Pastebima, kad �ios dienos kursu portfelis (3.23) duotu¾ didesni¾ peln ¾a (2007 m. rugs·ejo 15
d.).

4.6. Programin·es i¾rangos pasirinkimas, kūrimas ir testavimas

Atliekant disertacijoje minimus tyrimus ir realizuojant pateiktus algoritmus buvo naudojamos
skirtingos programin·es priemon·es: JAVA ir C++ sukurti moduliai bei MathCad (µzr. schem ¾a 4.14).
Universaliu¾ programavimo kalbu¾ panaudojimas leido efektyviai taikyti iteracinius algoritmus ir
nestabdant darbo t ¾a pati¾ algoritm ¾a taikyti i� eil·es visoms duomenu¾ sekoms. Skaiµciavimai buvo
atliekami tiek personaliniu kompiuteriu �Intel Pentium IV 1.6 GHz, RAM 512 MB, MS Windows
2000 OS, tiek ir superkompiuteriu http://vilkas.vtu.lt �Intel Pentium IV 3.207 GHz, RAM 1024
MB, Linux OS. Visi programiniai moduliai (99%) buvo sukurti savaranki�kai, naudojant MS Visual
C++ 6.0 paket ¾a ir Borland JBuilder 10. Lik¾es 1% (atsitiktiniu¾ dydµziu¾ generatorius, statistiniai
paketai ir specialiosios Beselio funkcijos) algoritmu¾realizaciju¾buvo surastas internete per Google
paie�kos sistem ¾a. MathCad sistemos funkcijos 100% sukurtos savaranki�kai (i�skyrus standartines
MathCad funkcijas).

4.6.1. Superkompiuterio naudojimas ir lygiagretusis skaiµciavimas

Kartu su personaliniu kompiuteriu (su vienu procesoriumi), atlikti sud·etingiems ir daug resursu¾
reikalaujantiems skaiµciavimams, buvo naudojamas ir klasteris VILKAS10 �tai mi�rios architektūros
lygiagreµciu¾ju¾skaiµciavimu¾ma�ina, kuri ¾a �iuo metu sudaro 21 vienprocesorinis ir 10 dviprocesoriniu¾
SMP technologijos Intel R architektūros personaliniu¾ kompiuteriu¾, sujungtu¾ Gigabit Ethernet

10Klasterio resursais naudojasi ne tik VGTU mokslininkai ir doktorantai, bet ir kitu¾ Lietuvos mokslo bei akademiniu¾
instituciju¾ darbuotojai. vilkas.vtu.lt

107



Paveikslas 4.14: Sukurtosios programin·es i¾rangos schema.

technologija i¾ lokalu¾ tinkl ¾a. Tokiu būdu gauntas mi�rios lygiagreµcios architektūros (bendros ir
paskirstytos atminties) kompiuteris. Trumpa klasterio VILKAS kon�gūracija pateikta pav. 4.19

4.19. Trumpa klasterio VILKAS kon�gūracija

Procesoriu¾ skaiµcius 41
Mazgu¾ skaiµcius 31
Bendras RAM kiekis, GB 31
Bendras diskin·es erdv·es dydis, GB 4050
Scratch mazguose, GB 185 arba 70
Max greitis Pmax , G�op/s 162,4
Teorinis komunikaciju¾ tarp mazgu¾greitis, Mbit/s 1000

Superkompiuterio mazgai buvo naudojami i¾vertinti visu¾ tyrin·etu¾ stabiliu¾ju¾ seku¾ parame-
trams bei atlikti kitiems skaiµciavimams. Kadangi buvo tiriama vir�200 realiu¾seku¾ir vir�1.000.000
sugeneruotu¾seku¾, tai superkompiuterio panaudojimas µzymiai paspartino tyrimu¾eig ¾a. Daugumai
skaiµciavimu¾ buvo naudojamas tik vienas mazgas, taµciau testai buvo atliekami ir su skaiµciavi-
mais 2, 3 ir 4 mazguose. Vienas i� pagrindiniu¾ darbo tikslu¾ buvo i�tirti parametru¾ vertinimo
algoritmu¾ efektyvum ¾a. Efektyvumas buvo tiriamas dviem aspektais: parametru¾ vertinimo tiks-
lumas ir sparta (trukm·e sugai�tama parametrams i¾vertinti). Parametru¾ vertinimo tikslumas yra
aptariamas rezultatu¾dalyje (3.2.4.4 skyriuje). Parametru¾vertinimo trukm·e akivaizdu, kad prik-
lauso nuo sekos ilgio ir norint nustatyti �ios priklausomyb·es tip ¾a buvo atliekami testavimai su-
perkompiuteriu. Tam buvo generuojamos skirtingo ilgio (nuo 100 iki 30000) stabiliosios sekos
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4.20. Skaiµciavimams naudotu¾kompiuteriu¾kon�gūracijos

compute-1-9.local compute-0-19.local
Procesorius 2 x 1.36 Ghz 2 x 3.13 Ghz
Atmintis, RAM 0.99 GB 0.99 GB
Kietas diskas 77.764 GB 195.879 GB
OS Linux 2.6.9-22.ELsmp (x86) Linux 2.6.9-22.ELsmp (x86)

(� = 1:45; � = 0:15; � = 0:5; � = 0:5), �ioms sekoms buvo skaiµciuojami parametru¾ i¾verµciai, o
kiekvienas eksperimentas buvo kartojamas 50�100 kartu¾. Eksperimentai buvo atliekami dviejuose
skirtinguose mazguose, kuriu¾apra�ymas pateiktas 4.20 lentel·eje. Eksperimento rezultatai pateikti
lentel·eje 4.22, o gra�n·e parametru¾vertinimo trukm·es priklausomyb·e nuo sekos ilgio pateikta 4.15
ir 4.16 paveiksluose.

4.21. Lentel·e. Parametru¾vertinimo trukm·es priklausomyb·es nuo sekos ilgio tyrimo rezultatai. Procesorius P3

Sekos
ilgis

Vidutinis
laikas, s

Minimalus
laikas, s

Maksima-
lus laikas,
s

Standarti-
nis
nuokrypis

Sekos
ilgis

Vidutinis
laikas, s

Minimalus
laikas, s

Maksima-
lus laikas,
s

Standarti-
nis
nuokrypis

100 7,12 4,56 0,72 22,36 2500 215,52 151,30 50,14 799,58
200 13,76 8,82 4,69 54,35 3000 270,55 208,93 59,85 860,70
300 22,82 15,34 7,87 78,37 3500 273,31 211,40 80,63 963,97
400 31,12 24,00 10,24 157,92 4000 382,68 355,39 64,36 1634,42
500 44,19 32,07 11,73 180,66 4500 420,07 354,47 112,12 1746,85
600 45,97 35,02 13,52 198,76 5000 454,31 355,66 113,11 1643,45
700 52,53 34,47 16,33 163,29 5500 456,42 415,43 115,98 2002,48
800 63,12 44,92 19,21 246,34 6000 519,35 445,45 16,59 1864,61
900 58,46 32,28 22,45 154,86 6500 544,30 450,99 67,46 1887,93
1000 77,99 60,42 19,44 319,36 7000 570,27 437,25 161,01 1942,91
1100 81,74 59,58 19,03 311,25 7500 548,14 424,45 11,42 1892,28
1200 90,58 56,65 28,45 267,30 8000 641,43 414,41 180,39 1809,91
1300 95,39 64,55 29,60 326,15 8500 707,79 516,39 214,69 2041,61
1400 86,61 52,70 27,52 279,81 9000 726,71 514,23 202,16 2112,37
1500 135,76 85,66 25,29 461,04 9500 789,97 494,08 172,01 1848,06
1600 144,25 107,52 34,60 722,20 10000 673,28 399,03 231,43 1791,16
1700 150,85 109,87 41,60 473,00 15000 890,35 437,64 78,64 1986,89
1800 118,92 77,44 41,33 420,32 20000 1101,67 500,12 11,36 2108,67
1900 152,04 138,13 46,39 1107,40 25000 1258,37 557,67 16,86 2091,23
2000 158,93 132,71 47,94 961,16 30000 1402,32 560,88 69,98 2131,89
2100 151,00 109,31 47,05 604,12 35000 1541,62 525,63 15,09 2099,89

I� gra�ku¾ 4.15 ir 4.16 akivaizdu, kad priklausomyb·e yra tiesiogin·e, taµciau ne tiesin·e, tai
patvirtina polinomin·es bei laipsnin·es priklausomyb·es determinacijos koe�cientai (atitinkamaiR2 =
0; 9431, R2 = 0; 9721).

Vienprocesorinio kompiuterio naudojimas tokiam eksperimentui n·era efektyvus, nes atlikti
vis ¾a eksperiment ¾a uµztrunka apie 3 m·enesius. Logi�ka tokiu atveju panaudoti daugiaprocesorini¾
superkompiuteri¾ ir dalies seku¾analiz¾e perkelti i¾daugiau procesoriu¾. Toks i�skaidymas parametru¾
vertinimo algoritmuose yra bene vienitelis būdas paspartinti tyrimus, taµciau realios sekos analizei
tai neturi i¾takos (nors galima lygiagretinti).
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Paveikslas 4.15: Parametru¾vertinimo laiko priklausomyb·e nuo duomenu¾ sekos ilgio. Procesorius Pentium 3.
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Paveikslas 4.16: Parametru¾vertinimo laiko priklausomyb·e nuo duomenu¾ sekos ilgio. Procesorius Pentium 4.
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4.22. Lentel·e. Parametru¾vertinimo trukm·es priklausomyb·es nuo sekos ilgio tyrimo rezultatai. Procesorius P4

Sekos
ilgis

Vidutinis
laikas, s

Minimalus
laikas, s

Maksima-
lus laikas,
s

Standarti-
nis
nuokrypis

Sekos
ilgis

Vidutinis
laikas, s

Minimalus
laikas, s

Maksima-
lus laikas,
s

Standarti-
nis
nuokrypis

100 5,47 3,13 1,70 17,89 2500 166,94 102,15 51,41 513,65
200 11,99 8,05 3,61 37,83 3000 206,62 171,54 55,38 927,48
300 20,60 15,25 6,39 81,55 3500 243,14 195,73 69,19 1004,82
400 23,16 14,86 7,74 69,64 4000 306,65 248,78 73,79 1169,80
500 32,95 25,85 9,17 123,41 4500 309,23 269,44 75,11 1554,70
600 41,88 27,40 11,54 139,57 5000 363,42 312,66 99,90 1656,25
700 41,91 24,78 7,50 124,60 5500 344,11 315,89 115,29 1751,00
800 50,08 30,34 14,32 125,12 6000 479,92 390,85 125,90 1840,32
900 59,69 35,02 13,41 175,40 6500 528,93 463,85 140,82 1999,18
1000 65,54 45,05 15,45 241,61 7000 538,04 416,50 122,67 1905,05
1100 75,39 39,30 22,56 186,65 7500 473,09 381,73 142,72 1954,60
1200 90,28 61,16 23,60 304,69 8000 550,19 442,97 133,93 2029,07
1300 95,31 74,25 26,66 346,16 8500 520,82 367,39 144,29 1796,03
1400 86,79 60,79 27,06 319,55 9000 657,39 512,15 177,43 2113,71
1500 103,25 63,44 28,21 340,68 9500 616,18 435,37 105,09 2063,98
1600 111,29 76,33 32,74 451,94 10000 645,54 441,62 29,08 1991,04
1700 106,33 93,65 30,27 545,20 15000 936,99 451,65 134,41 1957,42
1800 120,62 82,16 31,89 357,69 20000 1024,55 444,44 33,24 1996,57
1900 132,24 85,41 33,75 407,53 25000 1232,16 550,36 156,70 2101,67
2000 134,78 105,34 33,94 585,65 30000 1374,87 516,54 60,20 2109,86
2100 139,72 101,28 41,40 739,32 35000 1485,05 580,78 88,33 2133,39

4.6.2. Internetinis puslapis

Programin·es i¾rangos demo versija galima rasti adresu www.kabasinskas.tk. �i demonstracin·e pro-
gramin·es i¾rangos versija sudaryta i�triju¾valdymo langu¾:
1. stabiliu¾ju¾atsitiktiniu¾dydµziu¾sekos generavimas �programa su nudytais parametrais (�,�,�,�)

sugeneruoja norimo ilgio gr ¾aµzu¾sek ¾a.
2. parametru¾skaiµciavimas �didµziausio tik·etinumo metodu i¾vertinami sugeneruotos arba i�anksto

numatytu¾ seku¾ parametrai, t. y. randami ju¾ i¾verµciai (�,�,�,�) ir apskaiµciuoja Andersano�
Darlingo kriterijaus reik�m·e.

3. vertybiniu¾ popieriu¾ portfelio sudarymas � i� pateikto akciju¾ s ¾ara�o sudaro optimalu¾ portfeli¾
(Minimax, MAD ir pagal (3.24) sistem ¾a). Optimalus sprendinys gali būti randamas kintamos
metrikos arba atsitiktin·es paie�kos metodais (pradinis ta�kas parenkamas generuojant svoriu¾
rinkini¾ir i�renkant t ¾a su kuriuo tikslo funkcija i¾gyja maµziausi ¾a reik�m¾e). µCia taip pat pateikiami
ir �arpo (C.25) bei Rachev (C.28) portfelio elgesio matai.
Demonstracin·es programin·es i¾rangos veikim ¾a ir duomenu¾ perdavim ¾a galima pavaizduoti

schema 4.17. Vir�utin·eje dalyje pateiktas duomenu¾ perdavimo moduliams kelias, o apatin·eje
dalyje pateikti gaunami rezultatai.

4.6.2.1. Atsitiktiniu¾dydµziu¾sekos generavimas

I�pradµziu¾ tam skirtuose laukuose reikia i¾vesti parametrus (alfa, beta, miu ir sigma). Kiekvieno
parametro reik�m·e turi patekti i¾ reikiam ¾a interval ¾a (1 < alfa < 2, �1 6 beta 6 1, miu 2 R
ir sigma > 0), jeigu i¾vedami netinkami parametrai, tai ekrane pasirodo specialus prane�imas.
Taip pat reikia nepamir�ti i¾vesti ir generuojamu¾reik�miu¾kiekio. Kuo didesni¾reik�miu¾kieki¾keti-
nama sugeneruoti, tuo ilgiau kompiuteris uµztruks atlikdamas �i¾veiksm ¾a. Generavimas atliekamas
paspaudus mygtuk ¾a �Vykdyti�. Mygtukas �Valyti�i�valo visus parametru¾ i¾vedimo laukus ir su-
generuotas reik�mes i�vedimo lange.
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Paveikslas 4.17: Duomenu¾perdavimas i�vieno programinio modulio i¾kit ¾a demonstracin·eje versijoje.

Generavimo trukm·e Buvo atliktas toks testavimo eksperimentas: generuojama stabilioji seka
(ilgis n), skaiµciuojamas sugai�tas laikas, generuojama kita seka, ir taip kartojamaK kartu¾. Tuomet
skaiµciuojamas vidutinis sugai�tas laikas. Tokiu būdu keiµciant n ir K sudaryta 4.23 lentel·e. 4.23
lentel·eje ir 4.19 paveiksle pateikti stabiliojio skirstinio reik�miu¾ generavimo vidutin·es trukm·es
priklausomai nuo generuojamu¾reik�miu¾skaiµciaus.

I�gra�ko (pav. 4.19) matyti, kad generuojant daugiau nei 1000 reik�miu¾programa sugaista
gana daug laiko. Pasteb·etina, kad laiko priklausomyb·e nuo reik�miu¾skaiµciaus n·era tiesin·e.

4.6.2.2. Parametru¾vertinimas

Parametru¾vertinimo programos lange (pav. 4.20) programos vykdymas atliekamas tokia tvarka:
pirmiausia pasirenkama su kokiais duomenimis bus dirbama. Jeigu pasirinkama opcija �Su suge-
neruotomis reik�m·emis�, tai tuomet vertinami sugeneruotos sekos parametrai (�ia sek ¾a pirmiau-
sia reikia sugeneruoti �Generavimo� lange pav. 4.18). Jeigu pasirenkama opcija �Su realiais
duomenimis�, tai tada atsiranda galimyb·e pasirinkti sek ¾a i�specialaus s ¾ara�o. Pasirinkus norim ¾a
akcij ¾a dar yra galimyb¾e i¾vertinti akciju¾ gr ¾aµzu¾ parametrus su nulin·emis ir nenulin·emis gr ¾aµzomis.
Dabar jau galima spausti mygtuk ¾a �I¾vertinti parametrus�. Po �ios operacijos i¾atitinkamus laukus
bus i�vesti parametru¾i¾verµciai. Laukelyje �Andersano�Darlingo kriterijus�pateikiamos atitinkamo
d·esnio Andersano�Darlingo suderinamumo kriterijaus statistikos reik�m·es (plaµciau apie tai priede
B).
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Paveikslas 4.18: Gr ¾aµzu¾generavimo programos langas

Parametru¾ vertinimo trukm·e Pirmiausiai tikriname generavimo, parametru¾ vertinimo, bei
Andersono�Darlingo koe�ciento skaiµciavimo metodus. Tam generuojame skirtingo ilgio sekas ir
vertindami ju¾ parametrus stebime Andersono�Darlingo foe�ciento reik�m¾e. Kaip matome 4.24
lentel·eje didµziausio tik·etinumo metodas pakankamai gerai i¾vertina stabiliojo d·esnio parametrus.
Bendra generavimo ir didµziausio tik·etinumo metodo (MTM) paklaida, esant 1500�2000 reik�miu¾,
yra 10�2 eil·es. Gra�kas 4.21 parodo skaiµciavimo laiko priklausomyb¾e nuo sekos ilgio. Tarkim
2000 elementu¾ sekos parametrus programa skaiµciuoja apie 300000 milisekundµziu¾, tai yra penkias
minutes. Tod·el norint gauti gerus parametrus reikia �iek tiek palaukti.

�ie bandymai rodo, kad programoje realizuoti stabiliu¾ju¾d·esniu¾generavimo, parametru¾ver-
tinimo ir Andersono�Darlingo koe�ciento skaiµciavimo metodai veikia gerai.
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4.23. Lentel·e. Generavimo trukm·e

Generuojamu¾ reik�miu¾ skaiµcius Generavimo laikas, ms

100 63

200 125

500 734

1000 4328

1500 13203

2000 30000

2500 56000

Trukm
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30000
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50000

60000

100 200 500 1000 1500 2000 2500

Trukm

Paveikslas 4.19: Reik�miu¾generavimo trukm·e

4.24. Lentel·e. Sugeneruotu¾ seku¾parametru¾vertinimas

Reik�miu¾ skaiµcius\ Tikrosios

reiksm·es

Parametrai

� � � � Trukm·e,

ms1,5 0 0 0,5

100 1,475141 0,364136 0,164085 0,438396 1654

200 1,465655 0,437603 0,248343 0,519739 8656

500 1,482575 -0,02686 -0,0088 0,489784 55671

1000 1,508168 0,008942 -0,00236 0,509995 204765

1500 1,494083 -0,02691 0,00367 0,49877 250360

2000 1,516273 0,005866 -0,00981 0,491137 302875

2500 1,533998 -0,01822 -0,01798 0,49358 597297
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Paveikslas 4.20: Parametru¾vertinimo programos langas

Skai iavim  trukm

0

100000

200000

300000

400000

500000

600000

700000

100 200 500 1000 1500 2000 2500

Paveikslas 4.21: Parametru¾vertinimo trukm·e
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4.6.2.3. Portfelio sudarymas

Paveikslas 4.22: Portfelio sudarymo programos langas

Portfelio sudarymo programos lange (pav. 4.22) galima nurodyti, i�keliu¾ir i�kokiu¾akciju¾norime
sudaryti portfeli¾. Vartotojui reikia tik i¾vesti norim ¾a akciju¾ skaiµciu¾ ir i�pateikto s ¾ara�o i�sirinkti
akcijas. Tada reikia pasirinkti pageidaujam ¾a modeli¾ir optimizavimo metod ¾a. Paspaudus mygtuk ¾a
�Sudaryti�, bus i¾vertinti pasirinktu¾akciju¾gr ¾aµzu¾parametrai ir sudarytas optimalus portfelis i�tu¾
akciju¾. Taip pat parodoma tikslo funkcijos reik�m·e prie�optimizavima ir po jo. Suskaiµciuojama
pradin·e ir optimali akciju¾portfelio pelno normos. Be to skaiµciuojami �arpo ir Rachev koe�cientai,
kuriu¾ pagalba galime palyginti ne tik skirtingais metodais surastus sprendinius, bet ir palyginti
paµcius modelius. Mygtukas �Valyti�i�valo visus laukus.

4.7. 4-o skyriaus i�vados ir apibendrinimas

1. Darbe nustatyti Baltijos �aliu¾ ir tarptautiniu¾birµzu¾�nansiniu¾ seku¾ (atitinkamai 64 sekos ir 27
sekos) empiriniai parametrai. Dauguma seku¾ yra stipriai asimetri�kos (0:1 < j1j < 30), o
empirinis ekscesas (2 6= 0) rodo, kad sekos empirin·e tankio funkcija yra smailiavir�̄uni�ken·e uµz
Gauss�o tankio funkcij ¾a. Andersono�Darlingo bei Kolmogorovo�Smirnovo suderinamumo testu¾
rezultatai leidµzia atmesti hipotez¾e, kad akciju¾ kainu¾ gr ¾aµzu¾ sekos pasiskirst¾e pagal normalu¾ji¾
Gauss�o d·esni¾.

2. Tarptautiniu¾ rinku¾ �nansiniu¾ seku¾ parametru¾ � ir � parametru¾ i¾verµciu¾ i�sibarstymas rodo,
kad � daµzniausiai yra vir� 1,5 ir nelygus 2. Parametras � �iuo atveju n·era didelis, taµciau
daµzniau i¾gyja neigiamas reik�mes. Baltijos �aliu¾�nansiniu¾seku¾(kai i�nagrin·ejama pilna seka)
parametru¾� ir � i¾verµciu¾i�sibarstymas rodo, kad � yra maµzesnis uµz 1,5 ir neretai i¾gyja reik�mes
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artimas 1, o parametras � i¾gyja labai skirtingas reik�mes. Tuo tarpu Baltijos �aliu¾�nansiniu¾
seku¾(kai i�seku¾pa�alintos nulin·es gr ¾aµzos) parametras � yra i�sibarst¾es apie 1,5, taµciau kartais
gali i¾gyti reik�mes artimas 1 ar 2. Parametras � �iuo atveju daµzniau i¾gyja palyginti maµzas
teigiamas reik�mes, taµciau kai kuriais atvejais gali i�augti iki kritiniu¾reik�miu¾(> 0; 5).

3. Seku¾homogeni�kumo testu¾eksperimentinis patikimumo tyrimas parod·e, kad Andersono kriter-
ijus vidutini�kai homogeni�kas sekas atpaµzi¾sta geriau nei Smirnovo, o tai rei�kia, kad Andersono
kriterijus (su pasikliovimo lygmenimis 0.01, 0.05 ir 0.1) yra galingesnis uµz Smirnovo kriteriju¾su
atitinkamu pasikliovimo lygmeniu. D·el �ios prieµzasties Andersono kriterijus v·elesniuose tyrimu-
ose buvo naudojamas dvieju¾seku¾homogeni�kumui nustatyti.

4. Tiriant realiu¾ seku¾homogeni�kum ¾a su ju¾ daliniu¾ sumu¾ sekomis nustatyta, kad 21 tarptautin·e
seka priklauso stabiliu¾ju¾d·esniu¾traukos zonai, o analizuojant Baltijos �aliu¾sekas nustatyta, kad
tik dviem atvejais (ETLAT ir LFO1L) ir tik pa�alinus nulines gr ¾aµzas, sekos yra homogeni�kos
su agreguotomis sekomis (visais kitais atvejais sekos n·era homogeni�kos).

5. Tarptautiniu¾kompaniju¾seku¾savastingumo tyrimas pagal absoliutiniu¾momentu¾metod ¾a parod·e,
kad visos 27 sekos yra multifraktalin·es, o 9 i�ju¾yra ir savastingos. Baltijos �aliu¾�nansiniu¾seku¾
(nagrin·ejant pilnas sekas) savastingumo tyrimas parod·e, kad 49 sekos yra multifraktalin·es, 8
i�ju¾yra savastingos, o lik¾e 15 netenkina reikalavimu¾keliamu¾nei savastingoms, nei multifrak-
talin·es sekoms. Nagrin·ejant sekas pa�alinus nulines gr ¾aµzas gautos 27 multifraktalin·es sekos ir 9
i�ju¾buvo savastingos.

6. Mi�riojo-stabiliojo modelio parametru¾suderinamumas buvo tikrintas pagal Koutrouvelio kriteriju¾,
paremt ¾a empirine charakteristine funkcija, bei modi�kuot ¾a �2 (Romanovskio) metod ¾a. �iu¾
metodu¾ patikimumo tyrimas parod·e, kad did·ejant tiek stabilumo parametrui �, tiek nuliu¾
skaiµciui, abieju¾testu¾patikimumas did·eja. Atlikus analogi�k ¾a eksperiment ¾a su tolygiai intervale
[0; 1] pasiskirsµciusiomis sekomis, buvo nustatyta, kad abu metodai vienodai atmeta suderina-
mumo hipotezes, o rezultatai yra trivialūs. Tiriant realias sekas nustatyta, kad net 99% Baltijos
�aliu¾seku¾tenkina mi�ruji¾ stabilu¾ji¾modeli¾ (pagal Koutrouvelis test ¾a).

7. Nuliniu¾ būsenu¾ seriju¾ ilgiu¾ pasiskirstymo tyrimas parod·e, kad empirinius duomenis geriau-
siai apra�o Hurwitz�o dzeta d·esnis (tiko 81�95%). �is rezultatas leidµzia kelti hipotez¾e, kad
nuliniu¾bei vienetiniu¾būsenu¾pasiskirstymai n·era atsitiktiniai, o tai rei�kia, kad realios nuliniu¾
(vienetiniu¾) būsenu¾ sekos n·era pasiskirsµciusios pagal binomini¾d·esni¾. Atliktas Wald-Wolfowitz
µzenklu¾ kriterijaus testas parod·e, kad beveik visos Baltijos �aliu¾ sekos (i�skyrus ETLAT) n·era
grynai atsitiktin·es, su pasikliovimu lygmenimis (0.008,..., 0.1).

8. Priklausmybei būsenu¾ sekose tirti buvo pritaikytas Hoelio pasiūlytas kriterijus. Pasteb·eta,
kad nulin·es eil·es Markovo grandiniu¾ arba, kitaip sakant, Bernulio schem ¾a atitinkanµciu¾ seku¾
prakti�kai n·era. Esant  = 10% pasikliovimo lygmeniui 4 eil·es Markovo grandiniu¾ yra apie
50%, tuo tarpu esant  = 0:1% pasikliovimo lygmeniui tokiu¾seku¾ jau yra 95%.

9. Sukurta programin·es i¾rangos bandomoji versija. �i programin·e priemon·e leidµzia generuoti
atsitiktiniu¾dydµziu¾ sekas, i¾vertinti pasirinktu¾ seku¾stabiliuosius parametrus bei sudaryti verty-
biniu¾popieriu¾portfeli¾(iki 10 akciju¾). Testavimai parod·e, kad seku¾parametru¾vertinimo trukm·e
netiesi�kai priklauso nuo seko ilgio, tai patvirtino ir bandymai su superkompiuteriu VILKAS.
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Bendrosios i�vados
Darbo tikslas �sukurti ir i�tirti metodus vertybiniu¾popieriu¾rinkos analizei ir �nansinio portfelio
valdymui, remiantis �nansiniu¾seku¾stabilumo hipoteze.
1. Sudarius programin¾e i¾rang ¾a, realizuojanµci ¾a stabiliu¾ju¾ modeliu¾ su asimetrija parametru¾ ver-

tinim ¾a didµziausio tik·etinumo ir empirinius metodais, bei i�tirus �iu¾metodu¾ efektyvum ¾a laiko
s ¾anaudu¾ ir patikimumo prasme, nustatyta:
1.1. laiko s ¾anaudu¾prasme efektyvesni yra robastiniai metodai (apie 95% )
1.2. didµziausio tik·etinumo metodas yra µzymiai efektyvesnis tikslumo prasme, tai patvirtina

Andersono�Darlingo suderinamumo testu¾rezultatai
1.3. vertinant stabiliu¾ju¾ seku¾parametrus didµziausio tik·etinumo metodu pasteb·eta, kad tikslo

funkcijos (MTM) reik�m¾e, o tuo paµciu ir minimumo ta�k ¾a stipriai i¾takoja parametru¾� ir
� pokyµciai, kita vertus funkcija MTM yra maµziau jautri parametru¾� ir � pokyµciams.

2. Nustaµcius Baltijos �aliu¾ ir tarptautiniu¾birµzu¾�nansiniu¾seku¾(atitinkamai 64 sekos ir 27 sekos)
empirinius parametrus, paai�k·ejo, kad dauguma seku¾yra stipriai asimetri�kos (0; 1 < j1j < 30).
Empirinis ekscesas (2 6= 0) rodo, kad sekos empirin·e tankio funkcija yra smailiavir�̄uni�ken·e
uµz Gauss�o tankio funkcij ¾a. Vadinasi, galima atmesti hipotez¾e, kad akciju¾ kainu¾ gr ¾aµzu¾ sekos
pasiskirst¾e pagal normalu¾ji¾ Gauss�o d·esni¾. �i ¾a prielaid ¾a pagrindµzia Andersono�Darlingo bei
Kolmogorovo�Smirnovo suderinamumo testu¾rezultatai.

3. Tarptautiniu¾rinku¾�nansiniu¾seku¾� ir � parametru¾i¾verµciu¾i�sibarstymas rodo, kad daµzniausiai
1; 5 � � � 2. Parametras � �iuo atveju n·era didelis, bet daµzniau i¾gyja neigiamas reik�mes.
Baltijos �aliu¾ �nansiniu¾ seku¾ (nagrin·ejant piln ¾a sek ¾a) parametru¾ � ir � i¾verµciu¾ i�sibarstymas
rodo, kad � < 1; 5 ir gali i¾gyti reik�mes artimas 1. Tuo tarpu, Baltijos �aliu¾�nansiniu¾seku¾(kai
i�seku¾pa�alintos nulin·es gr ¾aµzos) parametras � yra i�sibarst¾es apie 1; 5, bet gali i¾gyti reik�mes
artimas 1 ar 2. Parametras � gali i¾gyti maµzas teigiamas reik�mes, taµciau kai kuriais atvejais
gali i�augti iki kritiniu¾reik�miu¾(> 0; 5).

4. Seku¾ homogeni�kumo testu¾ eksperimentinis patikimumo tyrimas parod·e, kad Andersono kri-
terijus vidutini�kai homogeni�kas sekas atpaµzi¾sta geriau nei Smirnovo kriterijus. Andersono
kriterijus tiriant realiu¾ seku¾ homogeni�kum ¾a su ju¾ daliniu¾ sumu¾ sekomis nustatyta, kad 21
i�sivysµciusiu¾ rinku¾ seka tenkina pagrindin¾e stabiliu¾ju¾ dydµziu¾ savyb¾e, o analizuojant Baltijos
�aliu¾sekas nustatyta, kad tik dviem atvejais (ETLAT ir LFO1L) ir tik pa�alinus nulines gr ¾aµzas,
sekos yra homogeni�kos su agreguotomis sekomis.

5. Tarptautiniu¾kompaniju¾seku¾savastingumo tyrimas pagal absoliutiniu¾momentu¾metod ¾a parod·e,
kad visos 27 sekos yra multifraktalin·es, o 9 i�ju¾�savastingos. Analogi�kai tiriant Baltijos �aliu¾
pilnas �nansines seks nustatyta, kad 49 sekos yra multifraktalin·es, 8 i�ju¾�savastingos. Pa�ali-
nus nulines gr ¾aµzas gautos 27 multifraktalin·es sekos i�kuriu¾9 �savastingos.

6. Sudarytas mi�rusis stabilusis modelis leidµzia tirti pasyvumo efekt ¾a besivystanµciose rinkose. Fi-
nansines sekas siūloma modeliuoti mi�riuoju stabiliuoju d·esniu. Ávestos �io modelio tikimybinio
tankio, pasiskirstymo bei charakteringosios funkcijos. Pasiūlyti metodai leidµzia i¾vertinti mi�ri-
ojo modelio parametrus esant priklausomoms ir nepriklausomoms gr ¾aµzu¾ būsenoms. Laukimu¾
trukm¾e tarp dvieju¾akcijos kainos pasikeitimu¾(nuliniu¾gr ¾aµzu¾seriju¾ilgiu¾pasiskirstym ¾a) siūloma
modeliuoti ne binominiu, bet Hurwitz dzeta d·esniu.

7. Patikrinus Baltijos �aliu¾ rinku¾ seku¾ parametru¾ suderinamum ¾a, pagal Koutrouvelio bei modi-
�kuot ¾a �2 (Romanovskio) metodus, nustatyta, kad 99% tenkina mi�ruji¾-stabilu¾ji¾modeli¾(pagal
Koutrouvelis test ¾a). �iu¾metodu¾patikimumo tyrimas parod·e, kad did·ejant tiek stabilumo para-
metrui �, tiek nuliu¾skaiµciui, abieju¾testu¾patikimumas did·eja. Atlikus analogi�k ¾a eksperiment ¾a
su tolygiai intervale [0,1] pasiskirsµciusiomis sekomis, nustatyta, kad abu metodai vienodai at-
meta suderinamumo hipotezes, o rezultatai yra trivialūs.

8. Nuliniu¾ būsenu¾ seriju¾ ilgiu¾ pasiskirstymo tyrimas parod·e, kad empirinius duomenis geriau-
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siai apra�o Hurwitz�o dzeta d·esnis (tiko 81-95% ).Tai leidµzia kelti hipotez¾e, kad nuliniu¾ bei
vienetiniu¾būsenu¾pasiskirstymai n·era atsitiktiniai. Atliktas Wald-Wolfowitz µzenklu¾kriterijaus
testas parod·e, kad beveik visos Baltijos �aliu¾ sekos, i�skyrus ETLAT, n·era grynai atsitiktin·es
su pasikliovimu lygmenimis (0; 008; :::; 0; 1).

9. Priklausomybei būsenu¾ sekose tirti pritaikius Hoelio kriteriju¾, pasteb·eta, kad nulin·es eil·es
Markovo grandiniu¾arba Bernulio schem ¾a atitinkanµciu¾seku¾beveik n·era. Esant � = 10% pasik-
liovimo lygmeniui 4-tos eil·es Markovo grandiniu¾yra apie 50% .

10. Apra�ytieji ry�io tarp atskiru¾ akciju¾ gr ¾aµzu¾nustatymo metodai leidµzia ry�i¾ tarp seku¾nustatyti
netgi tuo atveju, kai neegzistuoja vieno ar kito atsitiktinio dydµzio dispersija. Tam siūloma nau-
doti kovarianti�kumo (simetriniams a.d.) ir kodiferencijos matus, kuriu¾ reik�mingum ¾a galima
nustatyti savirankos metodu.

11. Vertybiniu¾popieriu¾portfelio sudarymui, kai duomenys yra i�stabiliosios imties, siūloma naudoti
modi�kuot ¾a Markowitz�o modeli¾. �iame modelyje vietoje kovariaciju¾matricos siūloma naudoti
kodiferenciju¾arba kovarianti�kumo matricas.

12. Sukurta programin·es i¾rangos bandomoji versija (www.kabasinskas.tk). �i programin·e priemon·e
leidµzia generuoti atsitiktiniu¾dydµziu¾sekas, i¾vertinti pasirinktu¾seku¾stabiliuosius parametrus bei
sudaryti vertybiniu¾ popieriu¾ portfeli¾ (iki 10 akciju¾). Testavimai parod·e, kad seku¾ parametru¾
vertinimo trukm·e netiesi�kai priklauso nuo sekos ilgio, tai patvirtino ir bandymai su superkom-
piuteriu VILKAS.
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Priedas A. Papildomos lentel·es

A.1. Lentel·e. Empirin·es duomenu¾ sekos charakteristikos (vidurkis, standartas, simetrijos koef. ir ekscesas) ir
Anderson�Darling statistikos tikimyb·e (tikrinant normalum ¾a).

Indeksas Empirin·es charakteristikos
�̂ �̂ ̂1 ̂2 A-D

ISPIX 0 0,0002 -0,0203 2,1077 0,99970
AMEX -0,0004 0,0003 0,4237 11,725 0,99999
AT&T 0,0002 0,0005 18,403 1190,7 0,99999
BP 0 0,0006 14,415 426,03 0,99999
FCHI -0,0002 0,0002 0,1002 2,7032 0,99999
CAC 0,0002 0,0010 20,754 739,51 0,99999
Coca 0,0001 0,0006 19,445 660,44 0,99999
GDAXI -0,0003 0,0002 0,1928 3,5719 0,99999
DJC -0,0001 0,0001 0,5157 7,4797 0,99999
DJ 0 0,0004 1,9248 41,859 0,99999
DJIA 0,0002 0,0001 -0,9114 26,040 0,99999
DJTA 0,0001 0,0001 -0,1545 15,259 0,99999
FIAT 0,0004 0,0007 -3,7374 126,16 0,99999
GE 0,0001 0,0006 20,253 749.55 0,99999
GM 0,0001 0,0003 5,3537 204,43 0,99999
IBM 0,0002 0,0006 23,209 1114,1 0,99999
LMT -0,0003 0,0008 12,869 476,76 0,99999
MCD 0 0,0007 11,471 284,85 0,99999
MER -0,0002 0,0009 7,6567 184,51 0,99999
MSFT 0 0,0013 9,9985 180,47 0,99999
NASDAQ 0,0006 0,0010 7,9646 188,53 0,99999
NIKE -0,0003 0,0009 9,2816 223,60 0,99999
NIKKEI 0 0,0002 0,1113 7,6903 0,99999
Phile -0,0001 0,0010 16,206 663,69 0,99999
S&P -0,0003 0,0001 1,3313 35,117 0,99999
SONY -0,0002 0,0005 4,8083 150,51 0,99999
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A.2. Lentel·e. Duomenu¾ seku¾ empirin·es charakteristikos (vidurkis, standartas, simetrijos koef. ir ekscesas) ir
Anderson-Darling statistikos tikimyb·e (tikrinant normalum ¾a)

Akcija Sekos be nuliniu¾ gr ¾aµzu¾ pilnos sekos
�̂ �̂ ̂1 ̂2 A-D krit �̂ �̂ ̂1 ̂2 A-D krit

ALT1L 0,0031 0,0263 0,4698 2,0143 0,99834 0,0013 0,0005 0,9352 8,7331 0,99999
ANK1L 0,0014 0,0415 -0,0994 0,0001 0,98217 0,0005 0,0008 -0,0718 6,4190 0,99999
APG1L 0,0062 0,0226 -8,3184 139,6726 0,99999 0,0023 0,0008 -13,0257 365,0884 0,99999
ATK1L 0,0121 0,0940 6,4767 69,3959 0,99999 0,0025 0,0052 14,4350 344,4148 0,99999
BAL1R 0,0046 0,0298 14,5760 327,6707 0,99999 0,0024 0,0019 20,5190 647,6244 0,99999
BLT1T 0,0028 0,0284 -7,8599 147,6269 0,99999 0,0015 0,0013 -10,6736 278,9829 0,99999
DKR1L 0,0024 0,0307 0,5721 1,1238 0,99834 0,0010 0,0007 1,0238 6,8092 0,99999
DPK1R 0,0055 0,0570 0,0294 -0,8370 0,98000 0,0020 0,0017 0,3037 2,8973 0,99999
EKR1L 0,0001 0,0266 0,0511 2,1056 0,99999 0,0001 0,0009 0,0670 4,8984 0,99999
ETLAT -0,0006 0,0124 -21,1164 644,0050 0,99999 -0,0005 0,0008 -22,5950 737,4174 0,99999
GRD1R 0,0050 0,0317 -0,0654 1,7172 0,99793 0,0023 0,0008 0,1890 7,3324 0,99999
GRG1L 0,0043 0,0259 0,3045 1,3696 0,99880 0,0022 0,0006 0,6731 5,6024 0,99999
GUB1L 0,0023 0,0450 -5,9720 64,1459 0,99997 0,0011 0,0034 -8,5052 133,8511 0,99999
GZE1R 0,0022 0,0173 -0,0386 8,3435 0,99999 0,0014 0,0006 0,0415 13,9738 0,99999
HAE1T -0,0004 0,0248 -10,0294 153,1925 0,99999 -0,0002 0,0017 -13,1418 264,6663 0,99999
IVL1L 0,0062 0,0260 0,2496 1,1396 0,99978 0,0031 0,0006 0,7079 5,2589 0,99999
KBL1L 0,0036 0,0286 6,1048 93,4439 0,99999 0,0016 0,0011 9,3165 215,4559 0,99999
KJK1L 0,0087 0,0407 0,3061 0,7736 0,92671 0,0016 0,0006 1,5523 17,5685 0,99999
KLEAT 0,0061 0,0614 5,7669 111,7835 0,99999 0,0023 0,0047 9,5853 305,0954 0,99999
KLV1T 0,0026 0,0484 -3,1018 39,1929 0,99999 0,0014 0,0029 -4,1442 74,3572 0,99999
KNF1L -0,0011 0,0271 -10,4531 158,1977 0,99999 -0,0006 0,0018 -14,7056 314,6091 0,99999
KNR1L 0,0009 0,0432 1,3271 7,1023 0,92200 0,0002 0,0009 2,6350 34,9196 0,99999
LBS1L 0,0001 0,0316 0,2951 1,0918 0,99959 0,0000 0,0006 0,4676 7,0887 0,99999
LDJ1L 0,0021 0,0196 0,3825 3,7456 0,99997 0,0013 0,0005 0,5898 7,8349 0,99999
LEL1L 0,0045 0,0296 0,5979 1,8983 0,99769 0,0029 0,0010 0,9015 4,8147 0,99999
LEN1L 0,0017 0,0276 -8,1176 122,7273 0,99999 0,0009 0,0015 -11,2832 241,5299 0,99999
LFO1L 0,0030 0,0353 0,6855 0,9862 0,99793 0,0010 0,0007 1,4166 9,5189 0,99999
LJL1L 0,0021 0,0516 0,3195 -0,3319 0,99937 0,0007 0,0012 0,6539 4,6700 0,99999
LLK1L 0,0040 0,0345 0,1043 0,0990 0,98317 0,0013 0,0006 0,5258 6,7898 0,99999
LME1R 0,0042 0,0412 0,1394 0,9749 0,99970 0,0020 0,0015 0,3625 5,2006 0,99999
LNS1L 0,0020 0,0298 0,0613 1,1627 0,99973 0,0010 0,0007 0,2080 5,6344 0,99999
LSC1R 0,0035 0,0292 0,0061 0,0147 0,99971 0,0018 0,0006 0,2055 2,6682 0,99999
LTK1L 0,0000 0,0148 0,1355 4,2283 0,99997 0,0000 0,0003 0,1583 6,7711 0,99999
MKO1T 0,0022 0,0180 -14,0903 307,0030 0,99999 0,0015 0,0011 -17,2359 463,1295 0,99999
MNF1L 0,0033 0,0237 2,6375 28,0659 0,99998 0,0022 0,0008 3,3199 43,4710 0,99999
MZE1L 0,0059 0,0439 -0,0120 -0,1057 0,68213 0,0024 0,0013 0,2769 4,1072 0,99999
NDL1L 0,0060 0,0469 -1,6435 11,8376 0,80589 0,0009 0,0006 -3,6388 93,7616 0,99999
NRM1T 0,0000 0,0111 -23,7207 730,4190 0,99999 0,0000 0,0007 -26,3245 900,0363 0,99999
OLF1R 0,0066 0,0530 -0,1334 -0,1770 0,84774 0,0028 0,0019 0,0566 3,5541 0,99999
PTR1L 0,0117 0,0372 0,5192 0,8186 0,99892 0,0026 0,0006 2,1301 15,2675 0,99999
PZV1L 0,0034 0,0216 -0,0720 5,7125 0,99998 0,0017 0,0005 0,1401 14,7811 0,99999
RKB1R 0,0043 0,0348 0,2064 0,9360 0,96327 0,0017 0,0008 0,6153 7,3324 0,99999
RLK1T 0,0039 0,0418 -4,3841 61,8334 0,99999 0,0014 0,0017 -7,1573 177,0632 0,99999
RST1L 0,0034 0,0185 0,9443 10,2458 0,99999 0,0023 0,0005 1,2842 16,6040 0,99999
RSU1L 0,0016 0,0147 0,4826 3,7608 0,99999 0,0009 0,0003 0,7530 8,7488 0,99999
RTF1R 0,0071 0,0726 0,3829 0,5608 0,87665 0,0024 0,0027 0,9303 7,9026 0,99999
SAB1L 0,0012 0,0279 -9,3405 160,1865 0,99999 0,0004 0,0012 -15,4640 446,0007 0,99999
SAN1L 0,0034 0,0359 -6,2702 76,9564 0,99999 0,0013 0,0017 -9,8613 198,7710 0,99999
SKU1T 0,0004 0,0181 -14,8483 378,8222 0,99999 0,0003 0,0010 -17,4480 524,3487 0,99999
SNG1L 0,0015 0,0180 -13,3323 304,3642 0,99999 0,0008 0,0010 -17,4577 525,9907 0,99999
SRS1L 0,0037 0,0276 0,2596 2,2910 0,99998 0,0016 0,0007 0,6273 9,2489 0,99999
STU1L 0,0053 0,0303 0,2222 1,4694 0,99981 0,0020 0,0007 0,7318 8,9137 0,99999

T¾esinys kitame puslapyje...
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A.3. Lentel·e. Duomenu¾ seku¾ empirin·es charakteristikos (vidurkis, standartas, simetrijos koef. ir ekscesas) ir
Anderson-Darling statistikos tikimyb·e (tikrinant normalum ¾a)(t¾esinys)

Akcija Sekos be nuliniu¾ gr ¾aµzu¾ pilnos sekos
�̂ �̂ ̂1 ̂2 A-D krit �̂ �̂ ̂1 ̂2 A-D krit

...t¾esinys
TFA1T 0,0074 0,0814 -1,1137 9,4616 0,95554 0,0027 0,0042 -1,6261 30,7884 0,99999
TKM1T 0,0020 0,0228 -10,7110 226,4130 0,99999 0,0011 0,0011 -14,1612 400,9351 0,99999
UKB1L 0,0024 0,0344 0,4007 0,7917 0,99742 0,0013 0,0011 0,6558 4,2961 0,99999
UTR1L 0,0034 0,0272 3,6482 80,1504 0,99999 0,0012 0,0009 6,4019 237,6063 0,99999
VBL1L 0,0059 0,0183 3,8121 42,1042 0,99999 0,0032 0,0005 5,3697 78,8493 0,99999
VDG1L 0,0091 0,0421 2,7058 20,4327 0,97388 0,0021 0,0009 6,1751 99,4779 0,99999
VNF1R 0,0022 0,0245 0,4700 3,2835 0,99998 0,0013 0,0006 0,7196 7,7378 0,99999
VNG1L 0,0016 0,0190 -0,1584 5,3691 0,99999 0,0010 0,0005 -0,1173 10,1724 0,99999
VNU1T 0,0003 0,0293 -8,0391 150,6940 0,99999 0,0001 0,0013 -11,1198 291,1252 0,99999
VSS1R 0,0029 0,0260 0,2316 2,0166 0,99769 0,0014 0,0006 0,5254 7,6036 0,99999
VST1L 0,1960 0,3816 23,7677 564,9354 0,99999 0,1158 12,1881 30,9166 955,8900 0,99999
ZMP1L 0,0018 0,0260 -0,0708 2,7377 0,99998 0,0008 0,0007 0,0088 9,5511 0,99999

A.4. Lentel·e. Metodu¾ rezultatu¾palyginimas, kai S1:25(1; 0; 0)

Tikrieji parametrai I¾verµciai MTM Regresijos Momentu¾
Vidurkis 1,250 1,252 1,252
Std. nuokrypis 0,048 0,062 0,051

� = 1; 25 Mediana 1,249 1,251 1,254
Minimali reik�m·e 1,098 1,076 1,100
Maksimali reik�m·e 1,389 1,419 1,423
Vidurkis 0,003 0,007 0,003
Std. nuokrypis 0,081 0,125 0,096

� = 0 Mediana 0,004 0,003 0,002
Minimali reik�m·e -0,258 -0,540 -0,349
Maksimali reik�m·e 0,267 0,442 0,266
Vidurkis 0,002 -0,562 0,122
Std. nuokrypis 0,204 0,107 1,688

� = 0 Mediana -0,001 -0,556 0,036
Minimali reik�m·e -0,654 -0,849 -14,005
Maksimali reik�m·e 0,892 -0,273 30,403
Vidurkis 1,001 1,002 1,000
Std. nuokrypis 0,042 0,063 0,044

� = 1 Mediana 0,999 0,998 0,998
Minimali reik�m·e 0,895 0,827 0,884
Maksimali reik�m·e 1,138 1,204 1,140
Vidurkis -0,002 0,080 0,120

Tiksl. f-jos Std. nuokrypis 0,001 0,065 0,437
nuokrypis Mediana -0,002 0,062 0,018

Minimali reik�m·e -0,008 -0,003 -0,007
Maksimali reik�m·e 0,000 0,517 6,455
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A.5. Lentel·e. Metodu¾ rezultatu¾palyginimas, kai S1;25(1; 0:5; 0)

Tikrieji parametrai I¾verµciai MTM Regresijos Momentu¾
Vidurkis 1,256 1,255 1,256
Std. nuokrypis 0,037 0,059 0,05

� = 1; 25 Mediana 1,254 1,259 1,256
Minimali reik�m·e 1,151 1,08 1,098
Maksimali reik�m·e 1,369 1,446 1,408
Vidurkis 0,5 0,492 0,501
Std. nuokrypis 0,065 0,114 0,106

� = 0:5 Mediana 0,499 0,496 0,499
Minimali reik�m·e 0,173 0,159 0,138
Maksimali reik�m·e 0,734 0,846 0,787
Vidurkis -0,01 -0,571 0,045
Std. nuokrypis 0,203 0,064 6,078

� = 0 Mediana 0,01 -0,569 -0,288
Minimali reik�m·e -0,739 -0,749 -18,951
Maksimali reik�m·e 1,06 -0,368 133,191
Vidurkis 1 0,999 0,998
Std. nuokrypis 0,039 0,059 0,041

� = 1 Mediana 0,999 0,999 1
Minimali reik�m·e 0,897 0,836 0,892
Maksimali reik�m·e 1,1 1,155 1,1
Vidurkis -0,002 0,103 0,157

Tiksl. f-jos Std. nuokrypis 0,001 0,138 0,602
nuokrypis Mediana -0,002 0,059 0,031

Minimali reik�m·e -0,009 -0,006 -0,007
Maksimali reik�m·e 0 1,267 10,424

A.6. Lentel·e. Metodu¾ rezultatu¾palyginimas, kai S1;25(1; 1; 0)

Tikrieji parametrai I¾verµciai MTM Regresijos Momentu¾
Vidurkis 1,258 1,253 1,254
Std. nuokrypis 0,026 0,051 0,065

� = 1; 25 Mediana 1,251 1,253 1,252
Minimali reik�m·e 1,167 1,119 1,062
Maksimali reik�m·e 1,381 1,404 1,452
Vidurkis 1 0,966 0,97
Std. nuokrypis 0,002 0,051 0,043

� = 1 Mediana 1 1 0,997
Minimali reik�m·e 0,967 0,714 0,673
Maksimali reik�m·e 1 1 1
Vidurkis -0,065 -0,076 -0,567
Std. nuokrypis 0,212 2,347 0,104

� = 0 Mediana -0,006 -0,489 -0,568
Minimali reik�m·e -0,884 -1,228 -0,873
Maksimali reik�m·e 1,132 42,222 -0,246
Vidurkis 0,999 1 1,003
Std. nuokrypis 0,03 0,039 0,061

� = 1 Mediana 1 1,001 1
Minimali reik�m·e 0,882 0,883 0,821
Maksimali reik�m·e 1,084 1,094 1,182
Vidurkis -0,001 4,128 0,161

Tiksl. f-jos Std. nuokrypis 0,001 45,525 0,264
nuokrypis Mediana -0,001 0,077 0,068

Minimali reik�m·e -0,007 -0,005 -0,004
Maksimali reik�m·e 0 697,746 2,555
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A.7. Lentel·e. Metodu¾ rezultatu¾palyginimas, kai S1;5(1; 0; 0)

Tikrieji parametrai I¾verµciai MTM Regresijos Momentu¾
Vidurkis 1,498 1,499 1,5
Std.nuokrypis 0,049 0,051 0,059

� = 1; 5 Mediana 1,495 1,498 1,498
Minimali reik�m·e 1,382 1,384 1,364
Maksimali reik�m·e 1,645 1,646 1,697
Vidurkis -0,001 0 0,001
Std.nuokrypis 0,101 0,124 0,154

� = 0 Mediana 0 -0,001 -0,006
Minimali reik�m·e -0,335 -0,369 -0,465
Maksimali reik�m·e 0,27 0,349 0,459
Vidurkis -0,002 -0,008 -0,319
Std.nuokrypis 0,089 0,225 0,065

� = 0 Mediana -0,005 -0,009 -0,317
Minimali reik�m·e -0,313 -1,796 -0,496
Maksimali reik�m·e 0,309 1,192 -0,145
Vidurkis 0,999 0,999 1
Std.nuokrypis 0,036 0,036 0,058

� = 1 Mediana 0,998 0,998 0,999
Minimali reik�m·e 0,903 0,895 0,852
Maksimali reik�m·e 1,152 1,154 1,246
Vidurkis -0,002 0,009 0,023

Tiksl. f-jos Std.nuokrypis 0,001 0,036 0,014
nuokrypis Mediana -0,002 0,001 0,02

Minimali reik�m·e -0,01 -0,007 0
Maksimali reik�m·e 0 0,567 0,08

A.8. Lentel·e. Metodu¾ rezultatu¾palyginimas, kai S1;5(1; 0:5; 0)

Tikrieji parametrai I¾verµciai MTM Regresijos Momentu¾
Vidurkis 1,491 1,5 1,501
Std. nuokrypis 0,05 0,052 0,061

� = 1; 5 Mediana 1,488 1,499 1,499
Minimali reik�m·e 1,357 1,36 1,343
Maksimali reik�m·e 1,632 1,643 1,699
Vidurkis 0,523 0,51 0,504
Std. nuokrypis 0,091 0,122 0,146

� = 0:5 Mediana 0,512 0,499 0,514
Minimali reik�m·e 0,254 0,134 0,028
Maksimali reik�m·e 0,778 0,928 0,874
Vidurkis 0,043 0 -0,317
Std. nuokrypis 0,107 0,314 0,052

� = 0 Mediana 0,033 -0,028 -0,317
Minimali reik�m·e -0,222 -2,455 -0,465
Maksimali reik�m·e 0,445 3,147 -0,168
Vidurkis 0,999 0,997 0,997
Std. nuokrypis 0,034 0,034 0,054

� = 1 Mediana 0,999 0,996 0,995
Minimali reik�m·e 0,91 0,9 0,855
Maksimali reik�m·e 1,113 1,095 1,149
Vidurkis -0,002 0,019 0,025

Tiksl. f-jos Std. nuokrypis 0,002 0,125 0,018
nuokrypis Mediana -0,002 0,001 0,021

Minimali reik�m·e -0,008 -0,007 -0,003
Maksimali reik�m·e 0 2,097 0,109
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A.9. Lentel·e. Metodu¾ rezultatu¾palyginimas, kai S1;5(1; 1; 0)

Tikrieji parametrai I¾verµciai MTM Regresijos Momentu¾
Vidurkis 1,494 1,504 1,504
Std. nuokrypis 0,033 0,055 0,064

� = 1; 5 Mediana 1,497 1,505 1,507
Minimali reik�m·e 1,391 1,349 1,31
Maksimali reik�m·e 1,612 1,682 1,649
Vidurkis 0,999 0,954 0,971
Std. nuokrypis 0,005 0,067 0,049

� = 1 Mediana 1 1 1
Minimali reik�m·e 0,961 0,689 0,728
Maksimali reik�m·e 1 1 1
Vidurkis 0,03 0 -0,32
Std. nuokrypis 0,096 0,389 0,044

� = 0 Mediana 0,017 -0,075 -0,32
Minimali reik�m·e -0,243 -0,371 -0,439
Maksimali reik�m·e 0,6 4,257 -0,186
Vidurkis 0,999 0,999 0,999
Std. nuokrypis 0,03 0,033 0,056

� = 1 Mediana 0,998 0,997 0,998
Minimali reik�m·e 0,909 0,88 0,838
Maksimali reik�m·e 1,085 1,104 1,184
Vidurkis -0,001 0,052 0,027

Tiksl. f-jos Std. nuokrypis 0,001 0,471 0,022
nuokrypis Mediana -0,001 0,004 0,022

Minimali reik�m·e -0,008 -0,005 -0,001
Maksimali reik�m·e 0 8,456 0,207

A.10. Lentel·e. Metodu¾ rezultatu¾palyginimas, kai S1;75(1; 0; 0)

Tikrieji parametrai I¾verµciai MTM Regresijos Momentu¾
Vidurkis 1,756 1,756 1,758
Std. nuokrypis 0,045 0,047 0,05

� = 1; 75 Mediana 1,759 1,759 1,761
Minimali reik�m·e 1,596 1,621 1,613
Maksimali reik�m·e 1,882 1,891 1,883
Vidurkis -0,004 0 -0,004
Std. nuokrypis 0,162 0,192 0,229

� = 0 Mediana -0,009 -0,005 0,004
Minimali reik�m·e -0,446 -0,576 -0,736
Maksimali reik�m·e 0,659 0,688 0,733
Vidurkis 0 0 -0,176
Std. nuokrypis 0,055 0,086 0,044

� = 0 Mediana -0,001 -0,002 -0,172
Minimali reik�m·e -0,174 -0,665 -0,328
Maksimali reik�m·e 0,162 0,593 -0,066
Vidurkis 1,001 1 1,003
Std. nuokrypis 0,03 0,03 0,053

� = 1 Mediana 1,001 1 1,003
Minimali reik�m·e 0,927 0,928 0,861
Maksimali reik�m·e 1,096 1,093 1,187
Vidurkis -0,002 0 0,006

Tiksl. f-jos Std. nuokrypis 0,001 0,007 0,003
nuokrypis Mediana -0,002 -0,001 0,006

Minimali reik�m·e -0,008 -0,007 -0,003
Maksimali reik�m·e 0 0,104 0,024
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A.11. Lentel·e. Metodu¾ rezultatu¾palyginimas, kai S1;75(1; 0:5; 0)

Tikrieji parametrai I¾verµciai MTM Regresijos Momentu¾
Vidurkis 1,749 1,752 1,751
Std. nuokrypis 0,046 0,049 0,052

� = 1; 75 Mediana 1,749 1,752 1,751
Minimali reik�m·e 1,587 1,631 1,615
Maksimali reik�m·e 1,898 1,891 1,89
Vidurkis 0,509 0,511 0,506
Std. nuokrypis 0,161 0,2 0,203

� = 0:5 Mediana 0,498 0,504 0,513
Minimali reik�m·e 0,109 -0,011 -0,004
Maksimali reik�m·e 1 1 1
Vidurkis 0,005 -0,001 -0,178
Std. nuokrypis 0,059 0,097 0,041

� = 0 Mediana 0,006 -0,005 -0,176
Minimali reik�m·e -0,171 -0,313 -0,298
Maksimali reik�m·e 0,188 1,145 -0,064
Vidurkis 1,002 1,002 1,004
Std. nuokrypis 0,029 0,03 0,053

� = 1 Mediana 1,001 1,003 1,004
Minimali reik�m·e 0,91 0,912 0,846
Maksimali reik�m·e 1,101 1,096 1,18
Vidurkis -0,002 0,001 0,007

Tiksl. f-jos Std. nuokrypis 0,001 0,014 0,004
nuokrypis Mediana -0,002 -0,001 0,006

Minimali reik�m·e -0,012 -0,011 -0,003
Maksimali reik�m·e 0 0,295 0,025

A.12. Lentel·e. Metodu¾ rezultatu¾palyginimas, kai S1;75(1; 1; 0)

Tikrieji parametrai I¾verµciai MTM Regresijos Momentu¾
Vidurkis 1,739 1,748 1,747
Std. nuokrypis 0,04 0,052 0,057

� = 1; 75 Mediana 1,74 1,75 1,752
Minimali reik�m·e 1,617 1,609 1,592
Maksimali reik�m·e 1,854 1,898 1,883
Vidurkis 0,995 0,924 0,964
Std. nuokrypis 0,018 0,107 0,062

� = 1 Mediana 1 1 1
Minimali reik�m·e 0,87 0,555 0,643
Maksimali reik�m·e 1 1 1
Vidurkis 0,02 -0,001 -0,18
Std. nuokrypis 0,066 0,133 0,035

� = 0 Mediana 0,013 -0,012 -0,182
Minimali reik�m·e -0,161 -0,214 -0,269
Maksimali reik�m·e 0,271 2,27 -0,072
Vidurkis 0,999 0,998 0,998
Std. nuokrypis 0,027 0,03 0,053

� = 1 Mediana 0,998 0,998 0,993
Minimali reik�m·e 0,914 0,925 0,855
Maksimali reik�m·e 1,068 1,1 1,166
Vidurkis -0,002 0,004 0,008

Tiksl. f-jos Std. nuokrypis 0,001 0,068 0,005
nuokrypis Mediana -0,001 0 0,007

Minimali reik�m·e -0,007 -0,007 -0,002
Maksimali reik�m·e 0 1,518 0,026
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A.13. Lentel·e. Stabiliu¾ju¾ seku¾parametru¾ i¾verµciai ir Anderson�Darling statistikos tikimyb·e (tikrinant stabilum ¾a)

Indeksas Stabiliojo modelio parametru¾ i¾verµciai
� � � � A-D krit K-S krit

ISPIX 1,7864 0,0393 0,0001 0,0078 0,63744 0,02584
AMEX 1,6984 0,1283 -0,0001 0,0099 0,83053 0,01824
AT&T 1,5319 -0,0679 -0,0001 0,0075 0,99999 -
BP 1,7356 -0,0706 -0,0004 0,0101 0,98932 -
FCHI 1,7506 0,1881 -0,0000 0,0081 0,28359 0,01198
CAC 1,5145 -0,1701 -0,0006 0,0088 0,99866 -
Coca 1,7121 -0,0699 -0,0004 0,0088 0,98818 -
GDAXI 1.6502 0,1607 -0,0001 0,0079 0,84363 -
DJC 1,7954 0,0778 -0,0001 0,0046 0,87824 -
DJ 1,7046 -0,0107 -0,0000 0,0103 0,91486 -
DJIA 1,5958 -0,0995 0,0002 0,0056 0,99834 -
DJTA 1,5629 0,01586 0,0002 0,0056 0,99970 -
FIAT 1,6331 -0,0692 0,0006 0,0127 0,99999 -
GE 1,7431 -0,0558 -0,0003 0,0090 0,97881 -
GM 1,7339 -0,0908 -0,0000 0,0098 0,99769 -
IBM 1,7005 -0,0548 -0,0002 0,0091 0,91800 -
LMT 1,6322 -0,1375 -0,0007 0,0115 0,97905 -
MCD 1,7296 -0,039 -0,0005 0,0106 0,88734 -
MER 1,7705 -0,1355 -0,0005 0,0148 0,89021 -
MSFT 1,7381 -0,0021 -0,0010 0,0141 0,83503 -
NASDAQ 1,6753 0,2431 0,0013 0,0145 0,82352 0,02928
NIKE 1,6714 -0,1450 -0,0010 0,0130 0,93361 -
NIKKEI 1,6431 0,1526 0,0003 0,0076 0,98046 -
Phile 1,6482 0,0058 -0,0004 0,0138 0,98355 -
S&P 1,6735 0,1064 -0,0002 0,0049 0,99913 -
SONY 1,6769 -0,2057 -0,0005 0,0115 0,98979 -
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A.14. Lentel·e. Stabiliu¾ju¾ seku¾parametru¾ i¾verµciai ir Anderson�Darling statistikos tikimyb·e (tikrinant stabilum ¾a)

Akcija Sekos be nuliniu¾ gr ¾aµzu¾ pilnos sekos
� � � � A-D krit � � � � A-D krit

ALT1L 1,6932 0,2285 0,0033 0,0207 0,82823 1,1762 0,2141 0,0019 0,0012 0,99999
ANK1L 1,9998 -0,6707 0,0014 0,0354 0,98217 1,0500 0,0881 0,0012 0,0008 0,99999
APG1L 1,1840 0,3256 0,0156 0,0121 0,99999 1,5483 0,0820 -0,0003 0,0005 0,99999
ATK1L 1,7866 0,8497 0,0092 0,0619 0,99997 1,0500 0,1108 0,0044 0,0028 0,99999
BAL1R 1,7884 0,0481 0,0029 0,0221 0,99967 1,0500 -0,0423 -0,0014 0,0021 0,99999
BLT1T 1,6120 0,1230 0,0044 0,0211 0,30355 1,0500 0,1459 0,0025 0,0012 0,99999
DKR1L 1,6810 0,5551 0,0042 0,0246 0,63206 1,0500 -0,1191 -0,0021 0,0013 0,99999
DPK1R 1,9998 0,8245 0,0055 0,0476 0,98000 1,2781 0,1317 0,0000 0,0006 0,99999
EKR1L 1,4886 0,0450 0,0004 0,0194 0,84975 1,0718 0,0450 0,0022 0,0049 0,99999
ETLAT 1,5232 -0,0528 -0,0001 0,0084 0,63206 1,3486 -0,0284 0,0000 0,0067 0,98258
GRD1R 1,6525 -0,0930 0,0047 0,0247 0,54695 1,3732 0,5210 0,0067 0,0044 0,99999
GRG1L 1,6510 0,2934 0,0053 0,0205 0,43277 1,0500 0,0370 0,0018 0,0033 0,99999
GUB1L 1,5014 0,2418 0,0086 0,0303 0,15127 1,0500 0,1236 0,0019 0,0010 0,99999
GZE1R 1,0850 -0,1265 -0,0067 0,0086 0,99999 1,0755 -0,0610 -0,0015 0,0032 0,99999
HAE1T 1,6567 0,1591 0,0024 0,0175 0,30355 1,0623 -0,0398 -0,0018 0,0040 0,99999
IVL1L 1,6047 0,3885 0,0082 0,0201 0,57324 1,0500 0,1066 0,0019 0,0013 0,99999
KBL1L 1,5601 0,1433 0,0026 0,0208 0,48922 1,0523 0,0514 0,0011 0,0010 0,99999
KJK1L 1,7657 0,4257 0,0098 0,0348 0,51170 1,3568 0,0032 -0,0010 0,0005 0,99999
KLEAT 1,8693 0,4659 0,0053 0,0498 0,67274 1,0500 0,1858 0,0052 0,0019 0,99999
KLV1T 1,7807 0,4738 0,0059 0,0396 0,62660 1,0500 -0,0569 -0,0039 0,0047 0,99999
KNF1L 1,5738 0,1706 0,0026 0,0179 0,99553 1,0500 -0,0487 -0,0028 0,0032 0,99999
KNR1L 1,6876 0,5276 0,0029 0,0330 0,57956 1,3973 0,1194 0,0030 0,0020 0,99999
LBS1L 1,8840 0,5427 0,0005 0,0249 0,99976 1,1700 -0,2513 -0,0019 0,0012 0,99999
LDJ1L 1,6079 0,1497 0,0024 0,0146 0,75424 1,0500 -0,0703 -0,0057 0,0061 0,99999
LEL1L 1,7030 0,4475 0,0053 0,0232 0,50432 1,0500 -0,0186 -0,0025 0,0095 0,99999
LEN1L 1,4632 0,4920 0,0102 0,0177 0,99981 1,0500 0,0334 0,0008 0,0019 0,99999
LFO1L 1,9998 -0,5138 0,0030 0,0335 0,99793 1,6784 -0,6089 -0,0006 0,0004 0,99999
LJL1L 1,9692 1,0000 0,0014 0,0409 0,99949 1,1117 -0,2865 -0,0061 0,0027 0,99999
LLK1L 1,9998 -1,0000 0,0040 0,0299 0,98317 1,5759 0,0003 0,0007 0,0009 0,99999
LME1R 1,5689 0,0696 0,0045 0,0318 0,77088 1,0500 -0,0667 -0,0030 0,0027 0,99999
LNS1L 1,7829 0,2793 0,0029 0,0237 0,99880 1,0500 0,1293 0,0063 0,0037 0,99999
LSC1R 1,9807 0,8311 0,0033 0,0237 0,99983 1,0500 0,0715 0,0067 0,0065 0,99999
LTK1L 1,7531 0,0979 0,0001 0,0114 0,99769 1,4791 0,0280 0,0000 0,0079 0,99996
MKO1T 1,6662 0,1571 0,0037 0,0132 0,28359 1,0500 0,0383 0,0021 0,0043 0,99999
MNF1L 1,7186 0,2838 0,0031 0,0186 0,76438 1,0500 0,1079 0,0102 0,0070 0,99999
MZE1L 1,0500 0,3140 0,1132 0,0266 0,99999 1,0500 -0,0657 -0,0034 0,0028 0,99999
NDL1L 1,0582 -0,2696 -0,0934 0,0349 0,99999 1,0959 0,1360 0,0010 0,0010 0,99999
NRM1T 1,5898 -0,0206 0,0012 0,0076 0,79773 1,3068 0,1414 0,0019 0,0055 0,99903
OLF1R 1,9998 0,8113 0,0065 0,0472 0,84774 1,0500 0,1864 0,0196 0,0076 0,99999
PTR1L 1,4223 0,4599 0,0184 0,0263 0,93111 1,2768 0,0790 0,0004 0,0005 0,99999
PZV1L 1,5006 0,2639 0,0050 0,0153 0,47367 1,1343 -0,7352 -0,0344 0,0078 0,99999
RKB1R 1,8377 0,3423 0,0048 0,0293 0,86659 1,1319 -0,1982 -0,0009 0,0006 0,99999
RLK1T 1,4995 0,0934 0,0063 0,0294 0,43277 1,2181 -0,1693 0,0001 0,0004 0,99999
RST1L 1,5757 0,3999 0,0046 0,0133 0,96194 1,0640 -0,0556 -0,0029 0,0065 0,99999
RSU1L 1,3319 0,1827 0,0030 0,0094 0,66307 1,1140 -0,8561 -0,0225 0,0041 0,99999
RTF1R 1,9496 1,0000 0,0077 0,0616 0,87665 1,2792 0,1945 0,0002 0,0006 0,99999
SAB1L 1,3790 0,1624 0,0054 0,0169 0,82112 1,0500 -0,1437 -0,0023 0,0010 0,99999
SAN1L 1,6103 0,1096 0,0064 0,0266 0,57324 1,3034 0,7166 0,0026 0,0010 0,99999
SKU1T 1,7244 0,0054 0,0012 0,0138 0,31342 1,0500 -0,0018 0,0000 0,0064 0,99999
SNG1L 1,2250 0,3227 0,0087 0,0101 0,99999 1,0500 0,0854 0,0026 0,0021 0,99999
SRS1L 1,0648 0,0180 0,0046 0,0161 0,84975 1,3079 -0,0546 -0,0003 0,0006 0,99999
STU1L 1,4703 0,1204 0,0062 0,0223 0,80589 1,2521 -0,1461 -0,0029 0,0016 0,99999

T¾esinys kitame puslapyje...
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A.15. Lentel·e. Stabiliu¾ju¾ seku¾ parametru¾ i¾verµciai ir Anderson�Darling statistikos tikimyb·e (tikrinant sta-
bilum ¾a)(t¾esinys)

Akcija Sekos be nuliniu¾ gr ¾aµzu¾ pilnos sekos
� � � � A-D krit � � � � A-D krit

...t¾esinys
TFA1T 1,6349 -1,0000 -0,0223 0,0753 0,99995 1,0732 0,0020 0,0005 0,0009 0,99999
TKM1T 1,5429 0,0576 0,0031 0,0160 0,21217 1,0614 -0,0438 -0,0011 0,0026 0,99999
UKB1L 1,8803 0,9852 0,0037 0,0304 0,95222 1,0500 -0,2011 -0,0061 0,0022 0,99999
UTR1L 1,4991 0,0891 0,0030 0,0185 0,21217 1,6193 -0,5577 0,0002 0,0004 0,99999
VBL1L 1,5474 0,4473 0,0065 0,0129 0,50432 1,1481 0,4279 0,0039 0,0016 0,99999
VDG1L 1,8723 0,9995 0,0093 0,0349 0,47367 1,0500 0,0471 0,0016 0,0023 0,99999
VNF1R 1,6754 0,1890 0,0023 0,0182 0,99814 1,0573 0,0480 0,0034 0,0074 0,99999
VNG1L 1,8789 -0,8607 0,0003 0,0147 0,99993 1,0500 -0,0274 -0,0021 0,0050 0,99999
VNU1T 1,7338 0,1246 0,0016 0,0225 0,24296 1,0500 0,0265 0,0011 0,0030 0,99999
VSS1R 1,7659 0,1080 0,0028 0,0206 0,96959 1,0500 -0,1495 -0,0077 0,0036 0,99999
VST1L 1,5411 0,3731 0,0070 0,0159 0,81868 1,0500 0,0248 0,0018 0,0044 0,99999
ZMP1L 1,3660 0,1285 0,0037 0,0174 0,59189 1,3098 0,2223 0,0008 0,0007 0,99999

A.16. Lentel·e. Daliniu¾ sumu¾ ir pradiniu¾ seku¾ homogeni�kumo testu¾ rezultatai, pagal Andersono kriteriju¾, pasik-
liovimo lygmuo 5%.

Indeksas m1= 10
� m2= 15

ISPIX + +

AMEX + +

AT&T + �
BP + +

FCHI + +

CAC � �
Coca + +

GDAXI + +

DJC + +

DJ + +

DJIA � �
DJTA + +

FIAT � �
GE + +

GM + +
IBM + +

LMT + +

MCD + +

MER + +

MSFT + +

NASDAQ � +

NIKE + +

NIKKEI � �
Phile + +

S&P + +

SONY + +

* homogeni�kumo hipotez·e neatmetama "+", homogeni�kumo hipotez·e atmetama "�"
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A.17. Lentel·e. Koreliacijos koe�cientai tarp H(q) ir q.

Indeksas koreliacija ry�ys tiesinis? rezultatas
ISPIX 97,57 taip savastingas
AMEX 99,01 taip savastingas
AT&T 92,57 ne multifraktalinis
BP 92,44 ne multifraktalinis
FCHI 98,53 taip savastingas
CAC 90,77 ne multifraktalinis
Coca 92,48 ne multifraktalinis
GDAXI 99,17 taip savastingas
DJC 99,59 taip savastingas
DJ 97,82 taip savastingas
DJIA 98,10 taip multifraktalinis
DJTA 98,50 taip savastingas
FIAT 96,82 ne multifraktalinis
GE 92,43 ne multifraktalinis
GM 96,91 ne multifraktalinis
IBM 92,98 ne multifraktalinis
LMT 95,25 ne multifraktalinis
MCD 93,77 ne multifraktalinis
MER 95,25 ne multifraktalinis
MSFT 92,56 ne multifraktalinis
NASDAQ 94,51 ne multifraktalinis
NIKE 94,37 ne multifraktalinis
NIKKEI 98,30 taip savastingas
Phile 93,65 ne multifraktalinis
S&P 98,58 taip savastingas
SONY 96,91 ne multifraktalinis
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A.19. Lentel·e. Hurst eksponent·e ir stabilumo parametras �.

Indeksas R/S Hurst 1=H �
ISPIX 0,561 1,783 1,786
AMEX 0,573 1,745 1,698
AT&T 0,555 1,802 1,532
BP 0,541 1,848 1,736
FCHI 0,568 1,761 1,751
CAC 0,563 1,776 1,515
Coca 0,505 1,980 1,712
GDAXI 0,585 1,709 1,650
DJC 0,599 1,669 1,795
DJ 0,515 1,942 1,705
DJIA 0,58 1,724 1,596
DJTA 0,579 1,727 1,563
FIAT 0,549 1,821 1,633
GE 0,53 1,887 1,743
GM 0,547 1,828 1,734
IBM 0,543 1,842 1,701
LMT 0,568 1,761 1,632
MCD 0,541 1,848 1,730
MER 0,549 1,821 1,771
MSFT 0,503 1,988 1,738
NASDAQ 0,567 1,764 1,675
NIKE 0,528 1,894 1,671
NIKKEI 0,572 1,748 1,643
Phile 0,57 1,754 1,648
S&P 0,578 1,730 1,674
SONY 0,579 1,727 1,677
ISPIX 0,561 1,783 1,786
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A.20. Lentel·e. Agreguotu¾seku¾ir pradin·es sekos homogeni�kumo testu¾rezultatai pagal Andersono kriteriju¾(sumuo-
jant po m = 10, pasikliovimo lygmuo 5%).

Indeksas atmesta (�),
visa seka

atmesta (�),
be nuliu

Indeksas atmesta (�),
visa seka

atmesta (�),
be nuliu

ALT1L � � LTK1L � �
ANK1L � � MKO1T � �
APG1L � � MNF1L � �
ATK1L � � MZE1L � �
BAL1R � � NDL1L � �
BLT1T � � NRM1T � �
DKR1L � � OLF1R � �
DPK1R � � PTR1L � �
EKR1L � � PZV1L � �
ETLAT � + RKB1R � �
GRD1R � � RLK1T � �
GRG1L � � RST1L � �
GUB1L � � RSU1L � �
GZE1R � � RTF1R � �
HAE1T � � SAB1L � �
IVL1L � � SAN1L � �
KBL1L � � SKU1T � �
KJK1L � � SNG1L � �
KLEAT � � SRS1L � �
KLV1T � � STU1L � �
KNF1L � � TFA1T � �
KNR1L � � TKM1T � �
LBS1L � � UKB1L � �
LDJ1L � � UTR1L � �
LEL1L � � VBL1L � �
LEN1L � � VDG1L � �
LFO1L � + VNF1R � �
LJL1L � � VNG1L � �
LLK1L � � VNU1T � �
LME1R � � VSS1R � �
LNS1L � � VST1L � �
LSC1R � � ZMP1L � �

homogeni�kumo hipotez·e neatmetama "+", homogeni�kumo hipotez·e atmetama "�"
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A.21. Lentel·e. Koreliacijos koe�cientas tarp H(q) ir q.

Indeksas sekos be nuliniu¾ gr ¾aµzu¾ pilnos sekos
koreliacija tiesin·e priklausomyb·e rezultatas koreliacija tiesin·e priklausomyb·e rezultatas

ALT1L 0,99 taip savastingas 0,996 taip savastingas
ANK1L 0,931 ne � 0,945 ne multifraktalinis
APG1L 0,92 ne multifraktalinis 0,916 ne multifraktalinis
ATK1L 0,93 ne � 0,925 ne multifraktalinis
BAL1R 0,901 ne � 0,886 ne �
BLT1T 0,928 ne multifraktalinis 0,935 ne multifraktalinis
DKR1L 0,93 ne � 0,949 taip savastingas
DPK1R 0,966 ne � 0,971 taip savastingas
EKR1L 0,97 ne � 0,961 ne �
ETLAT 0,918 ne � 0,914 ne �
GRD1R 0,981 taip savastingas 0,952 ne multifraktalinis
GRG1L 0,948 ne � 0,97 taip savastingas
GUB1L 0,918 ne � 0,905 ne multifraktalinis
GZE1R 0,911 ne � 0,906 ne �
HAE1T 0,913 ne multifraktalinis 0,914 ne multifraktalinis
IVL1L 0,971 taip savastingas 0,965 ne multifraktalinis
KBL1L 0,928 ne � 0,932 ne �
KJK1L 0,935 ne � 0,935 ne �
KLEAT 0,921 ne � 0,91 ne multifraktalinis
KLV1T 0,94 ne multifraktalinis 0,942 ne multifraktalinis
KNF1L 0,884 ne � 0,901 ne �
KNR1L 0,924 ne � 0,919 ne �
LBS1L 0,931 ne � 0,924 ne �
LDJ1L 0,967 ne multifraktalinis 0,969 taip savastingas
LEL1L 0,946 ne � 0,94 ne �
LEN1L 0,906 ne � 0,905 ne �
LFO1L 0,935 ne multifraktalinis 0,92 ne multifraktalinis
LJL1L 0,935 ne multifraktalinis 0,953 ne multifraktalinis
LLK1L 0,92 ne � 0,96 ne multifraktalinis
LME1R 0,946 ne multifraktalinis 0,943 ne multifraktalinis
LNS1L 0,973 ne � 0,965 ne multifraktalinis
LSC1R 0,971 ne � 0,97 taip savastingas
LTK1L 0,975 taip savastingas 0,971 taip savastingas
MKO1T 0,918 ne multifraktalinis 0,918 ne multifraktalinis
MNF1L 0,972 taip savastingas 0,972 ne multifraktalinis
MZE1L 0,95 ne � 0,93 ne �
NDL1L 0,942 ne � 0,914 ne �
NRM1T 0,907 ne multifraktalinis 0,903 ne multifraktalinis
OLF1R 0,963 ne multifraktalinis 0,988 taip savastingas
PTR1L 0,943 ne � 0,92 ne multifraktalinis
PZV1L 0,964 ne � 0,957 ne multifraktalinis
RKB1R 0,965 ne � 0,953 ne multifraktalinis
RLK1T 0,933 ne � 0,935 ne multifraktalinis
RST1L 0,949 ne � 0,94 ne �
RSU1L 0,947 ne multifraktalinis 0,928 ne multifraktalinis
RTF1R 0,954 ne � 0,946 ne multifraktalinis
SAB1L 0,898 ne � 0,914 ne multifraktalinis
SAN1L 0,923 ne multifraktalinis 0,924 ne multifraktalinis
SKU1T 0,911 ne multifraktalinis 0,91 ne multifraktalinis
SNG1L 0,924 ne multifraktalinis 0,909 ne multifraktalinis
SRS1L 0,935 ne � 0,93 ne multifraktalinis
STU1L 0,934 ne � 0,932 ne multifraktalinis

T¾esinys kitame puslapyje...
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A.22. Lentel·e. Koreliacijos koe�cientas tarp H(q) ir q. (t¾esinys)

Indeksas sekos be nuliniu¾ gr ¾aµzu¾ pilnos sekos
koreliacija tiesin·e priklausomyb·e rezultatas koreliacija tiesin·e priklausomyb·e rezultatas

...t¾esinys
TFA1T 0,932 ne � 0,954 ne multifraktalinis
TKM1T 0,915 ne multifraktalinis 0,918 ne multifraktalinis
UKB1L 0,975 taip savastingas 0,963 ne multifraktalinis
UTR1L 0,932 ne � 0,938 ne multifraktalinis
VBL1L 0,914 ne � 0,94 ne �
VDG1L 0,949 ne � 0,922 ne multifraktalinis
VNF1R 0,976 taip savastingas 0,961 ne multifraktalinis
VNG1L 0,987 taip savastingas 0,96 ne multifraktalinis
VNU1T 0,931 ne multifraktalinis 0,912 ne multifraktalinis
VSS1R 0,971 taip savastingas 0,957 ne multifraktalinis
VST1L 0,836 ne multifraktalinis 0,826 ne multifraktalinis
ZMP1L 0,948 ne � 0,925 ne multifraktalinis
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A.23. Lentel·e. Stabilumo parametro ir Hurst indekso ry�ys

v.p. sekos be nuliniu¾ gr ¾aµzu¾ pilna seka
H 1=H � H 1=H �

ALT1L 0,573 1,745 1,693 0,544 1,838 1,176
ANK1L 0,547 1,828 2,000 0,575 1,739 1,050
APG1L 0,603 1,658 1,184 0,658 1,520 1,548
ATK1L 0,465 2,151 1,787 0,564 1,773 1,050
BAL1R 0,459 2,179 1,788 0,49 2,041 1,050
BLT1T 0,534 1,873 1,612 0,562 1,779 1,050
DKR1L 0,627 1,595 1,681 0,701 1,427 1,050
DPK1R 0,479 2,088 2,000 0,489 2,045 1,278
EKR1L 0,599 1,669 1,489 0,62 1,613 1,072
ETLAT 0,561 1,783 1,523 0,594 1,684 1,349
GRD1R 0,45 2,222 1,652 0,488 2,049 1,373
GRG1L 0,538 1,859 1,651 0,576 1,736 1,050
GUB1L 0,632 1,582 1,501 0,592 1,689 1,050
GZE1R 0,549 1,821 1,085 0,581 1,721 1,076
HAE1T 0,562 1,779 1,657 0,556 1,799 1,062
IVL1L 0,627 1,595 1,605 0,655 1,527 1,050
KBL1L 0,587 1,704 1,560 0,642 1,558 1,052
KJK1L 0,569 1,757 1,766 0,513 1,949 1,357
KLEAT 0,526 1,901 1,869 0,497 2,012 1,050
KLV1T 0,501 1,996 1,781 0,508 1,969 1,050
KNF1L 0,592 1,689 1,574 0,643 1,555 1,050
KNR1L 0,261 3,831 1,688 0,437 2,288 1,397
LBS1L 0,586 1,706 1,884 0,657 1,522 1,170
LDJ1L 0,603 1,658 1,608 0,589 1,698 1,050
LEL1L 0,644 1,553 1,703 0,648 1,543 1,050
LEN1L 0,56 1,786 1,463 0,588 1,701 1,050
LFO1L 0,33 3,030 2,000 0,639 1,565 1,678
LJL1L 0,463 2,160 1,969 0,592 1,689 1,112
LLK1L 0,665 1,504 2,000 0,648 1,543 1,576
LME1R 0,548 1,825 1,569 0,54 1,852 1,050
LNS1L 0,495 2,020 1,783 0,555 1,802 1,050
LSC1R 0,472 2,119 1,981 0,59 1,695 1,050
LTK1L 0,529 1,890 1,753 0,642 1,558 1,479
MKO1T 0,554 1,805 1,666 0,585 1,709 1,050
MNF1L 0,575 1,739 1,719 0,58 1,724 1,050
MZE1L 0,595 1,681 1,050 0,662 1,511 1,050
NDL1L 0,462 2,165 1,058 0,65 1,538 1,096
NRM1T 0,594 1,684 1,590 0,562 1,779 1,307
OLF1R 0,518 1,931 2,000 0,483 2,070 1,050
PTR1L 0,674 1,484 1,422 0,697 1,435 1,277
PZV1L 0,634 1,577 1,501 0,618 1,618 1,134
RKB1R 0,629 1,590 1,838 0,559 1,789 1,132
RLK1T 0,506 1,976 1,500 0,446 2,242 1,218
RST1L 0,57 1,754 1,576 0,67 1,493 1,064
RSU1L 0,642 1,558 1,332 0,622 1,608 1,114
RTF1R 0,556 1,799 1,950 0,516 1,938 1,279
SAB1L 0,493 2,028 1,379 0,507 1,972 1,050
SAN1L 0,658 1,520 1,610 0,592 1,689 1,303
SKU1T 0,625 1,600 1,724 0,553 1,808 1,050
SNG1L 0,535 1,869 1,225 0,597 1,675 1,050
SRS1L 0,445 2,247 1,065 0,521 1,919 1,308
STU1L 0,614 1,629 1,470 0,616 1,623 1,252

T¾esinys kitame puslapyje...
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A.24. Lentel·e. Stabilumo parametro ir Hurst indekso ry�ys (t¾esinys)

v.p. sekos be nuliniu¾ gr ¾aµzu¾ pilna seka
H 1=H � H 1=H �

...t¾esinys
TFA1T 0,47 2,128 1,635 0,508 1,969 1,073
TKM1T 0,447 2,237 1,543 0,518 1,931 1,061
UKB1L 0,562 1,779 1,880 0,567 1,764 1,050
UTR1L 0,528 1,894 1,499 0,514 1,946 1,619
VBL1L 0,718 1,393 1,547 0,692 1,445 1,148
VDG1L 0,584 1,712 1,872 0,685 1,460 1,050
VNF1R 0,536 1,866 1,675 0,562 1,779 1,057
VNG1L 0,621 1,610 1,879 0,606 1,650 1,050
VNU1T 0,543 1,842 1,734 0,534 1,873 1,050
VSS1R 0,471 2,123 1,766 0,482 2,075 1,050
VST1L 0,595 1,681 1,541 0,664 1,506 1,050
ZMP1L 0,652 1,534 1,366 0,593 1,686 1,310
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Priedas B. Statistin·es duomenu¾analiz·es metodai

�iame priede apra�omi statistiniai i¾vairiu¾ hipoteziu¾ tikrinimo metodai naudojami disertacijoje ir
pateikiami ju¾algoritmai.

B.1. Neparametriniu¾suderinamumo hipoteziu¾tikrinimas

Pasiskirstymo funkcijos atitikim ¾a empiriniams duomenims galima tikrinti Andersono�Darlingo
(A�D) metodu, Kolmugorovo�Smirnovo (K�S) ir kt A�D kriterijaus statistika turi pavidal ¾a:

ADn = max
x2R

jF (x)� Fn(x)jp
F (x)(1� F (x))

arba

n
2 = �n� 2
nX
i=1

�
2i� 1
2n

lnF (xi) +

�
1� 2i� 1

2n

�
ln [1� F (xi)]

�
tuomet limn!1P (n


2 < x) = a2(x) (Kobzar [75]). �is kriterijus labiau jautrus empirin·es ir
teorin·es pasiskirstymo funkcijos skirtumams tolimuose kvantiliuose (uodegose), o kitas kriterijus,
leidµziantis patikrinti ar pasiskirstymas su i¾vertintais parametrais atitinka empirinius duomenis
centrin·eje pasiskirstymo dalyje yra K�S kriterijus.

K�S kriterijus apra�omas statistika
Dn = sup

x2R
jF (x)� Fn(x)j ;

kur F0 yra teorin·e ir Fn empirin·e pasiskirstymo funkcijos. Taµciau praktikoje skaiµciuojamas
Dn = max(D

+
n ; D

�
n );

kur

D+
n = max

16i6n

�
i

n
� F (xi)

�
ir D�

n = max
16i6n

�
F (xi)�

i� 1
n

�
:

Algoritmas 22 Andersono�Darlingo statistikos skaiµciavimas AndDar(n; par;X; vi; di; kr)
�Tikslas: Apskaiµciuoti Andersono�Darlingo statistikos reik�m¾e duotajai sekai X, su para-

metrais par ir kurios empirinis vidurkis vi ir dispersija di;
I¾·ejimo parametrai : n (sveikasis skaiµcius) gr ¾aµzu¾sekos ilgis; X (nmatis realiu¾skaiµciu¾masyvas)

gr ¾aµzu¾vektorius (variacin·e seka), par (m matis realiu¾skaiµciu¾masyvas) stabiliojo d·esnio parametru¾
vektorius, vi (realusis skaiµcius) sekos vidurkis, di (realusis skaiµcius) sekos dispersija, kr (sveikasis
skaiµcius) d·esnio kodas (0 �Gauss�o, 1 �Ko�i, 2 �stabilusis);

I�·ejimo parametrai : s (realusis skaiµcius) Andersono�Darlingo statistikos reik�m·e;
Naudojama atmintis: atminties beveik nenaudoja;
Laiko s ¾anaudos: labai priklauso nuo duomenu¾sekos ilgio ir pasiskirstymo funkcijos apskaiµci-

avimo;
Apra�ymas:

� gr ¾aµzu¾seka X turi būti surū�iuota, t.y. turi būti sudaryta jos variacin·e seka;
� priklausomai nuo i¾·ejimo parametro kr galimi trys �ios funkcijos variantai, t.y. lokalus kintamasis
g yra apskaiµciuojamas pagal tris skirtingas funkcijas:

� gi = F (xi) centruota ir normuota (pagal vidurki¾ ir dispersij ¾a) Gauss�o d·esnio pasiskirstymo
funkcijos reik�m·e ta�ke xi = X[i];

� gi = F (xi) Ko�i d·esnio pasiskirstymo funkcijos reik�m·e ta�ke xi = X[i];
� gi = F (xi) �-stabiliojo d·esnio su parametrais par pasiskirstymo funkcijos reik�m·e ta�ke
xi = X[i];
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� skaiµciuojama suma z =
Pn

i=1 ((2i� 1) ln(gi) + (2n� 2i+ 1) ln(1� gi)) ;
� skaiµciuojama statistikos reik�m¾e s = �n� z=n.

Algoritmas:

1. s = 0;
2. SWITCH (kr){

2.1. CASE (kr = 0): � � � � � � � � � � � � � -tikrinam Gauss�o atveju

2.1.1. FOR i = 1 TO n DO

2.1.1.1. g = gaussp((X[i� 1]� vi)=di);

s+ = (2 � i� 1) � ln(g) + (2 � n� 2 � i+ 1) � ln(1� g);

2.1.1.1. i = i+ 1;

2.2. CASE (kr = 1): � � � � � � � � � � � � � tikrinam Ko�i atveju

2.2.1. FOR i = 1 TO n DO

2.2.1.1. g = kosi((X[i� 1]� 0)=1);

s+ = (2 � i� 1) � ln(g) + (2 � n� 2 � i+ 1) � ln(1� g);

2.2.1.1. i = i+ 1;

2.3. DEFAULT: � � � � � � � � � � � � � � � � -tikrinam stabiliuoju atveju

2.3.1. FOR i = 1 TO n DO

2.3.1.1. g = pasiskirstymas(X[i� 1]; par);

s+ = (2 � i� 1) � ln(g) + (2 � n� 2 � i+ 1) � ln(1� g);

2.3.1.1. i = i+ 1;

3. s = �n� s=n; � � � � � � � � � � � � � � -skaiµciuojam statistik ¾a s;
4. IF (s < 1e� 307) THEN s = 1e� 307;
5. IF (s > 1e+ 307) THEN s = 1e+ 307;
6. RETURN s. �

Algoritmas 23 Asimetrijos kriterijus asimetrijos(vi; di;X; n)
�Tikslas: Apskaiµciuoti asimetrijos kriterijaus statistikos reik�m¾e duotajai sekai X, kurios

empirinis vidurkis vi ir dispersija di;
I¾·ejimo parametrai : n (sveikasis skaiµcius) gr ¾aµzu¾sekos ilgis; X (nmatis realiu¾skaiµciu¾masyvas)

gr ¾aµzu¾ vektorius (variacin·e seka), vi (realusis skaiµcius) sekos vidurkis, di (realusis skaiµcius) sekos
dispersija;

I�·ejimo parametrai : d gali i¾gyti vien ¾a i� dvieju¾ reik�miu¾: jei seka simetri�ka (1) ir jei
asimetri�ka (0);

Naudojama atmintis: atminties beveik nenaudoja;
Laiko s ¾anaudos: priklauso nuo duomenu¾sekos ilgio;
Apra�ymas:

� Skaiµciuojam treµci ¾aji¾centrini¾moment ¾a g = 1
n

nP
i=1

�
X[i]�vi
di

�3
;
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� Skaiµciuojam teorin¾e reik�m¾e f =
q

6(n�2)
(n+1)(n+3)

;

� palyginam g ir f : jei g > f laikoma, kad seka asimetri�ka, jei g < f laikoma, kad seka simetri�ka.
�

Algoritmas 24 Eksceso kriterijus akses(vi; di;X; n)
�Tikslas: Apskaiµciuoti eksceso kriterijaus statistikos reik�m¾e duotajai sekai X, kurios em-

pirinis vidurkis vi ir dispersija di;
I¾·ejimo parametrai : n (sveikasis skaiµcius) gr ¾aµzu¾sekos ilgis; X (nmatis realiu¾skaiµciu¾masyvas)

gr ¾aµzu¾ vektorius (variacin·e seka), vi (realusis skaiµcius) sekos vidurkis, di (realusis skaiµcius) sekos
dispersija;

I�·ejimo parametrai : d gali i¾gyti vien ¾a i�dvieju¾ reik�miu¾: jei seka su maµzu ekscesu (1) ir jei
seka su dideliu ekscesu (0);

Naudojama atmintis: atminties beveik nenaudoja;
Laiko s ¾anaudos: priklauso nuo duomenu¾sekos ilgio;
Apra�ymas:

� Skaiµciuojam ketvirt ¾aji¾ centrini¾moment ¾a g = 1
n

nP
i=1

�
X[i]�vi
di

�4
� 3;

� Skaiµciuojam teorin¾e reik�m¾e f =
q

24n(n�2)(n�3)
(n+1)2(n+3)(n+5)

;

� palyginam g ir f : jei g > f laikoma, kad seka su maµzu ekscesu arba be jo, jei g < f laikoma,
kad seka yra su dideliu ekscesu. �

Algoritmas 25 Kolmogorovo�Smirnovo kriterijus kolmogorov(par; n;X)
�Tikslas: Apskaiµciuoti Kolmogorovo�Smirnovo kriterijaus statistikos reik�m¾e duotajai sekai

X, su parametrais par;
I¾·ejimo parametrai : n (sveikasis skaiµcius) gr ¾aµzu¾ sekos ilgis; X (n matis realiu¾ skaiµciu¾masy-

vas) gr ¾aµzu¾ vektorius (variacin·e seka), par (keturmatis realiu¾ skaiµciu¾ masyvas) stabiliojo d·esnio
parametru¾vektorius;

I�·ejimo parametrai : rez (realusis skaiµcius) Kolmogorovo�Smirnovo kriterijaus statistikos
reik�m·e arba 0, jei suderinamumo hipoteze atmetama su tikimybe p = 0:05;

Naudojama atmintis: papildomai reikia atminties seku¾Dp1 ir Dp2 saugojimui (n maµciai
realiu¾skaiµciu¾masyvai);

Laiko s ¾anaudos: priklauso nuo duomenu¾sekos ilgio;
Apra�ymas:

� gr ¾aµzu¾seka X turi būti surū�iuota, t.y. turi būti sudaryta jos variacin·e seka;
� Sudarom skirtumu¾tarp teorin·es ir empirin·es pasiskirstymo funkciju¾sekas Dp1[i] = (i+1)=n�
f [i] ir Dp2[i] = f [i] � i=n, µcia f [i] = F (X[i]) pasiskirstymo funkcijos reik�m·e ta�ke X[i] (�iuo
atveju f [i] = pasiskirstymas(X[i]; par));

� I�renkam maksimalu¾ skirtum ¾a i� abieju¾ seku¾Dp1m = max(Dp1) ir Dp2m = max(Dp2), bei
maksimalu¾skirtum ¾a Dna = max(Dp1m;Dp2m);

� Skaiµciuojam teorin¾e kritin¾e reik�m¾e Dp =
q

� ln(p=2)
2n

� 1
6n
;

� Jei maksimalus skirtumas tarp teorin·es ir empirin·es pasiskirstymo funkciju¾ yra didesnis uµz
teorin¾e kritin¾e reik�m¾e (Dna > Dp) tai suderinamumo hipotez·e atmetama (su klaidos tikimyb·e
0.05) ir gr ¾aµzinama nulin·e reik�m·e (0), prie�ingu atveju (Dna < Dp) suderinamumo hipotez·es
atmesti negalima ir gr ¾aµzinama statistikos reik�m·e Dna.

Algoritmas:
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1. FOR i = 0 TO n DO

1.1. f1 = pasiskirstymas(X[i]; par);
1.2. Dp1[i] = (i+ 1)=n� f1;
1.3. Dp2[i] = f1� i=n;

2. Dp1m = maxmax(Dp1; n);
3. Dp2m = maxmax(Dp2; n);
4. Dna = max(Dp1m;Dp2m);
5. IF (Dna < Dnmin) THEN

5.1. rezmin = Dna;
5.2. Dnmin = Dna;

6. Dp =
p
� ln(p=2)=(2n)� 1=(6n);//� � � � � � � teorine reiksme� � � � � �

7. IF(Dnmin > Dp) THEN rez = 0:0;
ELSE rez = rezmin;

8. RETURN rez. �

B.2. Dvieju¾seku¾homogeni�kumo nustatymas Andersono ir Smirnovo kriterijais

Dvieju¾ imµciu¾homogeni�kumo nustatymui taikomi Smirnovo ir Andersono (!2) kriterijai.
Andersono statistika apskaiµciuojama pagal formul¾e:

T =
1

n1n2(n1 + n2)

"
n1

n1X
i=1

(r1;i � i)2 + n2

n2X
j=1

(r2;j � j)2

#
� 4n1n2 � 1
6(n1 + n2)

;

µcia n1 �pirmosios imties tūris, n2 �antrosios imties tūris, r1;i ir r2;j �atitinkamai pirmosios ir
antrosios rū�iuotu¾imµciu¾elementu¾rangai bendroje variacin·eje sekoje. �i statistika, kai n1n2 !1
(n1 > 50, n2 > 50) ir n1=n2 = const yra asimptoti�kai pasiskirsµciusi pagal n!2 d·esni¾ (a1(x)).

Smirnovo statistika
Dn1;n2 = max(D

+
n1;n2

; D�
n1;n2

);
µcia n1 6 n2,

D+
n1;n2

= max
16r6n1

�
r

n1
� Fn2(x(r))

�
ir D�

n1;n2
= max

16i6n1

�
Fn2(x(r))�

r � 1
n1

�
;

o Fn � imties empirin·e pasiskirstymo funkcija. �i statistika, kai n1n2 ! 1 sutampa su Kol-
mogorovo pasiskirstymu.

Algoritmas 26 Dvieju¾seku homogeniskumas homogenis(X;n;m; intpt)
�Tikslas: Patikrinti ar dvi sekos yra homogeni�kos (pirmoji seka yra i¾ra�yta sekos X pir-

muose m elementu¾, antroji nuo m iki n elemento);
I¾·ejimo parametrai : n (sveikasis skaiµcius) bendrosios sekos ilgis; X (n matis realiu¾ skaiµciu¾

masyvas) duomenu¾ vektorius (sulipdyta i� pirmosios ir antrosios seku¾), m (sveikasis skaiµcius)
pirmosios sekos ilgis, itnpt (sveikasis skaiµcius) nepriklausomu¾ imµciu¾skaiµcius;

I�·ejimo parametrai : teor (realusis skaiµcius) homogeni�kumo statistikos reik�m·e, itnpt (sveika-
sis skaiµcius) vektoriu¾skaiµcius;

Naudojama atmintis: papildomai reikia atminties rangu¾ ir seku¾ kodo seku¾ saugojimui, bei
nedidelei matricai rang (2 � 2) saugoti, pirmasis stulpelis skirtas saugoti i-tosios sekos rangu¾
skaiµciu¾, antrasis stulpelis skirtas saugoti i-tosios sekos rangu¾vidurkiui;

Laiko s ¾anaudos: priklauso nuo duomenu¾sekos ilgio;
Apra�ymas:
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� Reikia apskaiµciuoti statistikosH reik�m¾eH = 12
n(n+1)

2P
i=1

rang[i; 0](rang[i; 1]� �R)2, µcia n bendras

duomenu¾ kiekis, �R = n+1
2
� rangu¾ seku¾ bendrasis vidurkis, rang[i; 0] i-tosios sekos rangu¾

skaiµcius, rang[i; 1] i-tosios sekos rangu¾vidurkis;
� Jei H > �2(itnpt � 1; 0:05) tai homogeni�kumo hipotez·e atmetama, prie�ingu atveju hipotez·e
neatmetama. �

Algoritmas 27 Dvieju¾seku Smirnovo homogeni�kumo testas smirnovoh(X1; X2; n;m; p)
�Tikslas: Patikrinti ar dvi sekos X1 ir X2 yra homogeni�kos pagal Smirnovo kriteriju¾;
I¾·ejimo parametrai : X1(n matis realiu¾skaiµciu¾masyvas) ir X2 (m matis realiu¾skaiµciu¾masy-

vas) duomenu¾ sekos, n (sveikasis skaiµcius) pirmosios sekos ilgis, m (sveikasis skaiµcius) antrosio
sekos ilgis, p (realusis skaiµcius) pasikliovimo lygmuo;

I�·ejimo parametrai : z gali i¾gyti vien ¾a i�dvieju¾ reik�miu¾: 0 �hipotez·e apie homogeni�kum ¾a
atmetama, 1 - hipotez·e apie homogeni�kum ¾a neatmetama;

Naudojama atmintis: papildomai reikia atminties skirtumu¾sekoms DP ir DM saugojimui;
Laiko s ¾anaudos: priklauso nuo duomenu¾sekos ilgio;
Apra�ymas:

� Skaiµciuojam skirtumu¾tarp empiriniu¾pasiskirstymo funkciju¾sekas DP ir DM ;
� I�renkam maksimalu¾skirtum ¾a i�visu¾galimu¾D = max(max(DP );max(DM));

� Skaiµciuojam kritin¾e reik�m¾e Dp = 1
k
+
q
�n+m
2n�m ln(p=2) �

m�n
6(mn)

+ n�d
2(n+m+d)

, µcia

d = BendrasDid�ziausiasDaliklis(n;m), o k = BendrasMa�ziausiasKartotinis(n;m);
� Jei Dp < D gr ¾aµzinama reik�m·e 0, jei Dp > D gr ¾aµzinama reik�m·e 1.

duomenu¾nuskaitymas
DER Y( ) Z0 0←

Zi ln
Yi 1+ 0−

Yi







←

i rows Y( ) 2− 0..∈for

Z

:=

X DER duom( ):= duomenu¾transformavimas
P 0.05:= pasikliovimo lygmuo

rows X( ) 7.164 103×= duomenu¾skaiµcius
epf t W,( ) 0 t W0≤if

1 t Wrows W( ) 1−>if

z
k

rows W( )
← Wk t< Wk 1+≤if

k 0 rows W( ) 2−..∈for

z

otherwise

:=

empirin·e pasiskirstymo funkcija
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Sekos dalinimas i¾n daliu¾ ir tu¾daliu¾tarpusavio homogeni�kumo tyrimas
A Test 10 P, X,( ):=

A

0 1 2 3 4 5 6 7 8 9

0
1

2
3

4
5

6

7

8
9

1 0 0 1 1 1 0 0 0 0
0 1 1 0 0 0 0 0 1 0

0 1 1 0 0 0 0 1 1 0
1 0 0 1 1 0 0 0 0 0

1 0 0 1 1 0 0 0 0 0
1 0 0 0 0 1 0 0 0 0

0 0 0 0 0 0 1 1 0 0

0 0 1 0 0 0 1 1 1 0

0 1 1 0 0 0 0 1 1 0
0 0 0 0 0 0 0 0 0 1

=

�

Algoritmas 28 Dvieju¾ seku Andersono homogeni�kumo testas anderson(X;n;m; p)
�Tikslas: Patikrinti ar dvi sekos (sujungtos i¾ vien ¾a vektoriu¾) yra homogeni�kos pagal An-

dersono kriteriju¾;
I¾·ejimo parametrai : X (n matis realiu¾skaiµciu¾masyvas) duomenu¾seka, n (sveikasis skaiµcius)

bendrosios sekos ilgis, m (sveikasis skaiµcius) pirmosios sekos ilgis, p (realusis skaiµcius i� intervalo
(0; :::; 1)) pasikliovimo lygmuo;

I�·ejimo parametrai : k gali i¾gyti vien ¾a i�dvieju¾ reik�miu¾: 0 �hipotez·e apie homogeni�kum ¾a
atmetama, 1 - hipotez·e apie homogeni�kum ¾a neatmetama;

Naudojama atmintis: papildomai reikia atminties rangu¾ ir seku¾kodo seku¾saugojimui;
Laiko s ¾anaudos: priklauso nuo duomenu¾sekos ilgio ir rū�iavimo efektyvumo;
Apra�ymas:

� Statistikos T skaiµciavimas paremtas priede B.1 pateikta schema
� Jei gautoji statistikos reik�m·e maµzesn·e uµz 2,49 tai su pasikliovimo lygmeniu p = 0:05 hipotez·es
apie suderinamum ¾a atmesti negalima, prie�ingu atveju hipotez¾e atmetame.

�

B.3. Wald�Wolfowitz seriju¾testas

Wald�Wolfowitz seriju¾testas11 (angl. runs test) [87] skirtas patikrinti ar seka yra atsitiktin·e. Tam
skaiµciuojame statistik ¾a

W =
R� ��

��
;

µcia R yra 0 ir 1 seriju¾ skaiµcius, �� ir �� atitinkamai yra a.d. R pasiskirstymo d·esnio vidurkis ir
dispersija

�� = 1 + 2
N0N1
N0 +N1

; �� =

s
2N0N1

2N0N1 �N

N2 (N � 1)
kur N yra sekos ilgis, N0 ir N1 �atitinkamai nuliuku¾ ir vienetuku¾skaiµcius sekoje.

Jei sekoje nuliukai ir vienetukai yra nepriklausomi tai statistika W �pasiskirsµciusi pagal
standartini¾normalu¾ji¾ d·esni¾ su 100(1 � �)% pasikliovimo lygmeniu. Priklausomai nuo statistikos
reik�m·es galimi du atvejai:

a) jei jW j > Z�, tai sekoje galimas cikli�kumas, sezoni�kumas arba trendas;
b) jei jW j < Z�, tai sekos yra atsitiktin·es;

11Wald-Wolfowitz seriju¾ testas apra�ytas ir internetin·eje enciklopedijoje Wikipedia: http://en.wikipedia.org/wiki/Wald-
Wolfowitz_runs_test.
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µcia Z� yra normaliojo standartinio d·esnio atitinkamas kvantilis.
Reik·etu¾ pasteb·eti, kad a) atveju statistikos reik�m·e rodo, kad sekos n·era atsitiktin·es (atsi-

tiktinumo hipotez·e atmetama).

Algoritmas 29 Sekos atsitiktinumo nustatymas (runs testas)
�Tikslas: nustatyti ar duotoji seka yra atsitiktin·e;
I¾·ejimo parametrai: duom (n matis realiu¾skaiµciu¾masyvas) duomenu¾seka (skaitoma i�failo,

µcia n = rows(duom));
I�·ejimo parametrai: per·ejimu¾ tarp būsenu¾ skaiµcius, pirmosios būsenos skaiµcius, antrosios

būsenos skaiµcius, vidutinis per·ejimu¾skaiµcius, per·ejimu¾dispersija, statistikos reik�m·e, kritin·e vien-
pus·e statistikos reik�m·e, kritin·e dvipus·e statistikos reik�m·e;

Naudojama atmintis: papildomos atminties nenaudoja;
Laiko s ¾anaudos: priklauso nuo duomenu¾sekos ilgio n;
Apra�ymas:

� duomenys (akciju¾ kainos) transformuojamos i¾ gr ¾aµzas (X) ir būsenas (X2 ir X4). Būsena a
atitinka 0 būsen ¾a, būsena aa atitinka būsen ¾a 1;

� apskaiµciuojamas būsenu¾pasikeitimo skaiµcius r (funkcija runs(:));
� apskaiµciuojamas būsenu¾a ir aa skaiµcius (atitinkamai n1 ir n2);
� skaiµciuojamas vidutinis būsenu¾pasikeitimu¾skaiµcius alf = 1 + 2 � n1 � n2

n1+n2
;

� skaiµciuojama būsenu¾pasikeitimu¾dispersija sigm =
q
2n1n2 2n1n2�n1�n2

(n1+n2)2(n1+n2�1) ;

� skaiµciuojama statistika ZZ = r�alf
sigm

;
� skaiµciuojamos vienpus·e ir dvipus·e kritin·es statistikos reik�m·es, kadangi ZZ � N(0; 1) tai Zalf
yra pasiskirsµciusi pagal atvirk�tini¾normalu¾ji¾d·esni¾

� jei jZZj < Zalf tai laikoma, kad seka yra atsitiktin·e.

Algoritmas:
duom :=

nuskaitomi duomenys

Y duom 0〈〉
:=

risk a( ) n rows a( ) 2−←

si ln
ai 1+

ai







← ai 0≠ ai 1+ 0≠∧if

i 0 n..∈for

s

:=

X risk Y( ):= duomenys transformuojami i¾gr ¾aµzas

būsena a

būsena aa

X4:=X2 gr ¾aµzu¾seka transformuojama i¾būsenu¾sek ¾a.
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runs x5( ) j 1←

j j 1+← x5i x5i 1+≠if

i 0 rows x5( ) 2−..∈for

j

:=

r runs X4( ):= r 545= būsenu¾pasikeitimo skaiµcius

būsenu¾a skaiµcius

būsenu¾aa skaiµcius

bendras duomenu¾skaiµcius

alf 858.738=

sigm 2 n1⋅ n2⋅
2 n1⋅ n2⋅ n1− n2−

n1 n2+( )2 n1 n2+ 1−( )⋅
⋅:=

sigm 20.664=

Zalf qnorm 1 0.05− 0, 1,( ):= Zalf 1.645=
kritin·e vienpus·e statistikos reik�m·e

Zalf.2 qnorm 1
0.05

2
− 0, 1,





:= Zalf.2 1.96=
kritin·e dvipus·e statistikos reik�m·e

statistikos reik�m·e
Formuojam rezultatus:

resz3 alf:= resz4 sigm:= resz5 ZZ:= resz6 Zalf:=

resz7 Zalf.2:=

resz

545

914

808

858.738

20.664

15.183−

1.645

1.96

























=

reszT �
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Priedas C. Portfelio tipo parinkimas

Finansin·e priemon·e vertybinis popierius (v.p.), kuri gali būti perkama ar parduodama, vadinama
aktyvu arba kapitalu. Nagrin·ekime vieno periodo investavim ¾a i¾ aktyvus. Laikysime, kad X0 �
aktyvo vert·e pradiniu laiko momentu, o X1 �aktyvo vert·e po vieno periodo, tuomet bendrosias
pajamas i�aktyvo apskaiµciuosime

r =
X1

X0

:

Laikydamiesi tu¾paµciu¾paµzym·ejimu¾pelno norm ¾a skaiµciuosime pagal formul¾e

R =
X1 �X0

X0

arba r = 1 + R. Tuomet aktyvo vert·e periodo pabaigoje bus X1 = (1 + R)X0. Deja, kokia bus
pelno norma periodo pabaigoje mes neµzinome, tod·el negalime apskaiµciuoti ir aktyvo vert·es.

Investiciniu vertybiniu¾popieriu¾portfeliu vadinamas toks v.p. rinkinys, i¾ kuri¾ investuojama
tam tikra pinigu¾ suma ir kuriame kiekvienas atskiras v.p. turi tam tikr ¾a svori¾. Paprastai yra
priimta, kad visu¾svoriu¾suma yra lygi 1 ir visi svoriai yra neneigiami, taµciau atskirais atvejais �iu¾
s ¾alygu¾galima atsisakyti. Jei d·el skaiµciavimu¾paprastumo atsisakoma pirmosios s ¾alygos, daµzniausiai
atlikus skaiµciavimus svoriai vis tiek yra normuojami. Jei atsisakoma antrosios �sakoma, kad yra
leidµziamas nepadengtasis pardavimas [149] (angl. short selling), t.y. v.p. galima pasiskolinti i�
to rinkos dalyvio kuris ji¾ turi. Taµciau nepadengtasis pardavimas duoda peln ¾a tik tuo atveju, jei
pasiskolintojo v.p. kaina rinkoje krenta. Daugeliui �nansiniu¾investiciju¾nepadengtasis pardavimas
yra draudµziamas, taµciau akciju¾rinkoje jis egzistuoja.

Yra i�skiriami trys atvejai kai norima parinkti modeli¾esant atsitiktinumui:
� Vidurkis-rizika (mean-risk) modeliai;
� Tik·etinos naudos maksimizavimas (expected utility maximisation)
� Stochastinis dominavimas (stochastic dominance).

C.1. Vidurkio�rizikos modeliai

Paµzym·ekime � �rizikos matas, t.y. funkcija atvaizduojanti atsitiktini¾dydi¾ i¾ realiu¾skaiµciu¾aib¾e.
Vidurkio-rizikos modeliuose, kai rizikos matas yra �, sakoma, kad Rx dominuoja prie�a.d.

Ry, tada ir tik tada jei E(Rx) > E(Ry) ir �(Rx) 6 �(Ry), kai yra bent viena grieµzta nelygyb·e, tai
RX >m=� RY :

Sakoma, kad a.d. Rx yra efektyvus arba nedominuojamas, tada ir tik tada, jei n·era kito
a.d. Ry tokio, kad Ry dominuotu¾ prie�Rx. Tai rei�kia, kad duotai gr ¾aµzai Rx yra pati maµziau-
sia galima rizika �Rx ir duotai rizikai yra didµziausia gr ¾aµza. Vidurkio-rizikos modeliu¾ esm·e yra
surasti efektyvu¾ji¾a.d �portfeli¾. Tokio tipo uµzdaviniams priskiriamas labiausiai µzinomas vidurkio�
dispersijos arba Markowitz uµzdavinys.

C.2. Tik·etinos naudos maksimizavimas

I�matuoti a.d. pageidaujamum ¾a, priskiriant ji¾ realiam skaiµciui, vadinsime tik·etina nauda. Nau-
dos funkcija yra reali funkcija U apibr·eµzta realiu¾ skaiµciu¾ erdv·eje (apibūdinanti galimus vert·es
lygius pasibaigus investavimo periodui). Laukiamos naudos teorija prapleµcia naudos funkcijos
apibr·eµzimo sriti¾nuo realiu¾skaiµciu¾iki atsitiktiniu¾dydµziu¾erdv·es. Laukiamos naudos vert·e E[U(X)]
yra priskiriama kiekvienam a.d. X tokiu būdu:

E[U(X)] =

Z
U(x) dF (x)

µcia F yra a.d. X pasiskirstymo f-ja. Tokiu būdu du atsitiktiniai dydµziai yra palyginami lyginant
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ju¾ laukiamos naudos reik�mes. Didesnioji reik�m·e rodo, kad tas a.d. yra naudingesnis.
Naudos funkcijos ekonomin·es savyb·es. Ry�iai tarp rizikos ypatybiu¾, kurios atitinka stebim ¾a

ekonomini¾elgesi¾ ir naudos funkcijos formos yra keturios:
� Did·ejanµcios naudos pasirinkimas (investuotojai renkasi daugiau vietoj maµziau) U yra did·ejanti
f-ja (U�(w) > 0 visiems w ir bent vien ¾a kart ¾a grieµztai daugiau).

� Rizikos vengimas (angl. risk aversion). Jei investuotojas priverstas rinktis tarp lo�imo ir garan-
tuoto laim·ejimo, su tuo paµciu laukiama verte, jis renkasi garantuot ¾a laim·ejim ¾a. Matemati�kai
�i savyb·e rei�kia, kad U yra did·ejanti ir i¾gaubta (U 0(w) > 0; U 00(w) 6 0 visiems w ir su bent
vien ¾a kart ¾a grieµzta nelygybe, t.y. U turi maµz·ejanµci ¾a ribin¾e naud ¾a). Rizikos viengenµciam inves-
tuotojui laukiama rizikingos investicijos nauda visada yra maµzesn·e uµz laukiamos vert·e naud ¾a
(pav. C.1):

E[U(X)] 6 U(E[X]):

Paveikslas C.1: Naudos funkcija ir investuotojo rizikos supratimas

� Teigiamos asimetrijos pasirinkimas (bankroto vengimas) (angl. positive skewness preference �
ruin aversion): vengimas imti maµzus beveik garantuotus i�lo�imus mainais i¾nutolusi ¾a bankroto
tikimyb¾e. Matemati�kai tai rei�kia, kad U yra did·ejanti, i¾gaubta, o U 0 i�gaubta, t.y U 000(w) > 0,
U 0(w) > 0, U 00(w) 6 0 (µzr. pav. C.2).

0

0,05

0,1

0,15

0,2

0,25

0,3

0,35
Average

0

0,05

0,1

0,15

0,2

0,25

0,3

0,35 Average

a) b)

Paveikslas C.2: Asimetrija teigiama a) ir neigiama b).
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� Maµz·ejantis absoliutin·es rizikos vengimas (A.R.A.): investuoti i¾rizikingus aktyvus kai �iu¾vert·e
kyla (prisiimti daugiau rizikos, kai �nansi�kai saugu). Matemati�kai �i ¾a savyb¾e charakterizuoja
maµz·ejantis Arrow�Pratt absoliutin·es rizikos koe�cientas

a(w) = �U
00(w)

U 0(w)
: (C.1)

a0(w) 6 0 rei�kia, kad funkcijos U gra�ko i�linkimas, darosi maµzesnis
did·ejant vertei.
Rizikos matas ir naudos funkcija
Naudos funkcija kuri yra did·ejanti, i¾dubusi ir kurios kreivumas maµz·eja maµz·ejant vertei �

linkusi i¾ tiesi�kum ¾a prie dideliu¾verµciu¾�sutampa su realiu ekonominiu elgesiu.
I¾veskime apibendrint ¾a naudos funkcij ¾a, tam tereikia naudos funkcij ¾a i�skleisti Teiloro eilute

ta�ko X0 aplinkoje
U(X) = U(X0) + U 0(X0)(X �X0) + U 00(X0)(X �X0)

2 +O(X �X0):

Suvidurkin¾e, pertvark¾e ir atlik¾e pakeitim ¾a X1 = (1 +R)X0 gauname:
E[U(X)] � E[ ~U(X)] � U(�

R
)� 1

2
b � �2R;

µcia b = �X0
U 00(X0)
U 0(X0)

> 0, ~U(X) = R � cR2 (kvadratin·e naudos funkcija), esant tokiai funkcijai
laukiama nauda lygi:

E[ ~U(X)] = �R � c � (�2R + �2R) � �R � c � �2R
�i formul·e sutampa su vidurkio-dispersijos optimalaus portfelio laukiama nauda. Pagrindinis �ios
formul·es trūkumas yra tas, kad daµzniausiai atmesti auk�tesniu¾ eiliu¾ nariu¾ negalima, ypaµc esant
sunkiu¾uodegu¾ (ir asimetri�kiems) pasiskirstymams. �i ¾a problem ¾a galima i�spr¾esti paliekant pvz.
treµcios ir ketvirtos eil·es narius [4], tokiu būdu i�sprendµziama asimetrijos ir eksceso problema. T.y.

E[(X � E(X))2]� cE[(X � E(X))3] = Var(X)� cM3(X)

Tuo tarpu naudos funkcija
U(x) = ax� bx2 + cx3:

Jei naudos funkcij ¾a parinksime �tai tokios formos U(x) = ax�jxj tai rizikos matas bus absoliutinis
nuokrypis nuo vidurkio (angl. Mean Absolute Deviation)

MAD(X) = E[jX � E(X)j]:
Gana nesud·etingai galima �i ¾a formul¾e apibendrinti

E[U(X)g = E[jX � E(X)jk]
arba

E[U(X)g = E[jX � E(X)jk]1=k:
Dar bendresn¾e formul¾e pasiūl·e [129]

E[U(X)g = E[f(jX � E(X)j)k]1=k
funkcijai f(:) yra keliami tam tikri reikalavimai.

C.3. Stochastinis dominavimas

Taikant stochastinio dominavimo (SD) modelius nereikia µzinoti konkreµcios naudos funkcijos i�rai�-
kos, µcia svarbiausia surikiuoti pasirinkimus (a.d.) remiantis vien tik naudos funkcijos charakteris-
tikomis [159]. Skirtingiems SD tipams atitinka skirtingas naudos funkciju¾klases. SD yra paremtas
aksiomatiniais rizikos vengimo modeliais:
� pirmos eil·es SD (FSD): yra laikoma, kad investuotojas yra racionalus (vertina daugiau nei
maµziau). A.d. X yra vertinamas labiau nei a.d. Y pagal FSD (X >FSD Y ) tada ir tik tada jei

E[U(X)] > E[U(Y )];
visoms did·ejanµcioms naudos funkcijoms U . Tai rei�kia, kad racionalaus investuotojo X verti-
nama labiau nei Y .
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Paveikslas C.3: Stochastinio dominavimo hierarchija

� antros eil·es SD (SSD): laikoma, kad investuotojas yra racionalus ir vengiantis rizikos. A.d. X
yra vertinamas labiau nei a.d. Y pagal SSD (X >SSD Y ) tada ir tik tada jei

E[U(X)] > E[U(Y )];
visoms did·ejanµcioms ir i¾gaubtoms naudos funkcijoms U . Tai rei�kia, kad racionalaus investuo-
tojo, vengianµcio rizikos X vertinama labiau nei Y .

� treµcios eil·es SD (TSD): laikoma, kad investuotojas yra racionalus, vengiantis rizikos ir bankroto.
A.d. X yra vertinamas labiau nei a.d. Y pagal TSD (X >TSD Y ) tada ir tik tada jei

E[X] > E[Y ] ir E[U(X)] > E[U(Y )];
visoms did·ejanµcioms ir i¾gaubtoms naudos funkcijoms U ir su i�gaubta U 0.

� Maµz·ejanµcio absoliutinio rizikos vengimo SD (DARA): laikoma, kad investuotojas yra racionalus,
vengiantis rizikos ir turi maµz·ejanµci ¾a A.R.A. A.d. X yra vertinamas labiau nei a.d. Y pagal
DARA (X >DARA Y ) tada ir tik tada jei

E[X] > E[Y ] ir E[U(X)] > E[U(Y )];
visoms did·ejanµcioms ir i¾gaubtoms naudos funkcijoms U ir su a0(W ) 6 0.
S ¾ary�ius tarp skirtingu¾rū�iu¾SD galima pavaizduoti gra��kai C.3 ir uµzra�yti formaliai

X >FSD Y ) X >SSD Y ) X >TSD Y ) X >DARA Y

t.y. efektyvusis DARA SD sprendinys) efektyvusis TSD sprendinys) efektyvusis SSD sprendinys
) efektyvusis FSD sprendinys.

Sakoma, kad vidurkio rizikos modelis su rizikos matu � yra suderinamas su SD s ¾ary�iais tada
ir tik tada jei i�to, kad X >SD Y seka, kad X >m=� Y , visiems X ir Y . Tai rei�kia, kad efektyvus
portfelis (a.d.) vidurkio rizikos modelyje taip pat yra nedominuojamas stochastinio dominavimo
prasme, tod·el vidurkio-rizikos modeliai veda prie racionaliu¾sprendimu¾.

Sakoma, kad vidurkio-rizikos modelis su rizikos matu � yra sutampantis su SD s ¾ary�iu jei
X >SD Y ,X >m=� Y , visiems X ir Y . Tai rei�kia, kad abu modeliai turi tokio paµcio rango
pasirinkim ¾a. Pvz. monotoninis rizikos matas pasiūlytas Young [161] ir suderinamas su FSD ir
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SSD yra MiniMax (MM) rizikos matas
MM(X) = � supfc 2 R j P (X 6 c) = 0g:

C.4. Rizikos modeliu¾apibendrinimas

Vidurkio-rizikos modeliai yra paprasti ir prakti�ki, skaiµciuojamuoju poµziūriu. Kita vertus, prik-
lausomai nuo rizikos mato, jie n·era racionalūs pasirinkimo poµziūriu. I¾sivaizduokime modeli¾ su
simetriniu rizikos matu, tokiu kaip dispersija ir du atsitiktinius dydµzius X ir Y . X turi garan-
tuot ¾a i�lo�im ¾a w0. Y turi dvi galimybes �i�lo�imus w0 ir w1 su tikimyb·emis 1

2
. Tegul w1 > w0.

Akivaizdu, kad tur·etume pasirinkti Y , kadangi jo i�lo�imas yra nemaµzesnis nei X. Taµciau pa-
gal vidurkio-rizikos modelio formulavim ¾a, nei vienas negali būti pasirinktas, nes nors X ir turi
maµzesn¾e laukiam ¾a vert¾e, jo rizika yra lygi nuliui.

Pagrindinis laukiamos naudos maksimizavimo problemati�kumas slypi tinkamos naudos funkci-
jos parinkime. Stochastinio dominavimo s ¾ary�iai apra�o teorinius racionaliu¾ pasirinkimu¾ pa-
grindus, atsiµzvelgiant i¾ steb·et ¾a ekonomini¾ elgesi¾. Deja, jie yra sunkiai pritaikomi praktikoje.
Daµznai beveik nei¾manoma surasti efektyviu¾ (stochastinio dominavimo prasme) sprendiniu¾ sekos,
kai atsitiktiniu¾dydµziu¾(portfelio sudedamu¾ju¾daliu¾) skaiµcius tolsta nuo baigtinio.

Rizikos matu¾klasi�kavimas
1. Pirmos rū�ies rizikos matai, matuoja nuokrypio nuo tam tikro ta�ko dydi¾. Kai tas ta�kas yra

a.d. vidurkis tai jie vadinami nuokrypio matais. Yra i�skiriami du �iu¾matu¾tipai:
1.1. Dvipusiai (simetriniai) �vertinami ne tik neigiami nuokrypiai, bet ir teigiami:

1.1.1. dispersijos�standartinio nuokrypis � =
p
var(Rp) arba �(X) = (E[(X�E(X))2])1=2

];
1.1.2. MAD (Vidurkio-absoliutinio nuokrypio; laukiama absoliutinio nuokrypio nuo vi-

durkio vert·e) MAD(X) = E[jX � E(X)j],
1.1.3. Stabiliojo pasiskirstymo skal·es/dispersijos parametro (plaµciau apie stabiliuosius

d·esnius 3.2 skyriuje) ;
1.1.4. Gini vidurkio skirtumas [16], [110] ir [135] E(jWx � Y j);
1.1.5. Apibendrintos dvipus·es rizikos matu¾klas·es

�(X) =

24 zZ
�1

jx� cja � w[F (y)]f(y) dy

35b ;
(aptariamos plaµciau).

1.2. Vienpusiai (µzemyn, asimetriniai) �vertinami nuokrypiai i¾neigiam ¾aj ¾a pus¾e:
1.2.1. Maµziausiu¾ daliniu¾momentu¾metodas (angl. Lower partial moments of order �

around mean) LPM�(EX;X) = [Efmax(0; X � E(X))�g]1=�;
1.2.2. VaR/CVaR aptariami daugelio autoriu¾ ir yra plaµciausia nagrin·ejami modeliai;
1.2.3. Laipsnin·es CvaR/ETL [110] EfjWxjq j�Wx > VaR�(Wx)g .
1.2.4. Svarbiausia saugumas [110] Pr(Wx 6 �) ;
1.2.5. Pusiau dispersijos;
1.2.6. Blogiausio atvejo.

Abieju¾tipu¾matai gali būti tik teigiami.
2. Antros rū�ies rizikos matai, matuoja visu¾ galimu¾ nuostoliu¾ reik�mingum ¾a. Prie�ingai nei (I)

rū�ies matai �ie gali būti tiek teigiami tiek neigiami. �ie matai gali būti laikomi:
2.1. Būtinas kapitalas (investuoti taip, kad jis būtu¾ nerizikingas). �iuo atveju¾ rizikos matas

yra teigiamas;
2.2. Būtina premija (kuri ¾a pa·emus nebūtu¾paµzeistas saugumas). �iuo atveju matas yra neigia-

mas.
Pvz.
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� Vert·e-Rizika (Value-at-Risk: VaR() ) vir�utinis 100% nuostoliu¾�Rp pasiskirstymo
ta�kas;

� Tik·etinu¾nuostoliu¾ (angl. Expected Tail Loss: ETL) arba geriau µzinomas pavadinimas
s ¾alyginis vert·e-rizika (CVaR): visu¾�Rp vidurkis, kai �Rp > VaR();

S ¾ary�iai tarp (I) ir (II) rū�ies matu¾yra nustatomi tam tikromis aksiomatin·emis charakteris-
tikomis ir yra aptariami daugelio autoriu¾([4], [110],[150], [104], [130] ir kt.).

Apibendrintos rizikos matu¾klas·es
Stone [140] apra�·e triju¾parametru¾rizikos matu¾klas¾e

�(X) =

24 zZ
�1

(j x� c j)kf(x)dx

351=k (C.2)

su parametrais z, k ir c. Stone klas·e apima standartini¾ nuokrypi¾, pusiau standartini¾ nuokrypi¾,
pusiau absoliutini¾ nuokrypi¾, o taip pat ir (C.1). Labiau apibendrint ¾a penkiu¾ parametru¾ rizikos
matu¾klas¾e pasiūl·e Pedersen ir Satchell [112]

�(X) =

24 zZ
�1

(j x� c j)aw[F (y)]f(y)dy

35b ; (C.3)

apimanµci ¾a Stone klases, taip pat dispersij ¾a, pusiau dispersij ¾a, maµziausiu¾daliniu¾momentu¾, o taip
pat ir kitus rizikos matus.

Maµziausiu¾daliniu¾momentu¾modelis (LPM)
�is metodas priskiriamas pirmojo tipo vienpus·es rizikos matams (matuojamas neigiamas

nuokrypis nuo pasirinkto �ksuoto ta�ko � = E[X]). Maµziausias k lygio dalinis momentas apie
vidurki¾ susietas su a.d. X yra

LPMk(EX;X) =
�
Ef[max(0;E(X)�X)]kg

�1=k
(C.4)

(k, �) modelis yra vidurkio-rizikos modelis, kuriame rizikos matas yra LMP su � lygmeniu apie
ta�k ¾a � , k charakterizuoja investuotojo poµziūri¾ i¾ rizika:
� k 2 (0; 1), kai investuotojas yra ie�kantis rizikos;
� k = 1, kai investuotojas yra rizikai neutralus;
� k > 1, kai investuotojas yra vengiantis rizikos.

Tam tikrais atvejais LPM yra suderinamas su SD modeliais:
� k > 0 suderinamas su FSD (efektyvusis (k, �) modelio sprendinys yra optimalus visiems
racionaliems investuotojams);

� k > 1 suderinamas su SSD (efektyvusis (k, �) modelio sprendinys yra optimalus visiems
racionaliems ir rizikos vengiantiems investuotojams);

� k > 2 suderinamas su TSD (efektyvusis (k, �) modelio sprendinys yra optimalus visiems
racionaliems, rizikos ir bankroto vengiantiems investuotojams).
De�cito rizika (angl. shortfall risk)
Pati bendriausia rizikos matu¾klas·e apra�anti de�cito rizik ¾a yra vadinamoji maµziausiu¾daliniu¾

momentu¾k (k = 0; 1; 2 : : : ) klas·e
LPMk(z;X) =

�
Ef[max(0; z �X)]kg

�
:

Arba normalizuotoje formoje rizikos matas bus:

LPMk(z;X) =
�
Ef[max(0; z �X)]kg

�1=k
�io tipo rizikos matus nagrin·ejo Fishburn [49] ir jie daµzniausiai yra naudojami laikant, kad k = 0; 1
arba 2. Tokiu būdu gauname de�cito tikimyb¾e

SPz = P(X 6 z) = F (z);

laukiamas de�citas
SEz(X) = E[max(0; z �X)];
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de�cito dispersija
SVz(X) = E[max(0; z �X)2];

o taip pat ir de�cito standartinis nuokrypis
SSDz(X) = E[max(0; z �X)2]1=2:

Svyravimai apie z = E(X), pavyzdµziui, maµzesnysis pusiau absoliutinis nuokrypis (angl. lower-
seni-absolute deviation) LSAD yra pasiūlyti Ogryczak ir Ruszczynski [109] ir Gotoh bei Konno
[59]

E[max(0;E(X)�X)];
pusiau dispersija

E[max(0;E(X)�X)2];
pusiau standartinis nuokrypis

E[max(0;E(X)�X)2]1=2:
Taip pat svarbu panagrin·eti s ¾alyginius de�cito rizikos matus. Labai svarbus pavyzdys gal·etu¾

būti vidurkio nuokrypio nuostolis (angl. mean excess loss) arba kitaip s ¾alyginis laukiamas de�citas

MELz(X) = E(z �X j X 6 z) =
SEz(X)

SPz(X)
;

vidutinis de�citas su s ¾alyga, kad de�citas bus. MEL yra laikomas blogiausio i¾vykio rizikos matu.
Vert·e esant rizikai
�io tipo rizikos matus vieni i�pirmu¾ju¾labai plaµciai nagrin·ejo Rockafeller ir Uryasev [127�129].

Trumpai panagrin·ekime vert·e-rizika rizikos matus ir su jais susijusius modelius. Paµzym·ekime
nuostolius susietus su investicijomis x = (x1; : : : ; xn) atsitiktiniu dydµziu Lx (Lx = �Rx). VaR
su pasikliovimo lygiu � 2 (0; 1) susietu su investicijomis x (arba Rx) yra maksimalus leidµziamas
nuokrypis investavimo periodo pabaigoje su �iuo pasikliovimo lygiu. Paprastai � = 0:9; � = 0:95
arba � = 0:99. Tegul F yra atsitiktinio dydµzio Lx pasiskirstymo funkcija

F (�) = prob(Lx 6 �); (C.5)

V aR�(X) = V aR�(RX) = V aR�(LX) = minf� 2 R j F (�) > �g: (C.6)
VaR modelis gali būti suderinamas su SD modeliais, jei:
� 8� 2 (0; 1) vidurkio �VaR� modelis yra suderinamas su FSD;
� specialioms pasiskirstymu¾klas·ems (pvz. normaliems) ir jei a.d. turi vienod ¾a vidurki¾, VaR yra
suderinamas su SSD.
Tik·etinu¾nuostoliu¾arba s ¾alyginis vert·e esant rizikai
CVaR su pasikliovimo lygiu � 2 (0; 1)susietu su investicijomis x (arba Rx) yra vidutinis

nuokrypis i�blogiausiu¾ (1� �)% investavimo atveju¾.
CV aR�(X) = CV aR�(RX) = CV aR�(LX) = LX

pasiskirstymo �-uodegos vidurkis. �-uodegos pasiskirstymas gaunamas paimant LX pasiskirstymo
vir�utin¾e (1 � �) dali¾ (atitinkanµci ¾a ekstremalius nuostolius) ir sunormuojant iki [0,1]. �-uodegu¾
pasiskirstymo f-ja

F�(�) =

8<: 0; � < V aR�(x)
F (�)� �

1� �
; � > V aR�(x)

:

Tegul LX yra diskretus a.d. LX :
z1; z2; :::; zn�2; zn�1; zn

p1; p2; :::; pn�2; pn�1; pn;

jei � 2 (p1 + � � �+ pn�3; p1 + � � �+ pn�2), tai VaR�(x) = zn�2.
Tuomet

CV aR�(x) =
1

1� �
(zn�2(p1 + � � �+ pn�2 � �) + zn�1pn�1 + znpn):
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Paveikslas C.4: VaR ir CVaR pad·etis nuostolio pasiskirstyme.

Tuo atveju jei nuostoliu LX pasiskirstymas yra tolydus, CV aR�(x) yra s ¾alyginis nuostoliu¾
vidurkis apie V aR�(x):

CV aR�(x) = E[LX jLX > V aR�(x)] = E[LX jLX > V aR�(x)]: (C.7)
Diskreµciu atveju �ios lygyb·es negalioja. CVaR modelis gali būti suderinamas tik su SSD modeliu,
jei 8� 2 (0; 1) vidurkio�CV aR� modelis yra suderinamas su SSD.

VaR tai prognozuotas maksimalus nuostolis su tam tikru pasikliovimo lygmeniu. Kaip jau
buvo min·eta, jei X �a.d. reprezentuojantis investicinio portfelio nuosmukius �ksuotame laiko
tarpe, tai

V aR�(X) = minf� : P (X 6 �) > �g
Kaip paai�k·eja VaR turi neigiamu¾savybiu¾:
� Nei¾vertina rizikos perµzengianµcios (didesn·es) VaR lygi¾.
� VaR n·era subadityvi (diversi�kavus portfeli¾gali padid·eti rizika) ir yra ne i�kila.

D·el �iu¾ir kitu¾savybiu¾VaR yra keiµciamas CVaR kuris apibūdinamas taip: CVaR tai laukia-
mas nuosmukis, kuris vir�ija VaR

CV aR�(X) = E[XjX > V aR�(X)]: (C.8)
Paµzym·ekime f(x;X) �i�lo�imo funkcija, o �f(x;X) �nuosmukio f-ja tuomet optimizavimo prob-
lemos formuluojamos taip [128]:

max
x

E[f(x;X)]

CV aR�[�f(x;X)] 6 �
x > 0

(C.9)

arba
min
x

CV aR�[�f(x;X)]
E[f(x;X)] > r

x > 0
(C.10)
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arba
max
x

E[f(x;X)]

CV aR�[�f(x;X)] 6 �1
CV aR�[�f(x;X)] 6 �2

x > 0

: (C.11)

Tegul

F�(x; �) = �+
1

1� �

Z
[f(x; �)� �]+p(�) d�;

µcia z+ = maxfz; 0g.
Jei [128]

CV aR�[f(x; �)] = min
�
F�(x; �);

tai
min
x
CV aR�[f(x; �)] = min

x;�
F�(x; �):

Diskreµciuoju atveju optimizavimo problem ¾a galima suvesti i¾tiesinio programavimo uµzdavini¾.

F�(x; �) = �+
1

1� �

NX
k=1

[f(x; �k)� �]+pk;

µcia z+ = maxfz; 0g. [f(x; �k) � �]+ pakeiµciame adekvaµcia s ¾alyga zk > f(x; �k) � �, zk > 0,
k = 1; : : : ; N . Gauname tiesinio programavimo uµzdavini¾:

min �+ 1
1��

Pn
k=1 pkzk

zk > f(x; �k)� �; 8k
zk > 0;8k
x 2 X

(C.12)

arba maksimizuojant tik laukiam ¾a peln ¾a
max RTx

CV aR�j(x) 6 U�j ; j = 1; :::; J
x 2 X

: (C.13)

C.5. Vidurkio-rizikos tipo portfelio parinkimas arba Markowitz modelis ir
uµzdavinys

Kaip jau buvo min·eta anksµciau portfelis x yra efektyvus jei jis:
� Turi maksimali ¾a laukiam ¾a gr ¾aµza i�visu¾portfeliu¾su ta paµcia rizika;
� Turi minimalia rizika i�visu¾portfeliu¾su ta paµcia laukiama gr ¾aµza.

Nagrin·ejant vidurkio�dispersijos portfelio optimizavim ¾a, laikoma, kad rizikos matas yra stan-
dartinis nuokrypis. Tokio tipo portfelio optimizavim ¾a nagrin·ejo Markowitz [99] ir [100].

Tarkime, kad turime n vertybiniu¾popieriu¾. Ju¾pelno normos atitinkamai lygiosR1; R2; : : : ; Rn,
o kovariacijos tarp ju¾(pelno normu¾) yra �ij, i; j = 1; 2; : : : ; n.

Portfelio svorio koe�cientai yra xi, i = 1; 2; :::; n su s ¾alyga, kad
nX
i=1

xi = 1:

Kai kurie koe�cientai gali i¾gyti neigiamas reik�mes, nes yra leidµziamas nepadengtasis pardavi-
mas. Nor·edami rasti portfeli¾su minimalia pelno dispersija, priskirkime vidutinei portfelio normai
reik�m¾e Rp. Turime rasti minimaliosios dispersijos galim ¾a portfeli¾ su vidurkiu Rp. Matemati�kai
uµzdavinys formuluojamas taip:

1

2
�

nX
i=1

nX
j=1

xixj � �ij ! min (C.14)
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su s ¾alygomis
nX
i=1

xi �Ri = Rp (C.15)

ir
nX
i=1

xi = 1: (C.16)

Daugiklis 0.5 prie�dispersijos rai�k ¾a para�ytas tik tam, kad būtu¾gautas paprastesnis atsakymas.
Turint suformuluot ¾a konkretu¾Markowitz uµzdavini¾, ji¾ galima i�spr¾esti skaitmeni�kai, panaudojus
atitinkamas optimizavimo procedūras. Uµzdaviniui spr¾esti naudosime Lagranµzo daugikliu¾metod ¾a
[149]. Sudarykime Lagranµzo funkcij ¾a su daugikliais � ir �

L = 0:5 �
nX
i=1

nX
j=1

xixj � �ij � �

 
nX
i=1

xiRi �Rp

!
� �

 
nX
i=1

xi � 1
!

Apskaiµciuokime funkcijos L dalin¾e i�vestin¾e svorio xi, i = l; 2; :::; n koe�cientu¾ir Lagranµzo daugikliu¾
atµzvilgiu ir gaut ¾a i�rai�k ¾a prilyginkime nuliui. Efektyviojo portfelio (kai yra leidµziamas nepadeng-
tasis pardavimas) su vidutine pelno norma Rp svorio koe�cientai xi, i = 1; 2; :::; n. ir Lagranµzo
daugikliai � ir � tenkina lygtis

nX
j=1

xj � �ij � �Ri � � = 0; i = 1; 2; : : : ; n; (C.17)

nX
i=1

xiRi = Rp; (C.18)

nX
i=1

xi = 1: (C.19)

Turime n lygµciu¾ bei dvi apribojimu¾ lygtis. I� viso yra n + 2 lygtys ir tiek pat neµzinomu¾ju¾: xi,
i = 1; 2; :::; n, � ir �. �iu¾ tiesiniu¾ lygµciu¾ sprendinys duos efektyviojo (optimalaus) portfelio su
vidutine pelno norma Rp svorio koe�cientus. Deja, jei nepadengtasis pardavimas n·era leidµziamas
�io uµzdavinio pertvarkyti i¾ tiesiniu¾ lygµciu¾sistem ¾a negalima. Ir toks uµzdavinys vadinamas kvadra-
tinio programavimo uµzdaviniu, kuris n·era analiti�kai i�sprendµziamas. Suformuluokime alternatyvu¾
uµzdavini¾ tokiam portfeliui optimizuoti [101] ir [147].

min
8x

��RTx+ 1
2
xTQx;

Ax = b;
eTx = 1;
x > 0;

(C.20)

µcia Q �kovariaciju¾matrica, e �vienetu¾vektorius, R �laukiamu¾gr ¾aµzu¾vektorius. � > 0. �i¾modeli¾
galima prapl·esti i¾vedant sandoriu¾ka�tus ir nagrin·ejant keliu¾periodu¾investavim ¾a. (C.20) sistem ¾a
galima pertvarkyti taip:

max
8x

RTx� 1
2
RAx

TQx;

eTx = 1;
x > 0;

(C.21)

µcia RA yra Arrow�Pratt absoliutinio rizikos vengimo indeksas (µzr. Kallberg ir Ziemba [71])

RA = �
U 00(w)

U 0(w)
;

kur U Neumann�Morgenstern [150] naudos funkcija. Empiriniai Kallberg ir Ziemba [71] rezultatai
parad·e, kad kai RA > 6 linkstama prie labai rizikos viengenµciu¾portfeliu¾, kai 2 6 RA 6 4 stebimas
padidintas absoliutinis rizikos vengimas ir kai RA 6 2 krypstama prie rizikingu¾portfeliu¾. RA = 4
maµzdaug atitinka pensiju¾ fondu¾ valdymo portfeli¾ (daµznai, laikant 60% akciju¾ ir 40% obligaciju¾).
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Praktikoje modeliuose su rizika�gr ¾aµza priimta naudoti kit ¾a parametr ¾a 0 6 � 6 1 ir minimizuoti
funkcij ¾a [130]

min � �
NX
i=1

NX
j=1

xixj � �ij � (1� �)

NX
i=1

xi � �i (C.22)

laikant, kad aR
2
= �

1�� gaunamas ekvivalentumas tarp (C.21) ir (C.22). Keiµciant � nuo 0 iki 1
galima gauti sprendini¾ su maksimalia laukiama gr ¾aµza ir minimalia dispersija.

Robastinis portfelio parinkimas
Tarkime, kad Markowitz V-D modelis yra apra�omas �tai tokia problema:

min
x2F

��RTx+
1

2
xTQx

laikysime, kad sritis F = fx : Ax = b; eTx = 1; x > 0g yra µzinoma ir n·era atsitiktin·e. Robastinio
optimizavimo atveju gr ¾aµzos ir kovariaciju¾matricos yra intervalinio tipo [147]:

= = f(R;Q) : RL 6 R 6 RU ; QL 6 Q 6 QU ; Q�0g:
Intervalai formuojami i� istoriniu¾ duomenu¾minimumu¾ ir maksimumu¾. Robastinio optimizavimo
problema �minimizuoti tikslo funkcij ¾a blogiausio atvejo realizacijos parametru¾R ir Q atµzvilgiu:

min
x2F

�
max

(R;Q)2=
��RTx+

1

2
xTQx

�
:

Pertvarkome taip:

min
x2F

�
� min
R2=R

RTx+ max
Q2=Q

1

2
xxTQ

�
:

�is uµzdavinys gali būti i�reik�tas kaip balno ta�ko problema ir i�spr¾estas per polinomini¾ laik ¾a
Tütüncü [147].

Pavyzdµziui:
Tegul x > 0 ir Q�0. Tuomet robastinis optimizavimas susiveda i¾

min
x2F

��(RL)Tx+
1

2
xTQUx:

C.6. Vidutinio absoliutinio nuokrypio modelis MAD

Konno [77] pasiūl·e portfelio optimizavimo modeli¾naudojant dalimis tiesin¾e rizikos funkcij ¾a. MAD
modelis, specialusis dalimis tiesin·es rizikos modelis, yra ekvivalentus Markowitz modeliui su s ¾alyga,
kad gr ¾aµzos yra pasiskirst¾e pagal daugiamati¾ normalu¾ji¾ d·esni¾ (Konno ir Yamazaki [78]). Taµciau
taip bus tik tada jei mato L1 (absoliutiniu¾ portfelio gr ¾aµzos nuokrypiu¾ nuo vidurkio suma) mi-
nimizavimas bus ekvivalentus mato L2 (dispersija) minimizavimui. Tegul mt apra�o absoliutini¾
portfelio gr ¾aµzu¾nuokrypi¾ (nuo vidurkio) laiko momentu t, tada MAD modelis yra:

minZMAD =
1

T

TX
t=1

mt

NX
i=1

(Rit � �i)xi 6 mt; t = 1; :::; T; (C.23a)

NX
i=1

(Rit � �i)xi > �mt; t = 1; :::; T; (C.23b)
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NX
i=1

�ixi = Rp;

NX
i=1

xi = 1;

mt > 0; t = 1; :::; T;

xi > 0; i = 1; :::; N:

Tikslo funkcija minimizuoja absoliutinio nuokrypio vidurki¾apskaiµciuot ¾a pagal (C.23a) ir (C.23b)
formules ir su s ¾alyga, kad mt yra ne neigiami.

Konno ir Yamazaki [78] teigia, kad MAD modelis puikiai pakeiµcia V-D modeli¾ i¾traukdamas
visas teigiamas jo puses. Jie pateikia tris svarius argumentus:
a) MAD modelio formulavime n·era reikalavimu¾gr ¾aµzu¾kovariaciju¾matricai;
b) s ¾alyginis paprastumas sprendµziant tiesin¾e sistem ¾a lyginant su kvadratine �didesn·es apimties
problemos gali būti i�spr¾esto efektyviau ir greiµciau,

c) MAD portfeliai paprastai turi maµziau akciju¾�tai sumaµzina sandoriu¾ka�tus portfelio perµziūr·ejimo
metu.

C.7. MiniMax modelis

MiniMax modelis (MM) (Young [161]) gali būti apra�ytas remiantis id·eja �steb·eti kaip �is portfelis
būtu¾ elg¾esis praeityje per visus istorinius steb·ejimus t = 1; : : : ; T . Minimali gr ¾aµza kuri gal·ejo
būti praeityje �iuo atveju sutampa su rizikos matu. Modelis stengiasi maksimizuoti �i ¾a reik�m¾e,
kol pasiekia nurodyt ¾a laukiamos gr ¾aµzos lygi¾. Kita, alternatyvi ir daµzniausiai labiau naudinga,
MM portfelio parinkimo s ¾alyga yra �didµziausio, steb·etame laike, galimo nuostolio minimizavi-
mas. Minimax modelyje naudojama L1 norma, kuri i¾takoja stipresni¾ absoliutini¾ rizikos vengim ¾a
(neigiamu¾ nuokrypiu¾) [58]. Galutini¾ sprendini¾ gali labai stipriai paveikti net gi viena i�si�okanti
duomenu¾reik�m·e. Mp apibūdina minimali ¾a portfelio gr ¾aµz ¾a gaut ¾a per vis ¾a steb·ejimo period ¾a, t.y.,

Mp = min
t

NX
i=1

xiRit: (C.24)

Tuomet Minimax modelis (MM) yra:
maxZMM = Mp;
NX
i=1

Ritxi > Mp; t = 1; :::; T;

NX
i=1

�ixi = Rp;

NX
i=1

xi = 1;

lMp 6 Mp 6 uMp ;

kur lMp ir uMp yra atitinkamai apatinis ir vir�utinisMp r·eµziai. Young [161] tai pat siūlo alternatyvu¾
modelio formulavim ¾a, kuris maksimizuoja laukiam ¾a portfelio gr ¾aµz ¾a, atsiµzvelgiant i¾duot ¾aji¾apatini¾
apribojim ¾a visiems steb·etiems portfelio periodams.
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C.8. Portfelio elgesio matai

Labai detaliai �ie parametrai nagrin·ejami [110], o taip pat ir Stoyanov, Rachev ir Fabozzi [139]
� �arpo koe�cientas (Sharpe ratio)

SR =
E(wTR�Rf )

STDwTR�Rf
; (C.25)

µcia rizikos matas STDwTR�Rf yra portfelio w
TR�Rf standartinis nuokrypis;

� STARR koe�cientas

STARR() =
E(wTR�Rf )

CV aR99%(wTR�Rf )
; (C.26)

pakeiµcia simetrini¾ standartini¾ nuokrypi¾�vienpusiu CV aR rizikos matu ir yra naudingas tiek
paprastam perrinkimui tiek ir sud·etingesniam optimizavimui [102];µcia

CV aR99%(w
TR�Rf ) = �

1

[0; 01n]

X
(wTR�Rf)

k
6�VaR99%(wTR�Rf)

�
wTR�Rf

�
k
;

o VaR99%
�
wTR�Rf

�
randamas i�formul·es P

�
wTR�Rf 6 �VaR99%

�
wTR�Rf

��
= 0; 01:

� Sortino koe�cientas

Sortino(t) =
E(wTR�Rf )

�Rp(t)
; (C.27)

µcia

�Rp(t) =

0@ tZ
�1

(t�Rp)
qf(Rp) dRp

1A1=q

=

 
1

T

TX
k=1

(t� wTRk)
q
+

!1=q
;

vadinamas pusiau standartinis nuokrypis �Rp(�p) savo prasme pana�us i¾ETL(50%), bet ETL
yra paprastesnis ir turi alternatyviu¾ optimizavimo savybiu¾ [127] ir duoda geresni¾ optimalu¾
portfeli¾ [16];

� Rachev koe�cientas (R-ratio)

R(w) =
ETL�(Rf � wTR)

ETL�(wTR�Rf )
=
CV aR(1��)(Rf � wTR)

CV aR(1��)(wTR�Rf )
(C.28)

vadinamas apdovanojimas uµz nuokrypi¾ i¾ vir�u¾ ir bauda uµz nuokrypi¾ i¾ apaµci ¾a. [16] straipsnyje
pateikiamas apibendrintas R-ratio koe�cientas ir palyginimai su daugeliu kitu¾rizikos matu¾;

� Laipsninis (apibendrintas) Rachev koe�cientas (aptariamas [16])

�(x�r) =
ETL(;�%)(Rf � wTR)

ETL(�;�%)(wTR�Rf )
; (C.29)

µcia ETL(;�%)(X) = E((max(L; 0))=L > VaR�)
� Farinelli-Tibiletti [16] indeksas

�(x�z) =
p
p
E(wTR� t1)

p
+

q
p
E(wTR� t2)

q
�
; (C.30)

yra Omega indekso apibendrinimas, kuris parodo vir�utinio ir apatinio dalinio momento santyki¾.
µCia

p

q
E(wTR� t1)

p
+ =

 
1

T

TX
k=1

�
wTRk � t

�p
+

!1=p
; (C.31)

q

q
E(wTR� t2)

q
� =

 
1

T

TX
k=1

�
wTRk � t

�q
�

!1=q
(C.32)

kur (X � t)p+ = (max (X � t; 0))p ir (X � t)q� = (max (t�X; 0))q.
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